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GIRIS

Bu bolimiinde "yapay zeka (artificial intelligence) ve makine 6grenmesi (machine learning)" konusuna bir giris
yapilmaktadir.

Yapay Zeka (Artificial Intelligence) Nedir?

Zeka kapsami, islevleri ve yol actigi sonuglari bakimindan karmasik bir olgudur. Zekanin ne oldugu konusunda
psikologlar ve norobilimciler arasinda tam bir fikir birligi bulunmamaktadir. Cesitli kuramcilar ve arastirmacilar
tarafindan zekanin c¢esitli tanimlari yapilmistir. Bu kuramcilar ve arastirmacilarin bazilari yaptiklari tanimdan hareketle
zekayi 6lgcmek icin cesitli araclar da gelistirmeye calismislardir.

Charles Spearman zekayi "g" ve "s" biciminde iki yetenegin birlesimi olarak tanimlamistir. Spearman'a gore "g" faktoru
akil yaratme ve problem ¢dzmeyle ilgili olan "genel zekay!" belirtir. "s" faktori ise mizik, sanat, is yasami gibi ozel
alanlara yonelik "spesifik zekayi" belirtir. insanlar "zeka" denildiginde daha ¢ok genel zekayi kastetmektedirler.

Howard Gardner tarafindan kuramsal hale getirilen "¢oklu zeka (multiple intelligence)" zeka teorisinde Gardner zekayi
"sozel/dilbilimsel (verbal/linguistic), muzikal (musical), mantiksal/matematiksel (logical/mathematical), gorsel
uzamsal (visual/spatial), kinestetik (kinesthetic), kisilerarasi (interpersonal), icsel (intrapsersonal)" olmak Uzere
baslangicta yedi tiire ayirmistir. Sonra bu yedi tire "dogasal (naturalistic), varolussal (existentialist)" bigciminde iki tlr
daha ekleyerek dokuza cikarmistir.

Robert Sternberg'e gore ise "analitik (analytical), pratik (practical) ve yaratici (creative)" olmak tizere Ug tiir zeka vardir.
Analitik zeka problemi parcalara ayirma, analiz etme ve ¢d6zme ile ilgili yetileri icermektedir. Bu yetiler aslinda zeka
testlerinin 6lgmeye calistigi yetilerdir. Pratik zeka yasami stirdlirmek icin gerekli olan pratik becerilerle ilgilidir. Yaratici
zeka ise yeni yontemler bulmak, problemleri farkl bicimlerde ¢ozebilmek, yenilikler yapabilmekle ilgili yetilerdir.

Catell-Horn-Carroll (CHC) Teorisi diye isimlendirilen cok katmanli zeka teorisi tizerinde en ¢ok durulan zeka teorisidir.
(Raymond Catell aslinda Spearman'in John Horn ise Catell'in 6grencisidir.) Catell zekay: "kristalize zeka (crystalized
intelligence)" ve "akici zeka (fluid intelligence)" biciminde ikiye ayirmistir. Kristalize zeka 6grenilmis ve oturmus bilgi
ve becerilerle ilgili iken akici zeka problem ¢ézme ve yeni durumlara uyum saglama becerileriyle ilgilidir. John Horn ise
Catell'in bu iki tiir zekasini genisleterek ona gorsel isitsel yetileri, bellege erisimle ilgili yetileri, tepki zamanlarina iliskin
yetileri, niceliksel islemlere yonelik yetileri ve okuma yazma becerilerini de eklemistir. Nihayet John Carroll zeka ile
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ilgili 460 yetenegi faktor analizine sokarak ti¢ katmanh bir zeka teorisi olusturmustur. CHC teorisi Stanford Binet ve
Wechsler zeka testlerinin ileri sirimlerinin benimsedigi zeka anlayisidir.

Yapay zeka ise -ismi Uzerinde- insan zekasi ile ilgili bilissel slreglerin makineler tarafindan saglanmasina yonelik
surecleri belirtmektedir. Yapay zeka terimi ilk kez 1955 yilinda John McCarthy tarafindan uydurulmustur. Dogal zekada
oldugu gibi yapay zekanin da farkli kisiler tarafindan pek ¢cok tanimi yapilmaktadir. Ancak bu terim genel olarak "insana
0zgl nitelikler oldugu varsayilan akil yiritme, anlam cikartma, genelleme ve gecmis deneyimlerden 6grenme gibi
ylksek zihinsel siireclerin makineler tarafindan gerceklestirilmesi" biciminde tanimlanabilir. Yapay zekanin diger bazi
tanimlari sunlardir:

- Yapay zeka insan zekasina iliskin "6grenme", "akil yiritme", "kendini diizeltme" gibi siire¢lerin makineler tarafindan
simile edilmesidir.

- Yapay zeka zeki makineler yaratma amacinda olan bilgisayar bilimlerinin bir alt alanidir.
- Bilgisayarlarin insanlar gibi davranmasini saglamayi hedefleyen bilgisayar bilimlerinin bir alt dalidir.
Yapay zekanin simiile etmeye calistigi bilissel siireclerin bazilarinin sunlar olduguna dikkat ediniz:

- Bir seyin nasil yapilacagini bilme (knowledge)
- Akil yUrttme (reasoning)

- Problem ¢6zme (problem solving)

- Algilama (perception)

- Ogrenme (learning)

- Planlama (planning)

- Dogal dili anlama ve konusma

- Uzmanlik gerektiren alanlarda karar verme

Yapay Zeka Calismalarinin Kisa Tarihi

Yapay zeka ile ilgili diistinceler ve gorisler antik ¢caga kadar gotirilebilir. Ancak modern yapay zeka calismalarinin
1950°li yillarda basladigi soylenebilir. Stiphesiz yapay zeka alanindaki gelismeleri de aslinda baska alanlardaki
gelismeler tetiklemistir. Ornegin bugiin kullandigimiz elektronik bilgisayarlar olmasaydi yapay zeka bugiinkii durumuna
gelemeyecekti. iste aslinda pek cok bilimsel ve teknolojik gelismeler belli bir noktaya gelmis ve yapay zeka dedigimiz
bu alan 1950’lerde ortaya ¢ikmaya baslamistir.

Yapay zeka calismalarinin ortaya ¢ikmasina yol acan 6nemli gelismeler sunlar olmustur:

- Mantiktaki Gelismeler: Bertrand Russell ve Alfred North Whitehead tarafindan 1913 yilinda yazilmis olan "Principia
Mathematica" adl (g cilt kitap "bicimsel mantikta (formal logic)" devrim niteliginde etki yapmistir.

- Matematikteki Gelismeler: 1930’larda Alonzo Church "Lambda Calculus" denilen bigimsel sistemi gelistirmis ve
ozyinelemeli fonksiyonel notasyonla hesaplanabilirligi arastirmis ve sorgulamistir. Yine 1930’larda Kurt Godel "bigimsel
sistemler (formal systems)" tizerindeki calismalariyla teorik bilgisayar bilimlerinin 6nctligini yapmistir.

- Turing Makineleri: Alan Turing’in heniz elektronik bilgisayarlar gerceklestiriimeden 1930’lu yillarin ortalarinda (ilk
kez 1936) tasarladigi teorik bilgisayar yapisi olan "Turing Makineleri" bilgisayar bilimlerinin ve yapay zeka kavraminin
ortaya ¢lkmasinda etkili olmustur. (Turing mekinelerinin ¢esitli modelleri vardir. Buglin hala Turing makineleri
algoritmalar diinyasinda algoritma analizinde ve algoritmik karmasiklikta teorik bir karsilastirma araci olarak
kullaniimaktadir.)
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- Elektronik Bilgisayarlarin Ortaya Cikmasi: 1940’1l yillarda ilk elektronik bilgisayarlar gerceklestirilmeye baslanmistir.
Bilgisayarlar yapay zeka calismalarinin gergeklestirilmesinde en dnemli araglar durumundadir.

Yapay Zeka (Artificial Intelligence) terimi ilk kez John McCarthy tarafindan 1955 yilinda uydurulmustur. John McCarthy,
Marvin Minsky, Nathan Rocheste ve Claude Shannon tarafindan 1956 yilinda Dartmauth College’de bir konferans
organize edilmistir. Bu konferans yapay zeka kavraminin ortaya ¢ikisi bakimindan ¢ok dnemlidir. Bu konferans yapay
zekanin dogumu olarak kabul edilmektedir. Yapay zeka terimi de bu konferansta katilimcilar tarafindan kabul
gormuistir. John McCarthy ayni zamanda diinyanin ilk programlama dillerinden biri olan Lisp’i de 1958 yilinda
tasarlamistir. Lisp hala yapay zeka ¢alismalarinda kullaniimaktadir.

Yapay zeka calismalarinin "yaz donemleri" ve "kis dénemleri" olmustur. Buradaki "yaz donemleri" konuya ilginin arttigi,
finansman sikintisinin azaldigl, ¢esitli kurumlarin yapay zeka calismalari icin fonlar ayirdigi donemleri belirtmektedir.
"Kis donemleri" ise yaz donemlerinin tersine konuya ilginin azaldigi, finansman sikintisinin arttigi, kurumlarin yapay
zeka galismalari icin fonlarini geri cektigi donemleri belirtmektedir.

1956-1974 yapay zekanin altin yillari olmustur. Bu yillar arasinda cesitli algoritmik yontemler gelistirilmis ve pek ¢ok
uygulama lizerinde galisilmistir. Ornegin arama (search) yontemleri uygulanmis ve arama uzayi (search space) sezgisel
(heuristic) yontemlerle daraltilmaya calisiimistir. Yine bu vyillarda dogal dili anlamaya yonelik ilk calismalar
gerceklestirilmistir. Bu ilk calismalardan elde edilen gesitli basarilar yapay zeka alaninda iyimser bir hava estirmistir.
Ornegin:

- 1958 yilinda Simon ve Newell "10 yil icinde diinya satran¢ sampiyonunun bir bilgisayar olacagini" iddia etmislerdir.
(Halbuki bu durum 90'li yillarin ikinci yarisinda gerceklesmeye baslamistir.)

- 1970 yilinda Minsky 3 yildan 8 yila kadar makinelerin ortalama bir insan zekasina sahip olabilecegini iddia etmistir.

1974-1980 vyillari arasinda yapay zeka alaninda kis dénemine girilmistir. Daha 6nce yapilan tahminlerin ¢ok iyimser
oldugu gorilmiis bu da biraz hayal kirikhgina yol agmistir. Bu yillarda yapay sinir aglari ¢alismalari biyiik 6l¢tide
durmustur. Yeni projeler icin finans elde edilmesi zorlasmistir.

1980'li yillarla birlikte yapay zeka ¢alismalarinda yine yikselis baslamistir. 80'li yillarda en ¢ok ylikselise ge¢en yapay
zeka alani "uzman sistemler" olmustur. Japonya bu tir projelere 6nemli finans ayirmaya baslamistir. Ayrica Hopfield
ve Rumelhart'in galismalari da "yapay sinir aglarina" yeni bir soluk getirmistir.

1987-1993 yillari arasinda yine yapay zeka g¢alismalari kis dénemine girmistir. Konuya ilgi azalmis ve gesitli projeler icin
finans kaynaklari da kendilerini geri cekmistir.

1993 yilindan itibaren yapay zeka alani yine canlanmaya baslamistir. Bilgisayarlarin gliclenmesi, Internet teknolojisinin
gelismesi, mobil aygitlarin gittikce yayginlasmasi sonucunda veri analizinin 6nemi artmis ve bu da yapay zeka
calismalarina yeni bir boyut getirmistir. 1990'li yillarin ortalarindan itibaren veri islemede yeni bir donem baslamistir.
Veri madenciligi bir alan olarak kendini kabul ettirmistir. Ozellikle 2011 yilindan baslayarak biiyiik veri (big data)
analizleri iyice yayginlasmis, yapay sinir aglarinin bir cesidi olan derin 6grenme (deep learning) calismalari hizlanmis,
0T uygulamalari da yapay zekanin 6nemini hepten artirmistir.

Yapay Zekanin Alt Alanlan
Yapay zeka aslinda pek ¢ok alt konuya ayrilabilen bir alandir. Yapay zekanin 6nemli alt alanlari sunlardir:
- Makine Ogrenmesi

- Yapay Sinir Aglari ve Derin Ogrenme
- Robotik Sistemlerin Tasarimi ve Gergeklestirilmesi
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- Bulanik Sistemler (Fuzzy Logic Systems)

- Evrimsel Yontemler (Genetic Algoritmalar, Differential Evoluation, Neuroevolution vs. )

- Ust Sezgisel (Meta Heuristic) Yontemler (Karinca Kolonisi, Particle Swarm Optimization)

- Olasiliksal (Probabilistic) Yontemler (Bayesian Network, Hidden Markov Model, Kalman Filter vs.)
- Uzman Sistemler (Expert Systems)

Yapay Zekanin Uygulama Alanlari
Yapay zekanin tipik uygulama alanlari sunlardir:

- Yapay Yaraticilik Faaliyetleri (Artificial Creativity)

- Planlama ve Cizelgeleme Faaliyetleri

- Akil Yiridtme (Reasoning) Faaliyetleri

- Otomatik Hedef Belirlemesi (Automatic Target Recognition)
- Yliz Tanima (Face Recognition)

- Konusma Tanima (Speech Recognition)

- Konusani Tanima (Speaker Recognition)

- Bilgisayarh Gori (Computer Vision)

- Goriintii isleme (Image Processing)

- OCR (Optical Character Recognition), Zeki Karakter Tanima (Intelligent Character Recognition) ve Zeki S6zciik Tanima
(Intelligent Word Recognition)

- Nesne Tanima (Object Recognition)

- El Yazisi Tanima (Handwriting Recognition)

- Hastaliga Tani Koyma Sistemleri (Diagnosis Systems)

- Uzman Sistemler (Expert Systems)

- Karar Destek Sistemleri (Decision Support Systems)

- Klinik Karar Destek Sistemleri (Clinical Decision Support Systems)
- Zeka Oyunlarini Oynama (Satrang, Go, vs.)

- Veri Madenciligi (Data Mining)

- Yazi Madenciligi (Text Mining)

- Stire¢ Madenciligi (Process Mining)

- E-Posta Spam Filtreleri (Spam Filtering)

- Etkinlik Belirleme (Activity Recognition)

- Anomalilerin Tespit Edilmesi (Anomaly Detection)

- Otomatik Resim Yorumlama (Automatic Image Annotation)
- iliskili Olanlari Bulma (Relationship Extraction)

- Referans Coziimlemesi (Coreference Resolution)

- Dogal Dili Anlama (Natural Language Understanding)

- Makine Cevirisi (Machine Translation)

- Semantic Web (Semantic Web)

- Soru Yanitlama Sistemleri (Question Answering Systems)

- Oriintii Tanima (Image Recognition)

- Robotlar (Robotics)

- Sesli Konusmayi Yaziya Cevirme (Speech to Text)

- Yaziyi Sesli Konusmaya Cevirme (Text to Speech)

- Sanal Gergeklik Sistemleri (Virtual Reality Systems)

Yapay zekanin yukaridaki uygulama alanlarindan bazilari zaman icerisinde bazi kesimler tarafindan artik yapay zekanin
bir konusu olarak gériilmemeye baslanmistir. Ornegin OCR islemleri eskiden her kesim tarafindan bir yapay zeka
faaliyeti olarak gorilirdi. Ancak zamanla OCR islemleri o kadar bilindik ve rutin bir hale geldi ki artik bu islemler genis
bir kesim tarafindan bir yapay zeka faaliyeti olarak ele alinmiyor. Benzer bicimde satrangta bir bliylik ustay! yenecek
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bir programin yazilmasi eskiden bir yapay zeka faaliyeti olarak goriliyorken artik bu faaliyet de bazi kesimler
tarafindan bir yapay zeka faaliyeti olarak ele alinmamaktadir. iste zaman igerisinde yapay zeka olarak goriilen bir siireci
makineler algoritmik olarak basardik¢a onun yapay zeka alanindan gikartilmasi gibi bir durum olusmaya baslamistir.
Eskiden yapay zeka faaliyeti olarak adlandirilan bazi faaliyetlerin yapay zeka kapsamindan gikarilmasina "Yapay Zeka
Etkisi (Al Effect)" denilmektedir. Ginimiizde de yapay zeka faaliyeti olarak ele aldigimiz bazi faaliyetlerin zamanla
yapay zeka faaliyeti olmaktan ¢ikabilecegine de dikkatinizi cekmek istiyoruz.

Makine Ogrenmesi Nedir?

Aslinda makine 6grenmesinin ne oldugundan dnce 6grenmenin ne oldugunu ele almak gerekir. Psikolojide 6grenme
"davranista goreli bicimde kalici degisiklikler olusturan siirecler" biciminde tanimlanmaktadir. Bu tanimdaki davranis
(behavior) klasik davranisgilara gore "gozlemlenebilen devinimleri" kapsamaktadir. Ancak daha sonra "radikal
davraniscilar" bu davranis tanimini zihinsel siiregleri de kapsayacak bicimde genisletmistir.

Psikolojide 6grenme kabaca dort bolimde ele alinmaktadir.

1) Klasik Kosullanma (Classical Conditioning): Organizmada dogal bir tepki olusturan uyaranlara "kosulsuz uyaranlar
(unconditioned stimuli)", kosulsuz uyaranlara karsi organizmanin verdigi tepkilere de "kosulsuz tepkiler
(unconditioned responses)" denilmektedir. Ornegin "gok giriltiisi" kosulsuz uyarana, gok giriltiisiine karsi verilen
tepki de kosulsuz tepkiye 6rnek verilebilir. iste klasik kosullanmada baslangicta organizmada bir tepkiye yol agmayan
"noétr bir uyaran (neutral stimulus)" kosulsuz bir uyaranla (unconditioned stimulus) zamansal bakimdan
eslestirildiginde artik bu notr uyaran organizmada kosulsuz uyaranin olusturdugu tepkiye benzer bir tepki olusturmaya
baslamaktadir. Notr uyaranin zamanla kosulsuz uyaranla benzer tepkilere yol agmasi durumunda artik bu nétr uyarana
"kosullu uyaran (conditioned stimulus)", organizmanin da bu kosullu uyarana verdigi tepkiye "kosullu tepki
(conditioned response)" denilmektedir. Bu siireci sekilsel olarak asagidaki gibi ifade edebiliriz:

Kosulsuz Uyaran ---> Kosulsuz Tepki (Dogal Durum)

Notr Uyaran ---> Kosulsuz Uyaran (Klasik Kosullanma Siireci)

Notr Uyaran ---> Kosulsuz Uyaran (Klasik Kosullanma Siireci)
--=> e (Klasik Kosullanma Siireci)

Notr uyaran artik kosullu uyaran haline gelmistir.

Kosullu Uyaran ---> Kosullu Tepki (Ogrenilmis Yeni Durum)

Klasik kosullanma siirecinin gerceklesmesi icin dnce notr uyaranin sonra kosulsuz uyaranin zamansal bakimdan pes
pese uygulanmasi gerekmektedir. Burada iki uyaran arasindaki zaman uzarsa (6rnegin 5 saniyeden bliylk olursa)
organizmanin onlari iliskilendirmesi gliclesmektedir. Pek ¢ok ¢alisma 0.5 saniye civarindaki bir zaman araliginin klasik
kosullanma icin ideal bir zaman araligl oldugunu géstermektedir.

Klasik kosullanma ilk kez Ivan Pavlov tarafindan fark edilmis ve tanimlanmistir. Paviov'un képek deneyi klasik
kosullanmaya tipik bir érnektir. Bu deneyde Pavlov kdpege yemek gosterdiginde (kosulsuz uyaran) kopek salya
salgilamaktadir. Yemegi goriince kopegin salya salgilamasi dogal olan kosulsuz bir tepkidir. Daha sonra Pavlov képege
bir metronum sesinden (notr uyaran) sonra yemegi gbstermis ve bu islemi bir slire tekrarlamistir. Bu siire¢ sonunda
artik kopek yalnizca metronom sesini duydugunda (artik notr uyaran kosullu uyaran haline gelmistir) salgi salyalar hale
gelmistir. Kbpegin metronom sesini duydugunda salgi salgilamasi daha 6nce yapmadigi kosullu bir tepkidir.

Klasik kosullanma stireci pek cok hayvan lizerinde denenmistir. Hayvanlarin ¢ok buyiik cogunlugu klasik kosullanma ile
ogrenebilmektedir. Birinci kusak davraniscilar pek c¢ok davranisin nedenini klasik kosullanmayla acgiklamislardir.
Gergekten de fobilerin cogunda klasik kosullanmanin etkili oldugu gériilmektedir. Ozellikle olumsuz birtakim sonuglar
doguran uyaranlar cok kisa siire icerisinde klasik kosullanmaya yol acabilmektedir. Ornegin karanlik bir sokakta
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saldirlya ugrayan bir kisi yeniden karanlik bir sokaga girdiginde klasik kosullanma etkisiyle yeniden saldiriya ugrayacagi
hissine kapilabilmektedir.

2) Edimsel Kosullanma (Operant Conditioning): Edimsel kosullanma en 6nemli 68renme yollarindan biridir. Pek ¢cok
siire¢ edimsel kosullanma ile 6grenilmektedir. Klasik kosullanmada 6nce uyaran sonra tepki gelmektedir. Halbuki
edimsel kosullanmada dnce tepki sonra uyaran gelir. Organizma bir faaliyette bulunur. Bunun sonucunda hosa giden
bir durum (buna 6dil de denilmektedir) olusursa bu davranis tekrarlanir ve bdylece 6grenme gerceklesir. Yani 6zetle
organizmada hosa giden sonuclar doguran davranislar tekrarlanma egilimindedir.

Edimsel kosullanma bir siire¢ olarak ilk kez Edward Thorndike tarafindan fark edilmistir. Thorndike "puzzle box" ismini
verdigi bir kafes diizenegi ile yaptigl deneylerden "organizmada olumlu sonuglar doguran tepkilerin tekrarlanma
egiliminde oldugu" sonucunu gikarmistir ve bu durumu "etki yasasi (law of effect)" terimiyle ifade etmistir. Her ne
kadar edimsel kosullanmayi gercek anlamda ilk kez Thorndike fark ettiyse de bunu genisleterek kuramsal bir 6grenme
modeli haline getiren asil kisi B.F. Skinner olmustur. Bu konuda kullanilan terminoloji de buyik 6l¢lide Skinner
tarafindan olusturulmustur.

Edimsel kosullanmada o6dil olusturan uyaranlara "pekistire¢ (reinforcer)" denilmektedir. Davranis ne kadar
pekistirilirse o kadar iyi 6grenilmektedir. Pekistirecler "pozitif' ve "negatif" olmak Ulzere ikiye ayrilirlar. Pozitif
pekistirecler dogrudan organizmanin hosuna gidecek uyaranlardir. Negatif pekistirecler ise organizmanin iginde
bulundugu hos olmayan durumu ortadan kaldirarak dolayli 6diil olusturan uyaranlardir. Edimsel kosullanma igin bazi
ornekler soyle verilebilir:

- Odevini yapan dgrenciye 6gretmenin 6diil vermesi 6dev yapma davranisini artirmaktadir (pozitif pekistireg).

- Maddenin bunaltiyi (anxiety) ortadan kaldirmasi kisiyi madde kullanimina tesvik etmektedir (negatif pekistirec).

- Arabada emniyet kemeri bagh degilken rahatsiz edici bir ses ¢ikmaktadir. Bu sesi ortadan kaldirmak igin siriici ve
yolcular emniyet kemerini baglarlar (negatif pekistirec).

- Aglayan cocugun isteklerini ebeveynin karsilamasi istekleri karsilanmayan ¢ocukta aglama davranisini
artirabilmektedir (pozitif pekistirec).

Bugtin psikolojide edimsel kosullanma davranisi degistirmede ve sekillendirmede en énemli araglardan biri olarak
kabul edilmektedir.

3) Sosyal Bilissel Ogrenme (Social Cognitive Learning): Bu yonteme "taklit yoluyla 6grenme" ya da model alarak
ogrenme" de denilmektedir. Biz baskalarini taklit ederek de davranislarimizi degistirebilmekteyiz. Sosyal bilissel
o0grenme blyiik 6lctide Albert Bandura tarafindan kuramsal hale getirilmistir. Aslinda sosyal bilissel 6grenmede de bir
bakima pekistirmeler s6z konusudur. Ancak bu pekistirmeler dogrudan degil dolayli (vicarious) bicimde olmaktadir.
Sosyal bilissel 6grenmede birtakim bilissel streclerin de devreye girdigine dikkat ediniz. Cinki bu sirecte kisinin
baskalarinin yaptigi davranislari izleme, izlediklerini bellekte saklama ve onlardan sonuglar ¢ikartma gibi sliregler de
isin icine karismaktadir.

4) Bilissel Ogrenme (Cognitive Learning): Bilis (cognition) organizmanin bilgiislem faaliyetlerini anlatan bir terimdir.
Bilis denildiginde dilisiinme, bellek, dikkat, biling, akil ylritme gibi faaliyetler anlasiimaktadir. Arastirmacilar hig
pekistire¢ olmadan 6grenmenin hayvanlarda da insanlarda da mimkiin oldugunu gostermislerdir. Yani biz klasik
kosullanma, edimsel kosullanma ve sosyal 6grenme sirecleri olmadan vyalnizca bilissel etkinliklerle de
o0grenebilmekteyiz.

Halk arasinda 6grenme denildiginde genellikle siirecin davranissal boyutu goz ardi edilmekte yalnizca bilissel tarafi
degerlendirilmektedir. Halbuki her tlrli 6grenmede acik ya da ortik goreli bir bicimde kalici bir davranisin ortaya
¢itkmasi beklenir. Ancak "davranis (behavior)" sézctgiiniin tanimi konusunda da tam bir anlasma bulunmamaktadir.
Yukarida da belirttigimiz gibi ilk davraniscilar yalnizca gézlemlenebilen sirecleri davranis olarak tanimlarken radikal
davraniscilar zihinsel stiregleri de davranis taniminin icine katmaktadir.
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O halde makine 6grenmesi (machine learning) nedir? Aslinda psikolojideki 6grenme kavrami makine 6grenmesinde de
gecerlidir. Biz makinenin (makine demekle donanimi ve yazilimi kastediyoruz) bir bicimde davranisini arzu edilen yénde
degistirmesini isteriz. Yani makinenin davranisi bizim istedigimiz yonde ve istedigimiz hedefleri gerceklestirme
anlaminda degismelidir. iste makine 6grenmesi kabaca gecmis bilgilerden ve deneyimlerden faydali birtakim sonuglar
(davraniglar) ortaya cikartan algoritmalar ve yontemler toplulugudur. Makine 6grenmesinde (¢ bilesen vardir:
Deneyim, Gorev ve Performans. Deneyim canlilarda oldugu gibi makine 6grenmesinde de en 6nemli 6gelerdendir.
Makine 6grenmesinde deneyim birtakim verilerin analiz edilmesini ve onlardan bir kestirim ya da faydali sonuclar
¢ikartilmasi sirecidir. Gorev makinenin yapmasini istedigimiz seydir. Gorevler diisik bir deneyimle disiik bir
performansla gerceklestirilebilirler. Deneyim arttikca gorevin yerine getirilme performansi da artabilir. iste makine
o6grenmesi temelde bunu hedeflemektedir. O halde makine 6grenmesinde bir veri grubu incelenir, analiz edilir, bundan
sonuglar cikartilir, sonra hedeflenen gorev yerine getirilmeye calisilir. Bu gorevin yerine getirilmesi de gitgide
iyilestirilir. Bu slireg cesitli algoritmalarla ve yontemlerle degisik bicimlerde ve yaklasimlarla yiritilmektedir.

Makine 6grenmesi genel olarak ¢ bélimde ele alip incelenmektedir:

1) Denetimli Ogrenme (Supervised Learning)
2) Denetimsiz Ogrenme (Unsupervised Learning)
3) Pekistirmeli Ogrenme (Reinforcement Learning)

Denetimli (supervised) 6grenmede makineye (yani algoritmaya) biz daha 6nce gergeklesmis olan olaylari ve sonuglari
girdi olarak veririz. Makine bu olaylarla sonuglar arasinda baglanti kurar. Daha sonra biz yeni bir olayl makineye
verdigimizde onun sonucunu makineden kestirmesini isteriz. Denetimsiz 6grenmede biz makineye yalnizca olaylar
veririz. Makine bunlarin arasindaki benzerliklerden ve farkhliklardan hareketle bizim istedigimiz sonugclari ¢ikartmaya
calisir. Ornegin biz makineye resimler verip bunlarin elma mi armut mu oldugunu séyleyelim. Ve bunu ¢ok miktarda
yapalim. Sonra ona bir elma resmi verdigimizde o daha dnceki deneyimlerden hareketle bunun elma oldugu sonucunu
cikartabilecektir. iste bu denetimli 6grenmeye bir 6rnektir. Simdi biz makineye elma ve armut resimlerini verelim ama
bunlarin ne oldugunu ona séylemeyelim. Ondan bu resimleri ortak 6zelliklerine gére iki gruba ayirmasini isteyelim. Bu
da denetimsiz 6grenmeye 6rnektir. Pekistirmeli 6grenmede ise tipki edimsel kosullanmada oldugu gibi hedefe yaklasan
durumlar odillendirilerek makinenin 6grenmesi saglanmaktadir.

Yapay Zeka ve Makine Ogrenmesinin Diger Disiplinlerle ilgisi

Yapay zeka alanin diger pek cok disiplinle yakin ilgisi vardir. Asagidaki sekilde bu ilgi betimlenmektedir.
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Mathematics

Machine Leaming

Data Science

Alinti Notu: Gorsel "Practical Machine Learning with Python (APress)" kitabindan alinmistir.
istatistik: istatistik temelde iki bélime ayrilmaktadir:

- Betimsel istatistik (descriptive statistics)
- Sonug cikarticl istatistik (inferential statistics)

Betimsel istatistik verilerin gruplanmasi, 6zetlenmesi, karakteristiklerinin betimlenmesi ve gosterilmesi ile ilgilidir. Yani
betimleyici istatistik zaten var olan durumu betimlemektedir. Sonug g¢ikartici istatistik ise kestirim yapmakla ilgilidir.
Makine 6grenmesi istatistigin kestirimsel yéntemlerini agik¢a kullanmaktadir. Ornegin regresyon analizi, kiimeleme
analizi, karar agagclari, faktor analizi vs. gibi pek ¢ok makine 6grenmesi yontemi aslinda istatistigin bir konusu olarak
ortaya ¢cikmistir. Ancak bu istatistiksel yontemler makine 6grenmesi temelinde genisletilmis ve dinamik bir bicime
donugtirilmustir.

Veri Madenciligi (Data Mining): Veri madenciligi verilerin igerisinden c¢esitli faydal bilgilerin bulunmasi, onlarin
cekilerek elde edilmesi islemleriyle ilgilenmektedir. Sliphesiz bu sireg istatistiksel birtakim bilgilerin yani sira yazilimsal
uygulamalari da blinyesinde barindirmaktadir.

Bilgisayar Bilimleri (Computer Science): Bilgiislem ve programlama etkinlikleriyle ilgili genis kapsamli bir bilim dalidir.
Bilgisayar  bilimlerindeki  teknikler ~ve yontemler kullaniimadan makine 6grenmesi  uygulamalari
gerceklestirilememektedir.

ilgili Konudaki Ozel Bilgiler: Siiphesiz her tiirlii algoritmik yéntem igin bir bicimde hedeflenen konuda belli bir bilgi
birikiminin var olmasi gerekir. Ornegin ne kadar iyi programlama ve istatistik bilirseniz bilin gériintisel verilerle
galismak igin bir gorintiinin (resmin) nasil bir organizasyona sahip oldugunu bilmeniz gerekir. Ya da 6rnegin hig
muhasebe bilmeyen iyi bir programcinin bir muhasebe programi yazabilmesini bekleyebilir miyiz?

Makine Ogrenmesi Uygulamalari igin Kullanilan Programlama Dilleri

Veri bilimi (data science) ve makine 6grenmesi uygulamalari icin pek ¢ok dil kullanilabilmektedir. Bu baglamda ilk akla
gelen dil stiphesiz Python'dur. Ancak C++, Java, C# gibi populer programlama dilleri de bu amacla gittikce daha fazla
kullanilir hale gelmektedir. Python programlama dili son on yildir bir atak yaparak diinyanin en popiiler ilk Gg dili
arasina girmistir. Python dilinin 6zellikle veri bilimi ve makine 6grenmesi konusunda popdilaritesinin neden bu kadar
arttigina iliskin goruslerimiz soyledir:
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- Son yillarda veri isleme ve verilerden kestirim yapma gereksiniminin gittikce artmistir ve Python dili de veri analizi
icin iyi bir arag olarak distntlmektedir.

- Veri bilimi ve makine 6grenmesi icin Python dilinden kullanilabilecek pek ¢ok kitiphane vardir. (Bu konudaki
kitlphaneler diger dillerden -simdilik- daha fazladir.)

- Python nispeten basit bir dildir. Bu basitlik ana hatlari veri analizi olan konularda uygulamacilara kolayliklar
sunmaktadir. Bu nedenle Python diger disiplinlerden gelip de veri analizi ve makine 6grenmesi uygulamasi yapmak
isteyenler icin nispeten daha kolay bir ara¢ durumundadir.

- Python genel amagli bir programalama dili olmasinin yani sira ayni zamanda matematiksel alana da yakin bir
programlama dilidir. Yani Python'un matematiksel alana yonelik ifade glicli (expressivity) popiler diger programlama
dillerinden daha yiksektir.

- Python dilinin gesitli prestijli Gniversitelerde "programlamaya giris (introduction to programming)" gibi derslerde
kullanilmaya baslanmis olmasi onun popdlaritesini artirmistir. Ayrica Python 6zellikle 3'li versiyonlarla birlikte dikkate
deger bicimde iyilestirilmistir.

- Python dilinin veri analizi icin diger dillere gére daha erken yola ¢iktigi sdylenebilir. Bu alanda algoritma gelistiren
arastirmacilar algoritimalarini daha ¢ok Pyhon kullanarak gercgeklestirmislerdir.

Pekiyi Python dilinin veri analizi ve makine 6grenmesi konusunda hangi dezavantajlari vardir? Bu dezavantajlari da
soyle siralayabiliriz:

- Python nispeten yavas bir dildir. Bu yavaslik biyik ol¢lide Python dilinin dinamik tir sistemine sahip olmasindan,
Python programlarinin yorumlayici yoluyla calistiriimasindan ve dilin seviyesinin yliksek olmasindan
kaynaklanmaktadir. Her ne kadar veri analizi ve makine 6grenmesinde kullanilan kiitiphaneler (NumPy, Pandas,
SciPy, Keras gibi) asil olarak C programlama dili ile yazilmis olsalar da bu C rutinlerinin Python'dan ¢agrilmasi ve diger
birtakim islemler yavasliga yol agmaktadir.

- Python yiiksek seviyeli bir dil oldugu icin dilin olanaklari ince birtakim islemlerin yapilabilmesine olanak
saglamamaktadir.

Pekiyi Python genel olarak yavas bir dilse bu durum veri analizi ve makine 6grenmesi uygulamalarinda bir sorun
olusturmaz mi? Bizim yanitimiz "bazi durumlarda" olacaktir.

Veri Bilimi (Data Science) Nedir?

Bilgisayar teknolojisinin gelismesine paralel olarak veri toplama ve depolama olanaklarinin artmasiyla birlikte veri
analizinde yeni bir ddnemin basladig séylenebilir. Ozellikle 2000'li yillardan itibaren insanlk eskiden oldugundan ¢ok
daha fazla miktarda veriyle karsilasmistir. Bu bakimdan insanliginin bir veri bombardimanina maruz kaldigi sdylenebilir.
iste "veri bilimi (data science)" 2000'li yillarin baslarinda béyle bir baglamda kullaniimaya baslanmis bir terimdir. Veri
biliminin tanimi konusunda tam bir fikir birligi bulunmamaktadir. Ancak veri bilimi "verilerden birtakim faydali bilgilerin
ve i¢gorilerin (insights) elde edilmesine yonelik calismalarin yapildigi" bir alan olarak tanimlanabilir. Veri bilimi ile
ugrasan uygulamacilara "veri bilimcisi (data scientist)" denilmektedir. (Bu baglamda veri bilimcisinin bir bilim insani
gibi ele alinmadigini vurgulamak istiyoruz.)

Aslinda veri bilimi istatistik biliminin uygulamali ve dinamik bir alt alani gibi de distnilebilir. Bazi bilim adamlarina
gore "veri bilimi" terimi gereksiz uydurulmus bir terimdir ve aslinda bu alan "uygulamali istatistikten" baska bir sey
degildir. Ancak ne olursa olsun son 30 senedir verilerin islenmesi ve bunlardan faydali birtakim sonuglarin ¢ikariimasi
icin yapilan islemlerin klasik istatistiksel calisma ile 6rtiismedigi de aciktir. Veri bilimi terimi -bazi ¢evreler tarafindan
elestiriliyor olsa da- kendini kabul ettirmis ve yayginlik kazanmis bir terim gibi gériinmektedir.
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istatistik ile veri bilimi arasindaki farkliliklari birkag ciimleyle séyle dzetleyebiliriz: Veri bilimi klasik istatistikten farkli
olarak disiplinler arasi bir nitelige sahiptir. Veri bilimi yazilimi ¢ok daha yogun kullanmaktadir. Veri bilimi
orneklemlerden ziyade ¢ok daha biiyiik verilerle ugrasma egilimindedir. istatistiksel calismalar daha ¢ok hipotezleri
dogrulamaya odaklanirken veri bilimi daha ¢ok faydali hipotezler olusturmaya odaklanmistir.
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ISTATISTIGE iLiSKiN BAZI TEMEL BiLGILER

Yapay zeka ve oOzellikle de makine 6grenmesi ile ilgili calismalar yapacak kisilerin belli diizeyde istatistiksel bilgilere
sahip olmasi gerekmektedir. Stiphesiz istatistik pek ¢ok alt alani olan genis bir bilim dalidir. Bu nedenle istatistiksel
konulara iliskin pek ¢ok ayrinti vardir. Biz bu bolimde temel bilgiler vermekle yetinecegiz. Cesitli ayrintilar ilgili
konularin anlatildigi bélimde gerektiginde agiklanacaktir. (Ornegin "kiimeleme analizi (cluster analysis)" aslinda
istatistikte cok uzun sidredir incelenen bir konudur. Ancak son yillarda makine 6grenmesi baglaminda konunun 6nemi
cok daha fazla artmis ve bu baglamda pek ¢ok algoritmik yontem gelistirilmistir. Dolaysiyla 6rnegin kiimeleme analizi
cok degiskenli istatistigin bir konusu oldugu halde biz bu teknigin ayrintilarini "denetimsiz 6grenme (unsupervised
learning)" icerisinde ele alacagiz.)

istatistiksel Olgek Tiirleri

istatistikte dlciilen ya da dlciilmis olan degerlerin siniflarina genel olarak "6lcek (scale)" denilmektedir. Pek cok kisi
Olgeklerin yalnizca sayisal oldugunu sanmaktadir. Halbuki 6lcekler baska bicimlerde de karsimiza c¢ikabilmektedir.
istatistikte dlgekler tipik olarak dért sinifa ayrilmaktadir:

Kategorik (Nominal) Olgekler: Bu dlceklerde séz konusu kiimenin elemanlari kategorik olgulardir. Ornegin cinsiyet,
renk, cografi bolge gibi. Bu 6lgekteki 6l¢iilen ya da ifade edilen degerlerin sayisal karsiliklari yoktur. Ornegin "kadinlarla
erkekler arasinda sigara icme miktari arasinda anlamli bir fark olup olmadigini" anlamak icin gerceklestirilen bir
arastirmada oOlgllmesi istenen degiskenlerden "cinsiyet" kategorik (nominal) bir 6lcege iliskindir. Benzer bicimde
kisilerin renk tercihleriyle ilgili bir arastirmada renkler (siyah, beyaz, kirmizi gibi) kategorik bir 6lgekle ifade edilirler.

Sirasal (Ordinal) Olgekler: Bu dlceklerdeki degerler de birer kategori belirtmekle birlikte bu kategoriler arasinda
biyiklik-kictklik iliskisi s6z konusudur. Ornegin egitim durumu icin kategorik degerler "ilkdégretim", "lise",
"Universite" olabilir ve bunlar arasinda sira iliskisi vardir. Bu nedenle "egitim durumu" bir sirali 6lcek belirtmektedir.

Aralikh (Interval) Olgekler: Aralikh 8lcekler sayisal bilgi igerirler. Bu tiir dlgeklerde iki puan arasindaki fark ayni miktar
uzakligi ya da yakinhgi ifade eder. Ornegin bir testte 20 puan alan 10 puan alandan beli miktarda daha iyidir. 30 puan
alan da 20 puan alandan ayni miktar kadar daha iyidir. Bu tir 6lceklerde mutlak sifir noktasi yoktur. Baska bir deyisle
bu tur 6lceklerde "sifir" yoklugu ya da mevcut olmamayi belirtmemektedir. Alinan puanlar her zaman belli bir goreli
orijine goére anlamlidir. Ornegin aslinda sinavlardan alinan puanlar bdyle bir 6lgek tiiriindedir. Sinavdan sifir alinabilir.
Ancak bu sifir o kisinin o konu hakkinda hicbir sey bilmedigi anlamina gelmez. Yani mutlak sifir degildir. Ya da 6rnegin
Isi belirten "derece (celcius)" bir aralikli 6lcegi belirtmektedir. 50 derece ile 40 derece arasindaki isi farki 40 derece ile
30 derece arasindaki fark kadardir ancak sifir derece 1sinin olmadigi anlamina gelmez.

Oransal (Ratio) Olgekler: Bu 6lgekler de sayisal bilgi icerirler. Oransal dlgekler aralik dlgeklerin tim 6zelliklerine
sahiptirler. Ancak ek olarak oransal 6lgeklerde mutlak bir sifir noktasi da vardir. Dolayisiyla puanlar arasindaki oranlar
mutlak olarak anlamhidir. Ornegin uzunluk, kiitle gibi temel fiziksel dzellikler oransal 6lgek tiirlerindendir. Bir nesnenin
uzunlugunun sifir olmasi onun uzunlugunun olmadigi, kitlesinin sifir olmasi da onun kitlesinin olmadigl anlamina
gelmektedir.
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Provides: Nominal Ordinal Interval Ratio

The “order” of values is

v v v
known
“Counts,” aka
“Frequency of Distribution™ v v v v
Mode v v v v
Median v v v
Mean v v
Can quantify the difference v v
between each value
Can add or subtract values v v
Can multiple and divide v
values
Has "true zero" v

Summary of data types and scale measures

Alinti  Notu: Gorsel https://www.mymarketresearchmethods.com/wp-content/uploads/2016/05/summary-of-data-types-and-scales.png
adresinden alinmistir.

Aritmetik Ortalama, Medyan, Mod, Standart Sapma ve Varyans Kavramlari

Betimsel istatistikte bir grup veri icin ¢esitli ortalama hesaplama yontemleri kullanilabilmektedir. Bu yontemlere
"merkezi egilim olclleri (measures of central tendency)" denilmektedir. En ¢ok kullanilan merkezi egilim 6lcusu
aritmetik ortalamadir. Aritmetik ortalama degerlerin toplaminin deger sayisina boliinmesiyle elde edilmektedir:

2% xaxex Y
E:’E: =“'1T"’2+"’3+ ....... '
N N

n

Artimetik ortalamanin O(n) karmasiklikta hesaplanabildigine dikkat ediniz. Aritmetik ortalama icin Python'da statistics
modull icerisindeki mean fonksiyonu bulundurulmustur. mean fonksiyonu dolasilabilir herhangi bir nesneyi
parametre olarak alabilmektedir. Ornegin:

In [13]: import statistics
i 44} a = [3; 6; 2; B, 5]

In [15]: statistics.mean(a)
Out[15]: 4.8

Ancak NumPy icerisindeki mean fonksiyonu daha fazla olanaklara sahiptir. Ornegin:
In [16]: import numpy as np
In [17]: a = np.array([3, 6, 2, 8, 5])

In [18]: np.mean(a)
Out[18]: 4.8

mean fonksiyonunda eger axis parametresi girilmezse NumPy dizisindeki bitliin elemanlarin ortalamasi
hesaplanmaktadir. Ancak axis=0 parametresi ile situn temelinde, axis=1 parametresi ile satir temelinde ortalamalar
elde edilebilmektedir. Ornegin:
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In [19]: a = np°arraY([[1: 2, 3]3 [4: 5, 6]: [71 8, 9]])

In [28]: np.mean(a)
Out[20]: 5.0

In [21]: np.mean(a, axis=0)
out[21]: array([4., 5., 6.])

In [22]: np.mean(a, axis=1)
Out[22]: array([2., 5., 8.])

Pandas kltlUphanesinde aritmetik ortalama icin Series ve DataFrame siniflarinin mean metotlari kullaniimaktadir.
Ornegin:

In [26]: df = pd.DataFrame([[1, 2, 3], [4, 5, 6], [7, 8, 9]])

In [27]: df.mean()

Out[27]:
0 4.0
1 5.0
2 6.0

dtype: float64

In [28]: df.mean(axis=1)

Out[28]:
2 2.9
1 5.0
2 8.0

dtype: float64

DataFrame sinifinda da axis parametresinin olduguna dikkat ediniz. Burada axis belirtiimezse default durum axis=0
bicimindedir. Yani stitunsal islem yapilmaktadir.

Artitmetik ortalama ancak sirall (ordinal) ya da oransal (ratio) Olcekler icin kullanilabilir. Aritmetik ortalamalarin ug
degerlerden c¢ok etkilenebilecegine dikkat ediniz. Bu nedenle bazi durumlarda merkezi egilim 6l¢ist olarak aritmetik
ortalama yerine medyan degeri de tercih edilebilmektedir. Medyan kiiclikten bliyige siraya dizilmis degerlerin
ortasinda bulunan degere denilmektedir. Eleman sayisi ¢ift ise medyan degeri ortadaki iki elemanin toplaminin yarisi
ile hesaplanmaktadir.

Medyan islemi icin Python standart kitliphanesinde median fonksiyonu bulundurulmustur. Bu fonksiyon herhangi bir
dolasilabilir (iterable) nesneyi parametre olarak alabilmektedir. Ornegin:

In [29]: 4 = [1, .5, 9, 2, 7]

In [3@]: statistics.median(a)
Out[3@]: 5

In [31]: d = [13 5y B 2l 1@]

In [32]: statistics.median(a)
Out[32]: 6.0

NumPy kitliphanesinde de medyan islemi icin median isimli fonksiyon bulunmaktadir. Fonksiyonda axis belirtilmezse
medyan hesabi dizideki tim degerler dikkate alinarak yapilir. Yine axis=0 parametresi ile siitun temelinde, axis=1
parametresi ile de satir temelinde medyan hesabi yapilabilmektedir. Ornegin:
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In [35]: d 7 np'arraY([[li 5} 9} 4]J [33 83 4J 7]’ [4J 9J 3J 8]])

In [36]: np.median(a)
Out[36]: 4.5

In [37]: np.median(a, axis=0)
OUt[37]: array([3-; 8uy Hay Fa]1)

In [38]: np.median(a, axis=1)
Qut[38]: array([4.5, 5.5, 6. ])

Medyan islemi Pandas kiitliphasinde de Series ve DataFrame siniflarinin median metolari ile yapilabilmektedir.
Ornegin:

In [41]: df = pd.DataFrame([[1, 5, 9, 4], [3, 8, 4, 7], [4, 9, 3, 8]])

In [42]: df.median()

Out[42]:
(%] 3.0
1 8.0
2 4.0
3 7.0

dtype: float64

In [43]: df.median(axis=1)

Out[43]:
0 4.5
1 55
2 6.0

dtype: float64

Pekiyi merkezi egilim olclst olarak aritmetik ortalama ile medyan arasinda nasil bir farklihk vardir? Aritmetik
ortalamada tim degerlerin islemde etkili olduguna ancak medyanda etkili olmadigina dikkat ediniz. Dagilim
icerisindeki en buylik degeri daha da blyiltsek bunun medyan hesabina bir etkisi olabilir mi? Ayrica aritmetik
ortalamanin ug degerlerden cok etkilenebildigini ancak medyanin etkilenmedigini de belirtmek istiyoruz. Medyan
islemi siraya dizme gerektirdigi icin algoritma ancak O(n log n) karmasiklikta gerceklestirilebilmektedir. Halbuki
aritmetik ortalama O(n) karmasiklikta hesaplanabilmektedir. Medyanin da sirali, aralikli ve oransal 6lcekteki bilgilere
uyarlanabilecegine dikkat ediniz.

Bir dagilimin modu en ¢ok yinelenen degeri belirtir. Mod 6zellikle kategorik ve siral 6lceklerde ortalamanin yerini tutan
bir islem olarak kullanilmaktadir. Mod islemi 6zel durumlarda O(n) karmasiklikta genel olarak ise O(n log n)
karmasikhkta yapilabilmektedir. (Mod islemi hash tablolari kullanilarak blyik dizilerde O(n) karmasiklikta
yapilabilmektedir. Ancak hash tablolarinin da O(n) karmasiklikta bir ek alana gereksinim duyacagina dikkat ediniz.
Klasik yontem diziyi O(n log n) karmasikhkta siraya dizip ayni degerdeki yan yana elemanlarin sayisina bakmaktir.)

Mod degeri Python standart kitliphanesindeki statistics modili icerisindeki mode fonksiyonuyla elde
edilebilmektedir. Ornegin:

In [4]: a=[3, 5, 7, 3, 8, 150, 4, 7, 1, 7]

In [5]: statistics.mode(a)
Out[5]: 7

mode fonksiyonu yine herhangi bir dolasilabilir nesneyi parametre olarak alabilmektedir. Eger dolasilabilir nesne
icerisinde en ¢cok yinelenen degerler birden fazla ise mode fonksiyonu bunlardan ilk karsilastig degeri bize vermektedir.
Esit sayida tiim yinelenen mod degerlerini elde etmek icin multimode fonksiyonu bulundurulmustur. Ornegin:
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In [6]: a =[1, 2, 2, 1, 3, 3, 6, 8, 6]

In [7]: statistics.multimode(a)
out[7]: [1, 2, 3, 6]

NumPy kiitliphanesinde mode islemi icin hazir bir fonksiyon bulunmamaktadir. Ancak SciPy kiitliphanesindeki stats
modiliinde mode fonksiyonu vardir. Bu fonksiyon axis parametresi de alarak mode islemi yapar. Fonksiyon
ModeResult tiiriinden bir sinif nesnesine geri donmektedir. Sinifin mode 6rnek 6zniteligi mod degerlerini, count 6rnek
dzniteligi ise onlarin sayilarini vermektedir. Ornegin:

import numpy as np
import scipy.stats

a = np.random.randint(e, 10, (10, 10))
print(a)

mr = scipy.stats.mode(a, axis=0)
print()

print(mr.mode)

print(mr.count)

Programdan soyle bir ¢ikti elde edilmistir:

[[6@87 835094 6]
[449035027 3]
[6171444094080]
[543675276 0]
[66 757173711
[135244577 4]
[23938069 3 7]
[9055316541]
[322708150 1]
[2041167732]]
[[2051015741]]
[[232222 3 3]]

Eksen icerisinde birden fazla ayni deger varsa mod olarak fonksiyon en kiiciik degeri vermektedir. Ornegin:

import numpy as np
import scipy.stats

a = np.random.choice(['A", 'B', 'C"', 'D"', 'E'], (1@, 10))
mr = scipy.stats.mode(a)

print(a)

print()

print(mr.mode)

print(mr.count)

Soyle bir ¢ikti elde edilmistir:

YE' 'E' 'E' 'B' 'E' 'C' 'B' 'E'! |A|]
YE' 'B' 'E' 'B' 'D' 'A' ‘E' 'B' IBI]
‘D' 'E' 'D' 'D' 'C' 'D' 'B' 'D' |A|]
'C' 'E' 'E' 'A' 'E' 'A' 'E' 'A' |c|]
'A' 'D' 'B' 'A' 'E' 'A' 'B' 'E! |E|]
‘D' 'B' 'D' 'C' ‘E' 'A' 'A' 'D' ICI]
|B| |c| |DI |EI |c| |D| Icl IBI ICI]
‘D' 'B' 'D' |cl 'A' 'B! Icl 'B! IDI]
'A' 'D' 'D' 'A' 'D' 'B' 'E' 'E' IEI]
'E' 'B' 'A' 'E' 'E' lcl 'E' 'B! IBI]]

O>0OmMONMmMOU WO

[[IDI 'D' 'B' 'D' 'A' 'E' 'A' 'E' 'B' lcl]]
[[5345354443]]
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Aritmetik ortalama, medyan ve mod degerlerine "merkezi egilim O&lcileri (measures of central tendency)"
denilmektedir. Bu degerler dagilimin merkezine yonelik bilgileri bize verir. Bunlarin disinda ayrica degerlerin
merkezden ne kadar uzaklkta konumlandigi da 6énemli bir bilgidir. Bu bilgiyi veren degerlere ise "merkezi yayihm
olgiileri (measures of dispersion)" denilmektedir. Ornegin bir tilkede kisi basina diisen milli gelir ortalamasinin 10000
dolar oldugunu varsayalim. Bu ortalama herkesin eline yilda 10000 dolar gectigi anlamina gelmez degil mi? Bu Ulkede
gelirler birbirlerine yakin da olabilir gelir dagiliminda biylk bir adaletsizlik de olabilir.

Merkezi yayilim olclleri "ortalamadan ortalama uzakhgl hesap etme" temeline dayanmaktadir. Ancak bu hesabi
yaparken dikkat etmek gerekir. Ornegin eger degerleri ortalamadan cikartip toplamlarinin ortalamasini alirsak 0 elde
ederiz. Bu da bize bir bilgi vermez. Ornegin:

T [BlEla S inp-areay([L, 8, @5 3. 3, 58,48, 0 GE 2 a0 i oo B30, L. S, Bu g e

In [9]: np.mean{np.mean(a) - a)
Out[9]: 1.7763568394002506e-16

Sonug 0'a c¢ok yakindir. Yuvarlama hatasindan dolayi 0 olamamistir. Simdi akliniza mutlak deger almak gelebilir.
Ornegin:

In [12]: a = np.array([1, 6, 4, 3, 3, 3, 8, 2, 5,1, 2, 7, 7, 3, 2, 7, 8, 2, 1, 8])

In [13]: np.mean(np.abs(np.mean(a) - a))
Out[13]: 2.1850000000000005

Gorduglniz gibi ortalamaya yakinlik konusunda daha iyi bir 6l¢li elde etmis olduk. Ancak ortalama mutlak deger
yontemi de aslinda ortalamaya uzaklik hesabi icin ¢ok iyi bir yéntem degildir. Ozellikle normal dagilimda bu ydéntem
bizi amacimizdan saptirabilir. Ayrica ortalama mutlak degeri ayni olan birden fazla dagilim s6z konusu oldugunda
bunlarin aralarindaki farkliliklar da bu yéntemde iyi agiga cikartilamamaktadir. iste bu nedenle merkezi yayilim 8l¢iisii
olarak genellikle "standart sapma (standard deviation)" kullanilmaktadir. Standart sapmada kare alma islemi degerleri
daha fazla farkhlastirmaktadir.

Bir dagilimin standart sapmasi degerlerin ortalamadan farklarinin karelerinin ortalamasinin karekokl alinarak
hesaplanir. Degerlerin sayisi N olmak Uizere ortalama alinirken anakiitle icin N degerine 6rneklem icin N - 1 degerine
bolim kullaniimaktadir:

Anakitle standart sapmasinin sigma sembollyle gosterildigine dikkat ediniz. Bir anakitleden c¢ekilen 6rnek s6z
konusuysa bolme islemi N'e degil N - 1'e yapiimaktadir:

Ornekicin N - 1 degerine bolmeye "Bessel diizeltmesi (Bessel's correction)" denilmektedir. Bessel diizeltmesinin anlami
lzerinde burada durmayacagiz. Bunun icin Internet'te pek ¢ok kaynak bulabilirsiniz. Dlizeltmedeki N - 1 degerine
"serbestlik derecesi (degrees of freedom)" de denilmektedir. Simdi standart sapma icin basit bir fonksiyon yazalim:

import numpy as np

def stdev(a):
return np.sqrt(np.sum((a - np.mean(a)) ** 2) / len(a))

Tabii aslinda Python statistics modiiliindeki pstdev (buradaki p "population" s6zciglinden geliyor) fonksiyonu
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anakadtle icin standart sapma hesabi yapmaktadir. Eger 6rneklem standart sapmasi hesaplanacaksa (yani N - 1
degerine bolme isteniyorsa) bu durumda stdev fonksiyonu kullanilmalidir. pstdev ve stdev fonksiyonlarina argiiman
olarak dolasilabilir nesneler verilebilmektedir. Ornegin:

In [18]: statistics.pstdev(a)
Out[18]: 1.4142135623730951

In [19]: statistics.stdev(a)
Out[19]: 1.5811388300841898

NumPy kitliphanesindeki std fonksiyonu axis parametresi de alarak standart sapmayi hesaplamaktadir. Fonksiyonun
ddof (delta degrees of freedom) parametresi "N - boliinecek degeri" belirtir. Bu parametrenin default degeri 0'dir.
Yani bolim N degerine (anakiitle standart sapmasi) yapilmaktadir. Ornegin:

In [2]: a = np.random.randint(e, 1ee, (10, 10))

In [3]: a

Out[3]:

array([[57, 86, 54, 2, 53, 33, 78, 65, 89, 6],
[96, 2, 24, 25, 42, 57, 70, 36, 63, 56],
[93, 20, 61, 88, 18, 90, 8, 81, 90, 67],
[ 6, 1, 5, 7, 27, 45, 72, 4, 19, 57],
[76, 96, 97, 81, 81, 69, 51, 48, 34, 98],
[35, 2, 28, 31, 17, 3, 65, 5, 60, 97],
[20, 95, 46, 13, 18, 59, 45, 35, 97, 58],
[ 3, 28, 92, 53, 23, 82, 1, 30, 71, 64],
[31, 19, 7, 75, 26, 24, 24, 44, 27, 71],
[74, 54, 98, 74, 43, 78, 41, 71, 74, 28]])

In [4]: np.std(a, axis=1)

Oout[4]:

array([28.94149271, 25.59472602, 31.94745686, 24.02103245, 20.42571908,
29.60760038, 27.9742739 , 30.62041802, 21.02284472, 20.16060515])

Pandas kiitliphanesinde Series ve DataFrame siniflarinin da std metotlari vardir. Bu metotlarin ddof parametrelerinin
default degeri 1'dir (yani bu metotlar default durumda érnek standart sapmasini hesaplamaktadir). Ornegin:

In [6]: s = pd.Series([1, 2, 3, 4, 5])

In [7]: s.std()
Out[7]: 1.5811388300841898
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In [8]: df = pd.DataFrame(np.random.randint(e, 100, (10, 10)))

In [9]: df
out[9]:

0 1 2 3 4 5 6 7 8 9
54 40 4 9 48 92 2 92 48 66
31 1 71 91 70 32 39 64 54 52
97 32 91 32 55 73 61 32 56 20
12 54 51 59 12 17 28 93 12 97
28 25 92 8 37 95 19 59 99 36
32 32 73 12 56 94 42 25 64 55
96 49 56 90 48 24 30 35 26 55
75 87 14 6 15 68 34 32 98 37
70 43 20 35 0 34 78 2 9 65
69 98 20 41 85 20 59 91 54 13

OWoONOOTUVA,WNREOO

In [10]: df.std()
Out[1@]:
29.684264
28.598563
32.757696
32.400446
26.841924
32.630763
22.134940
32.163644
30.973107
9 24.441313
dtype: float64

In [11]: df.std(axis=1)
Out[11]:
33.009258
25.695871
26.316239
32.725288
34.107021
24.676800
25.057489
32.850503
28.383094
31.034031
dtype: floate4d

ONOOUVAWNEO

WoONOTUVTA,WNEREO

Standart sapmanin karesine varyans denilmektedir. Varyans islemi Python standart kitlphanesindeki statistics
moddlindeki pvariance ve variance fonksiyonlariyla, NumPy kitliphanesindeki var fonksiyonuyla, Pandas
kitiiphanesindeki Series ve DataFrame siniflarinin var metotlariyla yapilabilmektedir. Ornegin:
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In [16]: a = np.array([1, 2, 3, 4, 5])

In [17]: statistics.pvariance(a)
out[17]: 2

In [18]: np.var(a)
Out[18]: 2.0

In [19]: s = pd.Series(a)

In [20]: s.var()
out[20]: 2.5

In [21]: b = np.random.randint(e, 10, (10, 10))
In [22]: df = pd.DataFrame(b)

In [23]: df.var()
Out[23]:
7.211111
5.788889
10.488889
9.655556
7.377778
14.266667
9.066667
10.044444
8.622222
9 7.155556
dtype: floaté64

In [27]: np.var(b, axis=0, ddof=1)

out[27]:

array([ 7.21111111, ©5.78888889, 10.48888889, 9.65555556, 7.37777778,
14.26666667, 9.06666667, 10.04444444, 8.62222222, 7.15555556])

ONOOUVTEA WNEO

Olasilik Kavrami

Bir olgunun gerceklesme beklentisini anlatan olasiligin pek ¢ok tanimi yapilmaktadir. Bir paranin atilmasi durumunda
tura gelme olasiliginin 0.5 (%50) oldugunu biliriz. Ancak bir parayi 10 kez attigimizda 5 kere tura geleceginin bir
garantisi yoktur. O halde neden paranin atilmasinda tura gelme olasiligl 0.5'tir? iste olasiligin en yaygin kullanilan
tanimlarindan biri "goreli siklik (relative frequency)" tanimidir. Paranin atilmasi gibi bir rassal olay n defa yinelendiginde
ve bu n sayisi artirildiginda "tura gelme sayisi / n" degeri gittikgce 0.5'e yakinsayacaktir. Para 1000000 kere atildiginda
yine yazi ile tura gelme sayisi ayni olmaz. Ancak tura gelme orani gitgide 0.5'e yakinsar. O halde biz bir paranin atilmasi
durumunda tura gelme olasiliginin 0.5 olmasi demekle aslinda bir limit durumunu kastetmis olmaktayiz.

Asagida O ile 1 arasinda rastgele sayi Ureterek yazi-tura atan 6rnek bir fonksiyon goériiyorsunuz:

import random

def head_tail(n):
head = ©
for _ in range(n):
head += random.randint(@, 1) # tail = 0, head = 1
return head / n

Fonksiyonun parametresi paranin kag kere atilacagini belirtmektedir. Simdi cesitli denemeler yapalim:
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In [46]: head_tail(1)
Out[46]: 1.0

In [47]: head_tail(1e)
Out[47]: ©.5

In [48]: head_tail(1e@)
out[48]: .45

In [49]: head_tail(1000)
out[49]: ©.492

In [50]: head_tail(1e_000)
out[50]: ©.4931

In [51]: head_tail(1e0_000)
Out[51]: ©.50024

In [52]: head_tail(1000 000)
out[52]: ©.499425

In [53]: head_tail(10_000_000)
Out[53]: ©.4999111

In [54]: head_tail(100_000_000)
Out[54]: ©.50006924

Gorduglniz gibi para atim sayisi arttik¢a tura gelme olasiligl da 0.5'e yakinsamaktadir. Bu olguya istatistikte "biy(ik
sayllar yasasi (law of large numbers)" da denilmektedir.

Rassal Deneyler, Ornek Uzayi ve Rassal Olaylar

Sonucu 6nceden kesin olarak belirlenemeyen deneylere "rassal deneyler (random experiments)" denilmektedir.
Ornegin bir paranin ya da bir zarin atilmasi birer rassal deneydir. Rassal deneyler sonucunda olusabilecek tiim
sonuglara "6rnek uzayi (sample space)" denilmektedir. Ornegin bir paranin atilmasi ile ilgili 6rnek uzay S = {Y, T} bir
zarin atilmasi ile ilgili 6rnek uzay ise S ={1, 2, 3, 4, 5, 6} bicimindedir.

Ornek uzayin her bir alt kiimesine "olay (event)" denilmektedir. Ornegin bir zarin atiimasi durumunda bazi olaylar
sunlar olabilir:

E1={1, 3}
E2=[4, 5, 6}
E3={2}

Ornek uzaydaki tek elemanli olaylara ise "basit olaylar (simple events)" denir. Yani basit olaylar érnek uzayinin
elemanlaridir. Ornegin zarin atilmasindaki basit olaylar sunlardir:

E1={1}
E2 ={2}
E3 ={3}
E4 = {4}
E5 = {5}
E6 = {6}

E rassal olayinin olasiligi s(E) / s(S) biciminde ifade edilir. Bu aksiyom biyik sayilar yasasina gore anlaml ve ayni
zamanda da sezgisel olarak da kabul edilebilir bir aksiyomdur. Ornegin bir zar atimi icin E olayi E = {3, 4} olsun. Bu
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durumda zar atildiginda 3 ya da 4 gelme olasiligi P(E) = %olacaktlr. P(S) = 1 olduguna ve P(@) = 0 olduguna dikkat
ediniz. Dolayisiyla E olayinin olasihigi ayni zamanda P(E) = 1 — P(E") bigimindedir.

Rassal Degiskenler (Random Variables)

Rassal olaylar birer kiime belirttigi icin matematiksel islemlere uygun degildir. Bu nedenle kiimeler yerine sayisal
degerlerin kullanilabilmesi icin rassal degisken kavramindan faydalanilmaktadir. Bir rassal degisken 6rnek uzayinin her
bir elemanini (yani bir basit olayini) bir gercek sayiya esleyen bir fonksiyondur. Ornegin:

X:S—>R

Burada X rassal degiskeni (yani fonksiyonu) S érnek uzayindaki her bir elemani bir gercek saylya eslemektedir. Rassal
degiskenler genellikle anlatimlarda sézciiklerle ifade edilseler de aslinda fonksiyon belirtirler. Ornegin X rassal
degiskeni icin biz "bir topluluktaki kisilerin boy uzunluklan" diyebiliriz. Bu durumda aslinda o toplulukta kisiler vardir.
Bu kisiler 6rnek uzayi olusturmaktadir. X rassal degiskeni de oradaki bireyleri onlarin boy uzunluklariyla esleyen bir
fonksiyondur. Ornegin Y rassal degiskeni icin de biz "sézciiklerin karakter uzunluklar" diyebiliriz. Bu durumda 6rnek
uzay tim sozciklerden olusmaktadir. Y rassal degiskeni de bu sézclkleri onlarin karakter uzunluklarina esleyen bir
fonksiyon durumundadir. Rassal degiskenler sayesinde artik kiimeler yerine sayilarla konusabildigimize dikkat ediniz.
Burada verdigimiz orneklerde de gordugiliniiz gibi genellikle rassal degiskenler X, Y, Z gibi biyilik harflerle temsil
edilmektedir.

Ornek uzaydaki her olayin bir olasiligi olduguna gore bir rassal degiskenin belli bir degeri almasinin da bir olasiligi vardir.
X:S - R olmak tzere P(X = N) olasiliginin esdegeri sdyledir:

P(X=N) = P((WE S|X(w) = N}

Bu esitlik su anlama gelmektedir: X rassal degiskeninin N degerini alma olasihigl S kiimesindeki X fonksiyonunu N
degerine esleyen elemanlarin olusturdugu olayin olasiligina esittir. Yani 6érnegin X rassal degiskeni iki zarin atilmasi
durumunda Uste gelen degerlerin toplamini belirtiyor olsun. Bu durumda P(X = 7) aslinda P({(1,6), (2,5), (3,
4),(4,3),(5,2),(6,1)} ile ayni anlamdadir. Bundan sonra biz de kiimelerle konusmak yerine rassal degiskenlerle
konusmay! tercih edecegiz. Yani bizim i¢in X rassal degiskeninin N degerine esit olmasi aslinda X fonksiyonuyla N'e
eslenen kiimeyi belirtecektir.

Bir rassal degiskenin olasiligini matematiksel bicimde gdstermek icin normal parantezler de kiime parantezleri de
kullanilabilmektedir. Ornegin X rassal degiskeninin N'e esit olma olasiligi P(X = N) bi¢iminde de P{X = N} biciminde
de gosterilebilmektedir. Bu iki gbsterim arasinda bir fark yoktur. (Aslinda P{X = N} gésterimi P({X = N}) gbsteriminin
kisa yazimi olarak kullanilmaktadir.) Biz kursumuzda her iki gdsterim bicimini de kullanacagiz.

Kesikli ve Suirekli Rassal Degiskenler

Eger bir rassal degisken belli bir aralikta tim gercek degerleri degil de yalnizca bazi degerleri alabiliyorsa bu tiir rassal
degiskenlere "kesikli (discrete) rassal degiskenler" denilmektedir. Ornegin iki zar atildiginda {ste gelen sayilarin
toplamini belirten X rassal degiskeni [2, 12] araliginda yalnizca belirli degerleri alabilmektedir, bu rassal degisken [2,
12] araliginda tiim gercek sayi degerlerini alamamaktadir.

Eger rassal degisken belli bir aralikta tim gercek sayi degerlerini alabiliyorsa bu tir rassal degiskenlere de "strekli
(contiguous) rassal degiskenler" denilmektedir. K rassal degiskeni bir topluluktaki kisilerin kilolarini belirtiyor olsun. Bu
K rassal degiskeni slrekli bir rassal degiskendir. Clnk{ bir kisinin kilosu belli aralikta tiim gercek sayi degerlerini
alabilmektedir. (Yani 6rnegin kisinin kilosu 76.234567 olabilecegi gibi 83.2323728765 de olabilir.)

Kesikli rassal degiskenlerin olasilik degerlerinin hesaplanmasi nokta temelli olarak ve tamsayi islemleriyle
yapilabilmektedir. Fakat siirekli rassal degiskenlerin olasiliklarinin hesaplanmasi ancak aralik temelli ve gercek sayilar
kullanilarak yapilabilir ki bu aralik temelli hesaplama da akla integral hesabi getirmektedir. Ornegin topluluktan
rastgele secilen kisinin kilosunu belirten K rassal degiskeninin 72 olma olasihgi aslinda sifirdir. Clink kisinin kilosu
sonsuz sayida degerden biri olabilir. Oysa 72 sayisi gercek sayi dogrusunda yalnizca tek bir nokta belirtmektedir (say!
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/ sonsuz'un 0 olduguna dikkat ediniz. Ornegin kisinin kilosu 72.0000000000000001 olabilir, 71.9999999999999999
olabilir ama tam 72 olmayabilir.) O halde sirekli rassal degiskenlerin olasiliklarini biz ancak aralik temelli olarak ve bir
integral hesapla bulabiliriz. Bu 6rnegimizde K rassal degiskeninin 72 olma olasiligi 0'dir, ancak 71 ile 73 arasinda olma
olasihg sifir degildir. Tabii integral hesap icin bir fonksiyona gereksinimimiz olacaktir. Integral hesap yapmakta
kullandigimiz bu tiir fonksiyonlara "olasilik yogunluk fonksiyonlari (probability density functions)" denilmektedir.

Siirekli Rassal Degigkenlerin Olasilik Yogunluk Fonksiyonlari

Surekli rassal degiskenler icin olasilik yogunluk fonksiyonlari (probability density functions) siirekli rassal degiskenlerin
belli araliktaki olasiliklarini integral hesabi ile bulmak icin kullanilan fonksiyonlardir. Asagidaki fonksiyonu inceleyiniz:

. P(x £X £x+ Ax)
[ = fim, y:

Burada f fonksiyonu x ve x + Ax arasinda deger alabilen ve her noktada tiirevlenebilen bir fonksiyon olsun. Bu f
fonksiyonu asagidaki 6zellikleri sagliyorsa ona olasilik yogunluk fonksiyonu denilmektedir:

1) f(x)=0

2) ff(x)dx=1

HPe <X < )= [ £ dv=FG) = F(x)

X1

4) F(xg) = P(X < xo) = f Q) dx

Alinti Notu: Buradaki tanim igin avys.omu.edu.tr adresindeki icerikten faydalaniimisgtir. Ancak tanimda bazi diizeltmeler ve degisiklikler
yapilmistir.

Birinci 6zellik olasilik yogunluk fonksiyonlarinin her zaman 0 ya da 0'dan bliyik bir deger vermesi gerektigini belirtir.
Baska bir deyisle bu fonksiyonlarin grafikleri X ekseninin tizerinde kalmaktadir. ikinci dzellik eksi sonsuzdan arti
sonsuza kadar olaslilik yogunluk fonksiyonlarinin egri altinda kalan alaninin 1 olmasi gerektigini belirtmektedir. Higbir
olasiligin 1'den biiyiik ve 0'dan kiigiik olamayacagina dikkat ediniz. Ugtincii 6zellik bir rassal degiskenin belli bir
araliktaki olasiliginin, olasilik yogunluk fonksiyonun o araliktaki integrali ile hesaplanabilecegini belirtmektedir. Yani
baska bir deyisle bir rassal degiskenin belli bir aralikta olma olasiligi o rassal degiskene iliskin olasilik yogunluk
fonksiyonunun o aralikta egri altinda kalan alanina (integraline) esittir. Dérdiincii 6zellik X rassal degiskeninin x gibi
bir degerden kiiclik olma olasiliginin o rassal degiskenin olasilik yogunluk fonksiyonun x degerinin solundaki egri
altinda kalan alanina (integraline) esit oldugunu belirtmektedir. Asagida bir olasilik yogunluk fonksiyonun bu
ozellikler bakimindan degerlendirilmesini goriiyorsunuz:

s
- Buradaki f fonksiyonunun X ekseninin tizerinde kaldigini gériiyorsunuz (1. Ozellik).

- Egri altinda kalan toplam alan 1'dir (2. Ozellik):
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- X rassal degiskeninin x1 ile x2 arasinda olma olasilig1 X=x1 ve X=x2 dogrulari ile belirlenen alana esittir (3. Ozellik):

2o olen Qk“ LX< 7(’2’)
0\0(\9\5\'\0 esithr

—=

X rassal degiskenin x'ten kiigiik olma olasiligi X = x dogrusunun solundaki tiim toplam alan kadardir (4. Ozellik):

/

2y olon PLREX)

oloylina esHY

Asagidaki fonksiyona bakiniz:

1]1b-0)

Burada ilgili fonksiyon bir olasilik yogunluk fonksiyonudur. Toplam egri altinda kalan alanin 1 olduguna dikkat ediniz.
Bu durumda c degeri a ve b arasinda olmak tzere P(X <= c) olasihgi (c - a) / (b - a) bicimindedir.

Cok Karsilasilan Bazi Siirekli Dagihimlar

Yukarida da belirttigimiz gibi stirekli rassal degiskenlerle olasilik hesabi yapabilmemiz i¢in o rassal degiskene iliskin bir
olasilik yogunluk fonksiyonunu biliyor olmamiz gerekir. Ornegin X rassal degiskenimiz sdyle olsun:

X: Insanlarin kilosu

Burada aslinda 6rnek uzayi tim insanlardir. (Kurs notlarinin yazildigi sirada diinyada 8 milyar civari insan oldugu
tahmin edilmektedir.) O halde X rassal degiskeni tiim insanlari tek tek onlarin kilolarina esleyen bir fonksiyondur.
Burada kilonun siirekli bir rassal degisken olduguna dikkat ediniz. Simdi bizim rastgele secilen bir kisinin 60 ile 80
arasinda bir kiloya sahip olma olasiligini bulmamiz icin bu rassal degiskene iliskin olasilik yogunluk fonksiyonunu
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biliyor olmamiz gerekir. iste her ne kadar sonsuz sayida olasilik yogunluk fonksiyonu sdz konusu olabilirse de belli
olgularin olasilik yogunluk fonksiyonlarinin belli bir kaliba uygun oldugu goriilmistir. Genellikle uygulamalarda
anakutlenin olasilik yogunluk fonksiyonunun (buna anakiitle dagilimi da denilmektedir) bu kaliplardan biri icerisine
girdigi varsayilir. Ornegin dogada pek cok olguya iliskin siirekli rassal degiskenlerin "normal dagilim" denilen dagilima
uydugu ve bunlarin olasilik yogunluk fonksiyonlarinin Gauss fonksiyonuna benzedigi gérilmektedir.

Pekiyi bir rassal degiskenin olasilik yogunluk fonksiyonunun ne olacagina nasil karar verilmektedir? Bunun en pratik
yontemlerinden biri histogram cizip egrinin neye benzedigine bakmak olabilir. Eger egri bildigimiz bir dagilima
benziyorsa biz elimizdeki bilgilerle onun olasilik yogunluk fonksiyonunu kolaylikla belirleyebiliriz. Pekiyi eger
elimizdeki histogram bildigimiz hicbir dagilimin sekline benzemiyorsa bu durumda ne yapabiliriz? iste bu durumda
birikimli dagilim fonksiyonundan hareketle rassal degiskenin olasilik yogunluk fonksiyonu cikarilabilmektedir. Bunun
icin asagidaki makaleyi inceleyebilirsiniz:

https://online.stat.psu.edu/stat414/lesson/22/22.1

Yukarida da belirttigimiz gibi stirekli bir rassal degiskenin olasilik yogunluk fonksiyonuna kisaca o rassal degiskenin
dagilimi da denilmektedir. iste biz de bu béliimde dogada dogrudan ya da dolayl olarak ¢ok karsilastigimiz bazi
olasilik dagilimlarini (yani olasilik yogunluk fonksiyonlarini) aciklayacagiz.

Normal Dagilim

Suphesiz normal dagilim dogada en ¢ok karsilasilan stirekli dagihmdir. Bu dagilima Gauss dagilimi da denilmektedir.
Gergekten boy, kilo, zeka gibi pek ¢ok 6zellik normal dagilma egilimindedir. Normal dagilimin dogada neden bu kadar
cok karsilasildiginin 6nemli bir nedeni de merkezi limit teoremidir (central limit theorem). Bu teoreme gore bir ana
kutleden gekilen 6rnek ortalamalari normal dagilma egilimindedir.

Normal dagilima iliskin olasilik yogunluk fonksiyonu soyledir:

1 —(x=w?*
e 202

f&) =

2mo?

Fonksiyonda L ve o bigiminde iki parametrenin oldugunu goriiyorsunuz. p dagilimin ortalamasini, c ise standart
sapmasini belirtmektedir. Gauss fonksiyonundaki i egrinin orta noktasinin X eksenindeki yeri tizerinde, G ise egrinin
genisligi Uzerinde etkili olmaktadir. = 0ve o =1 olan normal dagilima "standart normal dagihm" denilmektedir. n
ve ¢ degerleri farkli olan normal dagilimlar standart normal dagilima dénisturulebilmektedir.

Simdi Gauss egrisini ¢izdiren bir fonksiyon yazalim:

import numpy as np
import matplotlib.pyplot as plt

def draw_gauss(mu = 0, sigma = 1):
X = np.linspace(-5, 5, 1000)
y =1/ np.sqrt(2 * np.pi * sigma ** 2) * np.e ** (-(x - mu) ** 2 / (2 * sigma ** 2))

axis = plt.gca()

axis.set_title('Gauss Egrisi', fontsize=14, fontweight='bold', pad=20)
axis.set_ylim([-0.4, 0.4])

axis.set_xticks(range(-5, 6))
axis.spines['left'].set_position('center')

axis.spines[ 'bottom’'].set_position('center")
axis.spines['top'].set_color(None)
axis.spines['right'].set_color(None)

plt.plot(x, y)
plt.show()
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draw_gauss()

Gauss Egrisi

Simdi ¢esitli mi degerleri igin birden fazla grafik gizelim:

draw_gauss(mu=0)
draw_gauss(mu=1)
draw_gauss(mu=2)
draw_gauss(mu=3)

Gauss Egrisi

Gauss Egrisi Gauss Egrisi L
Gauss Egrisi
) 04 04 o
3 03 03 -
02 Y 02 o
01 1 o1 o
S -4 -3 2 A 1 2 3 4 5 S 4 3 2 - 12 ] 5 4 3 -2 -1 1 2 3 4 5 =4 5 5% T = g

Simdi de mu degerini sabit tutup sigma (standart sapma) degerini degistirelim:

draw_gauss(sigma=1)

draw_gauss(sigma=1.3)
draw_gauss(sigma=1.6)
draw_gauss(sigma=1.9)

Gauss Egrisi

Gauss Egrisi
04

0,

-5 -4 -3 -2 -1 1 2 . | 4
=01

~1L3

-03

-04

Gorduglndz gibi dagilimin standart sapma degeri degistirildiginde Gauss egrisi sismanlamaktadir. Standart sapmanin

Gauss Egrisi

= 4 3 -2 -1 1 2 3 4 5
-0.1

-0.2

-0.3

0.4

01

-02

-03

-04

Gauss Egrisi

ortalamadan uzakhga iliskin bir deger belirttigine dikkat ediniz. Yukaridaki draw_gauss fonksiyonunu daha
parametrik bir bicimde de yazabiliriz:

import numpy as np

import matplotlib.pyplot as plt

def draw_gauss(mu

= 0, sigma = 1, axispos

if axispos == None:
axispos = mu

X =

y:
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= None):

np.linspace(axispos - 5 * sigma, axispos + 5 * sigma , 1000)
1/ np.sqrt(2 * np.pi * sigma ** 2) * np.e ** (-(x - mu) ** 2 / (2 * sigma ** 2))
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axis = plt.gca()

axis.set_title('Gauss Egrisi', fontsize=14, fontweight='bold', pad=20)
axis.set_ylim([-0.4 / sigma, 0.4 / sigma])

axis.set_xticks(np.arange(int(mu - 5 * sigma), int(mu + 5 * sigma + sigma), sigma))
axis.spines['left'].set_position('center")

axis.spines[ 'bottom'].set _position('center')

axis.spines['top'].set_color(None)

axis.spines['right'].set_color(None)

plt.plot(x, y)
plt.show()

draw_gauss(mu=100, sigma=2, axispos=100)
Fonksiyonun axispos parametresi Y ekseninin cizilecegi yeri belirtmektedir.

Bizim bir Python programcisi olarak normal dagihmla ilgili dort 6nemli islemi yapabiliyor olmamiz gerekir:

1) Belli bir X degeri icin (standart normal dagiimdaki X degerlerine Z degerleri de denilmektedir) egri altinda kalan
alani bulmak. Belli bir degerden kii¢lik olan egri altinda kalan alani veren fonksiyona "kiimulatif dagihm fonksiyonu
(cummulative distribution function)" denilmektedir. Kiimlatif dagilim fonksiyonunu soyle ifade edebiliriz:

F(x) = P{X <x}

Ornegin ortalamasi 100, standart sapmasi 15 olan bir normal dagiimda X'in 130'dan kiiciik olma olasilig aslinda
F(130) degeridir.

P{X <= 130}

Bu alan P{X <= 130} olasiligini
belirtiyor

oG

25 40 55 70 85 100 115 130 145 160 175

-0.01

—0.02

F kimalatif olasilik fonksiyonunu belirtmek tzere P{x; < X < x,} olasiiginin F(x,) — F(x;) olasiligi ile ayni
olduguna dikkat ediniz. Ayrica X siirekli bir rassal degisken olmak (izere X = x olma olasiligI 0 olduguna gore

P{X < x} gosterimi ile P{X < x} gosterimi arasinda bir fark olmadigina da dikkatinizi gekmek istiyoruz. (Strekli
rassal degiskenlerin noktasal olasiliklarinin 0 oldugunu animsayiniz.)

2) Kiim{latif dagilim degerine karsi gelen X degerini bulmak. Bu islem 6nceki islemin tersidir. Ornegin ortalamasi 100

standart sapmasi 15 olan olan bir normal dagilimda egri altinda kalan alanin 0.90 oldugu X degerinin bulunmasi
istenebilir.

Bu alan 0.90

T T T T T T T T T
25 40 55 70 85 100 IITBO 145 160 175

Bu nokta 119.22
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3) Uglincii 6nemli islem belli bir X degeri igin Gauss fonksiyonundaki Y degerinin elde edilmesidir. Ornegin ortalamasi
100 standart sapmasi 15 olan Gauss fonksiyonunda X = 115'e karsilik gelen Y degeri bulunmak istenebilir.

/ X=115 igin Y degeri
02

0.01

)

T T T T -6 d T T T T
25 40 55 70 85 100 115 130 145 160 175
-0.01

-0.02

4) Normal dagilima uygun rastgele sayilarin elde edilmesi. Ornegin ortalamasi 100, standart sapmasi 15 olan normal
dagihma iliskin 1000 tane rastgele X degeri elde etmek isteyebiliriz.

Normal dagilima iliskin islemler Python standart kiitiphanesindeki NormalDist sinifi ile yapilabilmektedir. Bu sinif
nesnesi yaratilirken sinifin __init__ metodunda dagilimin ortalamasi ve standart sapmasi girilir:

class statistics.NormalDist(mu=0.0, sigma=1.0)

Sinifin cdf (cummulative distribution function) birikimli olasilik degerini bize verir. Ornegin ortalamasi 100 standart
sapmasi 15 olan normal dagilimda P{X < 130} degeri séyle edilir:

In [13]: import statistics
In [14]: nd = statistics.NormalDist(166, 15)

In [15]: nd.cdf(130)
Out[15]: ©.9772498680518209

Bu islemin tersi (yani birikimli olasiligi belli degere esit olan X degeri) inv_cdf metoduyla elde edilmektedir. Ornegin
ayni dagihm icin 0.95 birikimli olasiliga karsi gelen X degerini bulalim:

In [17]: nd.inv_cdf(@.95)
Out[17]: 124.67280440427207

Normal dagilimin olasilik yogunluk fonksiyonu sinifin pdf metoduyla temsil edilmistir. Ornegin X = 100 icin Y degeri
soyle elde edilebilir:

In [18]: nd.pdf(16@)
Out[18]: ©.02659615202676218

Bu metot yoluyla Gauss egrisini soyle cizdirebiliriz:

import statistics
import matplotlib.pyplot as plt

nd = statistics.NormalDist()
x = [1 * 9.001 for i in range(-5000, 5000)]
y = [nd.pdf(i) for i in x]

plt.title('Gauss Egrisi')
plt.xlabel('X")
plt.ylabel('Y")
plt.plot(x, y)

plt.show()
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Normal dagilima iliskin X rassal degerleri NormalDist sinifinin samples metodu ile elde edilebilir. Metot Uretilecek
rassal sayl miktarini argiiman olarak alir, rassal sayilardan olusan float bir listeye geri déner. Ornegin ortalamasi 0,
standart sapmasi 1 olan normal dagilima iliskin 10 tane X degeri elde edelim:

In [8]: nd.samples(10)
out[8]:
[2.2430953695646756,
1.2268571624167866,
-0.724013324379113,
0.024421452476078475,
1.3844039121150333,
-0.30039474167071156,
0.3358960004859962,
0.1357332312337312,
1.7497659974133424,
0.9205748388940354 ]

Normal dagilima iliskin rassal sayilarin elde edilmesi icin ¢esitli yontemler 6nerilmektedir. Ancak en basit yontem 0 ile
1 arasinda rasgele sayi Uretip inv_cdf metodu ile buna karsi gelen X degerini elde etmektedir. Ornegin:

In [9]: import random

In [1@]: nd.inv_cdf(random.random())
Out[1@]: -8.7182396147616845

Simdi de normal dagilima iliskin rassal sayilar elde edip histogramini gizelim:

import statistics
import matplotlib.pyplot as plt

nd = statistics.NormalDist()
vals = nd.samples(1000)
plt.hist(vals)

plt.show()

250

200

150

100

Python standart kitliphanesindeki random modiliinde bulunan gauss fonksiyonu da normal dagilmis rassal sayi
tretmektedir. Ornegin:

import random
import matplotlib.pyplot as plt
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vals = [random.gauss(100, 15) for _ in range(1000)]
plt.hist(vals)
plt.show()

250 1

200 +

150 A

100 A

Ayni modulde thread glivenli olan ancak biraz daha yavas ¢calisma potansiyelinde olan randomvariate isimli bir
fonksiyon da bulunmaktadir. Benzer bicimde numpy.random modauliindeki normal isimli fonksiyon da normal
dagiimis rastgele sayilar liretebilmektedir.

In [14]: np.random.normal(100, 15, (5, 5))
out[14]:
array([[136.98876845, 91.53984056, 102.17566605, 116.12829323,
115.4082498 ],
[ 98.64699431, 101.85886721, 91.26849034, 71.3181747 ,
112.85576916],
[103.83548818, 84.62959357, 99.00314067, 123.32854279,
92.02323565],
[ 77.37713894, 79.77778321, 104.35880328, 92.44849229,
81.36674797],
[ 89.26058084, 105.95081198, 104.37975346, 101.53852492,
106.91590956]])

Bilgisayarlarin istatistikte bu kadar yogun kullanilmadigi zamanlarda normal dagihima iliskin bu tir islemler elle
yapiliyordu. Bunun i¢in ortalamasi 0, standart sapmasi 1 olan standart normal dagilim igin Z tablolari olusturulmustu.
Bu tablolar belli bir Z degeri icin (standart normal dagilimda X degeri yerine Z degeri denildigini animsayiniz) birikimli
olasiliklari gostermektedir. Asagida 6rnek bir Z tablosu gériiyorsunuz:
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Number in the
table represents
P(Z<z)

z 000 0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.08 0.09
-36| .0002 0002 .0001  .0OO1 .0001 0001 .0001 .00 .0001 0001
-35)| .0002 0002 .0002 0002 0002 .000Z 0002 0002  .0002  .0OOZ
-34 | .0003 0003 .0003 0003 0003 .0OO3 0003 0003  .0003  .00OZ
-33 | .0005 0005 .0005 0004 .0004 .0OO4 0004 0004  .0004  .0DO3
-32 | .0007 0007 .000G OOOG  .0OO6  .0OO6  .00OG  .0005  .0OOS  .0OOS
-31)| .0000 0003 .0009 OO0 .0OOB .0OOE  .0OOE 0008  .00O7  .0DO7
-30 | 0013 0013 0013 0012 0012  .00N .01t .oom 0010 .0010
-29 | 0018 0018 0018 0017 0016 .0016 0015 0015 .0014  .0O14
-28 | 0026 0026  .0024 0023 0023 0022 .0021  .0021 0020  .0019
-27| .0035 0034 0033 0032 0031 0030 0029 0028  .0027  .0026

-25| .0062 0060  .0059 0057 .0055 .0O54  .0052  .0051 0049 0048
-24 | 0082 0080 .0078 0075  .0073  .00M .0069 0068  .0066  .0D64
-23 | 0107 0104 0102 0099 .00%6 0094 0091 0088 007  .0084
-22 | 0138 0136 0132 0129 B g2 o0 06 0m3 0110
=21 .78 0174 0170 0166 0162 0158 0154 0150 046 0143
=20 0228 0222 0217 0212 0200 0202 0197 0192 @8 0183
-19 ) 0287  .0281 0274 0268 0262 0256 0250 0244 0239 0233
-1.8 | 0353  .0351 0344 0336 0323 0322 0314 0307 0301 0294
-1.7| 0446 0436  .0427 0418 0409 .0401 0392 0384 0375 .0367
-16 | .0548 0537  .0526 0516  .0505 0495  .0485 0475 0465  .0455
-15| 0668 0655 0643 0630 0618 .0G6O6  .0594 0582 0571 0559
-14| 0808 0793 0778 0764 0749 0735 Q0721 0708 0694  .0BB1
-13 | 0968  .0951 .0934 0918 0901 08BS 0869 .0B53 0838 0823
-12| 151 13 112 1093 1075 1056 L1038 10200 1003 0985
=11 2357 338 34 292 Az A JA230 0 a2100 %0 70
-1.0| 1587 1562 1539 515 1482 1469 1446 1423 1401 1379
=09 a8 814 1788 762 A7/ N 1685 1660 1635 .16M
=08 .2119 2090 2061 2033 2005 1977 1949 1922 1894 1867
-0.7 | .2420 2389 2358 2327 2296 2266 2236 2206 .2177 2148
=06 | 2743 2709 2676 2643 2611 2578 2546  .2514 2483  .2451
=05 | 3085 3050 3015 2941 2946 2912 2877 2843 2810 2776
=04 | 3446 3409 3372 3336 3300 3264 3228 3192 356 312
=03 | 3821 3783 3745 3707 3669 3632 3594 3857 3520 3483
=02 | 4207 4168 4129 4090 4052 4013 3974 3936 3897 3859
0.1 | 4602 4562 4522 4483 4443 4404 4364 4326 4286 420
-0.0 | 5000 4960 4920 4880 4840 4801 A161 A1 4681 4641

Alinti Notu: Gorsel https://www.dummies.com/education/math/statistics/how-to-use-the-z-table/ adresinden alinmistir.

Burada ilgili satir ile sGtunun birlesimi Z degerini, onlarin kesisimlerinde bulunan degerler ise birikimli olasilik
degerlerini belirtmektedir. Tabloda yalnizca normal dagilimin sol yarim kisminin bulunduguna dikkat ediniz. Egrinin
iki yarisi simetrik olduguna gore sag yarisi icin birikimli degerler de kolaylikla elde edilebilmektedir. Yukaridaki Z
tablosunun benzerini ¢ikaran basit bir Python programini soyle yazabiliriz:

import statistics

def disp_ztable():
nd = statistics.NormalDist()

print('-' * 76)
print(* z' +6 * ' ', end="")
for i in range(10):

f=1%*p90.01
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print(f'{f:<7.2f}"', end="")
print()
print('-' * 76)

zZ = -3.6
while z <= 0.05:
print(f'{-0.0:<8.1f}" if z > 0 else f'{z:<8.1f}', end="")

for i in range(10):
f=1%*90.01
cd = nd.cdf(z - f)
print(f'{cd:<8.4f}'[1:], end="")

.4602 .4562 .4522 .4483 .4443 .4404 .4364 .4325 .4286 .4247
.5000 .4960 .4920 .4880 .4840 .4801 .4761 .4721 .4681 .4641 .

print()
z += 0.1

z 0.00 0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.08 0.09
-3.6 .0002 .0002 .0001 .0001 .0001 .0001 .0001 .0001 .0001 .0001
-3.5 .0002 .0002 .0002 .0002 .0002 .0002 .0002 .0002 .0002 .0002
-3.4 .0003 .0003 .0003 .0003 .0003 .0003 .0003 .0003 .0003 .0002
-3.3 .0005 .0005 .0005 .0004 .0004 .0004 .0004 .0004 .0004 .0003
=3.2 .0007 .0007 .0006 .0006 .0006 .0006 .0006 .0005 .0005 .0005
-3.1 .0010 .0009 .0009 .0009 .0008 .0008 .0008 .0008 .0007 .0007
-3.0 .0013 .0013 .0013 .0012 .0012 .0011 .0011 .0011 .0010 .0010
-2.9 .0019 .0018 .0018 .0017 .0016 .0016 .0015 .0015 .0014 .0014
-2.8 .0026 .0025 .0024 .0023 .0023 .0022 .0021 .0021 .0020 .0019
-2.7 .0035 .0034 .0033 .0032 .0031 .0030 .0029 .0028 .0027 .0026
-2.6 .0047 .0045 .0044 .0043 .0041 .0040 .0039 .0038 .0037 .0036
-2.5 .0062 .0060 .0059 .0057 .0055 .0054 .0052 .0051 .0049 .0048
-2.4 .0082 .0080 .0078 .0075 .0073 .0071 .0069 .0068 .0066 .0064
-2.3 .0107 .0104 .0102 .0099 .0096 .0094 .0091 .0089 .0087 .0084
-2.2 .0139 .0136 .0132 .0129 .0125 .0122 .0119 .0116 .0113 .0110
-2.1 .0179 .0174 .0170 .0166 .0162 .0158 .0154 .0150 .0146 .0143
-2.0 .0228 .0222 .0217 .0212 .0207 .0202 .0197 .0192 .0188 .0183
-1.9 .0287 .0281 .0274 .0268 .0262 .0256 .0250 .0244 .0239 .0233
-1.8 .0359 .0351 .0344 .0336 .0329 .0322 .0314 .0307 .0301 .0294
-1.7 .0446 .0436 .0427 .0418 .0409 .0401 .0392 .0384 .0375 .0367
-1.6 .0548 .0537 .0526 .0516 .0505 .0495 .0485 .0475 .0465 .0455
-1.5 .0668 .0655 .0643 .0630 .0618 .0606 .0594 .0582 .0571 .@559
-1.4 .0808 .0793 .0778 .0764 .0749 .0735 .0721 .0708 .0694 .0681
-1.3 .0968 .0951 .0934 .0918 .0901 .0885 .0869 .0853 .0838 .0823
-1.2 .1151 .1131 .1112 .1093 .1075 .1056 .1038 .1020 .1003 .0985
-1.1 .1357 .1335 .1314 .1292 .1271 .1251 .1230 .1210 .1190 .1170@
-1.0 .1587 .1562 .1539 .1515 .1492 .1469 .1446 .1423 .1401 .1379
-0.9 .1841 .1814 .1788 .1762 .1736 .1711 .1685 .1660 .1635 .1611
-0.8 .2119 .2090 .2061 .2033 .2005 .1977 .1949 .1922 .1894 .1867
-0.7 .2420 .2389 .2358 .2327 .2296 .2266 .2236 .2206 .2177 .2148
-0.6 .2743 .2709 .2676 .2643 .2611 .2578 .2546 .2514 .2483 .2451
-0.5 .3085 .3050 .3015 .2981 .2946 .2912 .2877 .2843 .2810 .2776
-0.4 .3446 .3409 .3372 .3336 .3300 .3264 .3228 .3192 .3156 .3121
-0.3 .3821 .3783 .3745 .3707 .3669 .3632 .3594 .3557 .3520 .3483
-0.2 .4207 .4168 .4129 .4090 .4052 .4013 .3974 .3936 .3897 .3859

uil:

.0

Bu tlr kodlarda yuvarlama hatalarina dikkat ediniz. Python'da yuvarlama hatalarina maruz kalmadan noktali sayilar
lzerinde islem yapmak icin tasarlanmis decimal isimli standart bir moduliin oldugunu animsatmak istiyoruz. Ancak
bu modiildeki Decimal tlirii NumPy ya da Pandas kiitliphanelerinde kullanilamamaktadir.

Belli bir ortalama ve standart sapmaya iliskin normal dagilimdaki X degerini standart normal dagilimdaki Z degerine
donustirmek icin (yani ortalamasi 0, standart sapmasi 1 olan normal dagiimdaki X degerine dontstiirmek icin)
asagidaki islem uygulanir:

X —pu

7 =
o

Ornegin ortalamasi 100 standart sapmasi 15 olan bir normal dagilimdaki X = 125 degerinin standart normal
dagihmdaki karsiligi soyle hesaplanmaktadir:
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125 — 100
="

= 1.666
15

Python 3.9 ile birlikte NormalDist sinifina bu ddniisiimii yapan zscore isimli bir metot da eklenmistir. Ornegin:

In [4]: nd = statistics.NormalDist(100, 15)

In [5]: nd.zscore(125)
Out[5]: 1.6666666666666667

Eskiden bilgisayarlarin bu kadar yogun kullanilmadigi zamanlarda belli bir ortalamaya ve standart sapmaya sahip
normal dagilimlar Gzerindeki islemler standart normal dagilima donisturulerek yapiliyordu. Z tablolarinin standart
normal dagilima yonelik olusturulduguna dikkat ediniz.

Simdi sOyle bir soruyu ¢ozelim: Rastgele segilen bir kisinin ortalamasi 100 standart sapmasi 15 olan WAIS (Wechsler
Adult Intelligence Scale) testinden 130 ile 140 puan alma olasiligi nedir? Bu soruda sorulmak istenen sey aslinda
P{130 < X < 140} yani F(140) — F(130) olasiligidir. NormalDist sinifini kullanarak bu olasiligi soyle
hesaplayabiliriz:

In [4]: nd = statistics.NormalDist(100, 15)

In [5]: nd.cdf(140) - nd.cdf(130)
Out[5]: ©.018919751380589434

Simdi ayni islemi yukarida vermis oldugumuz Z tablosunu kullanarak elle yapmaya calisalim. Once ortalamasi 100
standart sapmasi 15 olan normal dagilimdaki 130 ve 140 degerlerini standart normal dagilim degerlerine
dondstirelim:

140 — 100
Z140 = T = 2.66

130 — 100
Z140 = 15 =2

Simdi Z tablosuna bakarak 2.66 ve 2 degerleri icin kiimilatif olasiliklari bulalim. 2.66 degerini 2.67 olarak
yuvarlayacagiz:

F(2.66) =1—0.0038 = 0.9962

F(2) =1-0.0228 = 0.9772

F(2.66) — F(2) = 0.19

Aradaki klguk fark Z tablosunun duyarliligindan ve yapilan yuvarlamadan kaynaklanmaktadir.

NumPy ve Pandas kitlphanelerinde normal dagilim lizerinde islem yapan fonksiyonlar ya da siniflar
bulunmamaktadir. Ancak normal dagilima iliskin islemler SciPy kltlphanesindeki stats modulinde bulunan norm
isimli "singleton" sinif nesnesi ile de yapilabilmektedir. SciPy kiitliphanesi NumPy kittphanesi kullanilarak
gerceklestirildigi icin bir grup veri Gzerinde vektorel islemler yapilabilmektedir. norm nesnesinin iliskin oldugu sinifin
cdf isimli metodu birikimli olasilik degerini elde etmekte kullanilmaktadir. Metodun birinci parametresi birikimli
olasiligi hesaplanacak degerlerin bulundugu dolasilabilir nesneyi alir. ikinci ve tiglincii parametreler normal dagilimin
ortalama ve standart sapmasini belirtmektedir. Ornegin:

from scipy.stats import norm

result = norm.cdf([100, 130, 120], 100, 15)
print(result)
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Soyle bir ¢ikti elde edilmistir:
[0.5 0.97724987 0.90878878]

Bu islemin tersi yani birikimli olasiliga karsi gelen X degerleri ilgili sinifin ppf (percent point function) metoduyla elde
edilmektedir:

from scipy.stats import norm

result = norm.ppf([0.5, 0.3, ©0.05], 100, 15)
print(result)

Soyle bir ¢ikti elde edilmistir:
[100. 92.13399231 75.3271956 ]

Belli X degerleri icin Gauss egrisindeki Y degerlerinin elde edilmesi ilgili sinifin pdf isimli metoduyla yapilmaktadir.
Ornegin:

from scipy.stats import norm

result = norm.pdf([100, 120, 130], 100, 15)
print(result)

Bu islemden asagidaki gibi bir cikti elde edilmistir:
[0.02659615 0.010934 0.0035994 ]
Normal dagilima iliskin rastgele sayi elde edebilmek icin ise ilgili sinifin rvs metodu kullaniimaktadir. Ornegin:

from scipy.stats import norm
import matplotlib.pyplot as plt

result = norm.rvs(100, 15, 1000)

plt.hist(result)
plt.show()

Elde edilen histogram soyledir:

250 1

200 -

150 1

100 -

rvs fonksiyonun lg¢lincl parametresi bir demet olarak da girilebilmektedir. Bu durumda ¢ok boyutlu normal dagilimis
rassal sayilar da Uretilebilmektedir.

Sirekli Diizglin Dagilim (Continuous Uniform Distribution)

Dizgiin dagihim herkesin asina oldugu bir dagilimdir. Dlizglin dagilimin olasilik yogunluk fonksiyonu soyledir:

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
33



ﬁ fora <z <b,
flz) =

0 forz <aorx >b
Alinti Notu: Gorsel https://en.wikipedia.org/wiki/Continuous_uniform_distribution adresinden alinmistir.

Olasilik yogunluk fonksiyonun grafigi de soyledir:

‘f(.t) &

=
b-a

~Xx

a b

Alinti Notu: Gorsel https://www.researchgate.net/publication/332236648/figure/fig8/AS:865450120445954@1583350796843/Continuous-
uniform-distribution-Source-14.ppm adresinden elde edilmistir.

Bu grafikte dikdortgenin icerisindeki alanin 1 olmasi gerektigine dikkat ediniz. Bu diktértgensel alanda ayni
genislikteki arahigin olasiligl ayni olacaktir.

Dizgiin dagilimla islemler scipy.stats kitliphanesindeki uniform isimli "singleton" nesne ile yapilabilmektedir.
Nesnenin kullanimi norm nesnesiyle benzerdir. Ornegin:

from scipy.stats import uniform
import matplotlib.pyplot as plt

result = uniform.cdf([50, 60, 70], @, 100)
print(result)

result = uniform.ppf([©.3, 0.5, 0.7], 0, 100)
print(result)

result = uniform.pdf([0.3, 0.5, 0.7], 0, 100)
print(result)

result = uniform.rvs(0, 100, 1000)
plt.hist(result)
plt.show()

Soyle bir ¢ikti elde edilmistir:

[0.5 0.6 0.7]
[30. 50. 70.]
[0.01 0.01 0.01]

100

20 A
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t Dagilimi (Student's t Distribution)

Ozellikle hipotez testlerinde karsimiza ¢ikan diger bir dagilim da t dagilimidir. Dagilim William. S. Gosset tarafindan
1908 yilinda gelistirilmistir. Gosset galistigl Guinness Biracilik sirketinin izin vermemesi nedeniyle makalesini "Student
(Ogrenci)" takma adiyla yayimladigi icin dagilim bu isimle de anilmaktadir. Gosset'in orijinal makalesini asagidaki
baglantidan inceleyebilirsiniz:

http://seismo.berkeley.edu/~kirchner/eps 120/0dds n ends/Students original paper.pdf

t dagilimi normal dagilima benzerdir. Dagilimin olasilik yogunluk fonksiyonunu -biraz karisik oldugu gerekcesiyle-
burada vermeyecegiz. Ancak t dagilimi normal dagilima gore daha diiz, daha az yliksek ancak daha genis bir
goérinimdedir. Orneklem miktari biytidiikce t dagilimi standart normal dagilima benzemektedir. t dagilimindaki
degerlere (yani X degerlerine) t degerleri denilmektedir. (Standart normal dagilimdaki X degerlerine Z degerleri
dendigini animsayiniz.) t dagiliminin sekli "serbestlik derecesi (degrees of freedom)" denilen bir degere baghdir.
Serbestlik derecesi 6rneklem blyukluginin bir eksigidir. Yani n 6rneklem biyikligi olmak lizere serbestlik derecesi
soyle hesaplanmaktadir:

t dagiliminin ortalamasi standart normal dagilimda oldugu gibi 0'dir. Ancak standart sapmasi 1 degildir. 1'den biraz
daha fazladir. t dagihminin standart sapmasi séyle hesaplanir:

af
o= |———
df — 2
Standart sapmanin 1'den blyik olmasi standart normal dagilima gére egrinin daha genis (yani daha sisman)

olmasina yol agmaktadir. Bu esitlikte serbestlik derecesi olan df arttik¢a standart sapmanin 1'e yaklastigina dikkat
ediniz.

Python standart kitliphanesinde t dagilimi ile ilgili islem yapan bir fonksiyon ya da sinif yoktur. Numpy
kiitliphanesinde t dagilimina uygun rastgele sayi Ureten standard_t fonksiyonu disinda baska bir fonksiyon ya da sinif
bulunmamaktadir. Ancak SciPy kiitliphanesinde stats moduli icerisinde t dagilimi ile islem yapan t isimli bir singleton
nesne bulunmaktadir. t nesnesinin kullanimi norm ve uniform nesnelerine benzemektedir. t nesnesinin iliskin oldugu
sinifin cdf metodu birikimli olasihgl hesaplar. ppf fonksiyonu yine ters islemi yapmaktadir. pdf fonksiyonu ise X
degerleriicin olasilik yogunluk fonksiyonun Y degerini vermektedir. Bu fonksiyonlarin hepsinin birinci parametreleri
hesaplanacak degerleri, ikinci parametreleri serbestlik derecesini, ticlincti ve dordiincl parametreleri ise ortalama ve
standart sapma degerlerini almaktadir. Ornegin:

from scipy.stats import t
from scipy.stats import norm

p = t.cdf([0, 1, 2], 10)
print(p)

p = norm.cdf([0, 1, 2])
print(p)

Programdan soyle bir ¢ikti elde edilmistir:

[0.5 0.82955343 0.96330598]
[0.5 0.84134475 0.97724987]

Buradan da gordiigiiniz gibi t dagilimi biraz daha sisman ve standart sapmasi biraz daha biyik oldugu i¢in kimdilatif
degerler de standart normal dagihm degerlerinden biraz daha kiguktir. Simdi 10 serbestlik derecesi icin t dagilimini
ve standart normal dagilimi gizerek ayni eksende gosterelim:
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import numpy as np
from scipy.stats import norm, t
import matplotlib.pyplot as plt

fig = plt.gcf()
fig.set_size_inches(10, 8)

X = np.linspace(-5, 5, 1000)
y_norm = norm.pdf(x)

y_t = t.pdf(x, 5)

axis = plt.gca()
axis.spines['left'].set_position('center')
axis.spines[ 'bottom'].set_position('center")
axis.spines['top'].set_color(None)
axis.spines|['right'].set_color(None)
axis.set_ylim([-©0.5, ©.5])

plt.plot(x, y_norm, color='red")

plt.plot(x,y_t, color='blue')

plt.xlabel('X', loc='left"')

plt.ylabel('Y', loc='bottom')

plt.legend(['Standart Normal Dagilim', 't Dagilimi'])

plt.show()
Asagidaki gibi bir grafik elde edilmistir:

— Standart Normal Dagilim
— t Dagihimu

Simdi de cgesitli serbestlik dereceleri igin t dagiliminin egrilerini gizelim:

import numpy as np
from scipy.stats import t
import matplotlib.pyplot as plt

plt.title('Degisik Serbestlik Dereceleri I¢in t Dagilimi Grafigi', fontsize=14, pad=22,
fontweight="bold")

fig = plt.gcf()

fig.set_size_inches(15, 12)

X = np.linspace(-5, 5, 1000)

axis = plt.gca()
axis.spines['left'].set_position('center')
axis.spines['bottom'].set _position('center")
axis.spines['top'].set_color(None)
axis.spines['right'].set_color(None)
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axis.set_ylim([-0.5, ©.5])
dist _info = [(1, 'blue'), (3, 'red'), (5, 'green'), (7, 'magenta')]

for df, c in dist_info:
y = t.pdf(x, df)
plt.plot(x, y, color=c)

plt.xlabel('X"', loc='left")
plt.ylabel('Y', loc='bottom")
plt.legend([f'{t[@]} Serbestlik Derecesi' for t in dist_info], fontsize=14)

plt.show()

Degisik Serbestlik Dereceleri igin t Dagilimi Grafigi

1 Serbestlik Derecesi
3 Serbestlik Derecesi
5 serbestlik Derecesi
7 serbestlik Derecesi

t dagilimi 30 serbestlik derecesi ve sonrasinda artik standart normal dagilima ¢ok benzemektedir. Uygulamada t
dagihmi anakdtle standart sapmasinin bilinmedigi ve 6rneklem miktarinin kii¢lik oldugu (tipik olarak 30'dan kiguk
oldugu) durumlarda 6rnekten hareketle anakiitle parametrelerinin tahmin edilmesinde kullaniimaktadir.

Diger Suirekli Dagilimlar

istatistikte cesitli olgularin olasiliklarini modellemek icin ya da gesitli konularda dolayli olarak kullanilan pek ¢ok
surekli dagilim vardir. Bu dagilimlarin bliytk cogunlugu icin SciPy kiitiiphanesinde stats modiili icerisinde hazir
nesneler bulunmaktadir. Temel islemler yine ilgili siniflarin benzer metotlariyla yapilmaktadir. SciPy

kutiphanesindeki dagilim nesnelerinin listesini asagidaki baglantidan inceleyebilirsiniz:

https://docs.scipy.org/doc/scipy/reference/stats.html

Merkezi Limit Teoremi (Central Limit Theorem)

Suphesiz sonug cikaricl istatistigin (inferential statistics) en dnemli teoremi merkezi limit teoremidir. Bu teorem
normal dagilimin bizim i¢in neden bu kadar 6nemli oldugunu da géstermektedir. Teorem uzun siiredir biliniyor
olmasina karsin bu isimle ilk kez George Pdlya tarafindan 1920 yilinda kullanilmistir. Merkezi limit teoreminin
bicimsel ifadesi biraz karmasik bir goériiniimdedir. Biz burada s6zel anlatimi izerinde duracagiz.

Bu teoreme gore bir anakitleden elde edilen 6rnek ortalamalari normal dagilma egilimindedir. Eger anakiitle normal
dagilmissa kiclik 6rneklerin ortalamalari da normal dagilir. Ancak anakitle normal dagilmamissa 6rnek
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ortalamalarinin normal dagilmasi icin 6rneklerin belli bir buyiklikte (tipik olarak >= 30) olmasi gerekmektedir. Yine
bu teoreme gore drnek ortalamalarinin ortalamasi ana kiitle ortalamasina esittir. Ornek ortalamalarinin standart
sapmasl ise anakutle standart sapmasinin 6rneklem buyikligilnin karekdklne bolimiine esittir. Teoremin bu
kismini matematiksel olarak soyle ifade edebiliriz:

Hx = U

o
Oy = —
*Vn

Buradaki n 6rneklem buylklGgini belirtmektedir. n degeri 6rneklem buylklugin, N ise anakitle blyiklGglin
belirtmek Gzere,

% > 0.05 ise yani orneklem blyukliginin anakitle buylkligine orani %5'ten blyik ise 6rneklem standart sapmasi
soyle olur:

_ N —n
%= N —1

’N— .. . . .
Burada N—_Tll oranina duzeltme faktord denilmektedir.

Sl

Teoremdeki 6rneklem dagiliminin standart sapmasina "standart hata (standard error)" da denilmektedir. Normal
dagilimda standart sapma kiictildiglinde Gauss egrisinin ortalama etrafinda toplanarak inceldigini animsayiniz. Bu
nedenle 6rneklem dagiliminin standart sapmasi ne kadar diisiikse 6rnekten hareketle anakiitle parametreleri daha
iyi tahmin edilebilmektedir. Orneklem dagiliminin standart sapmasinin érneklem biiyikligi ile iliskili olduguna da
dikkat ediniz. Orneklem dagilimina iliskin 6rneklem ne kadar biyiitiiliirse standart hata o kadar azalmaktadir.

Terminolojiye iliskin Not: Biz burada "6rnek (sample)" terimi ile "&rneklem (sampling)" terimlerini farkl anlamlarda kullanacagiz. Bir
anakutleden segilen belli bir blyuklikteki tek bir alt kiime icin "6rnek" terimini ancak anakitleden gekilen belli bir blyuklikteki tim alt
kiimeler igin "6rneklem" terimini tercih edecegiz.

Simdi merkezi limit teoremini deneme yoluyla dogrulamaya calisalim. Once anakiitle normal dagiimis olsun ve kiigiik
bir 6rnek grubu Uzerinde ¢alisalim. Bunun icin anakiitleyi temsil eden 1000 tane normal dagiimis rastgele sayi
Uretecegiz. Sonra bu rastgele sayilardan 6rnegin 5'lik (n < 30) rastgele 1_000_000 6rnek cekip onlarin ortalamalarina
iliskin histogram cizecegiz. (Stphesiz 1000 elemanli bir kiimenin 5'li tim alt kiimelerini ele alamayiz. C(1000, 5) cok
bliylk bir degerdir. Biz 5'li rastgele 1_000_000 deger cekmekle yetinecegiz. Bunun bir hata kaynagi olusturacagi
muhakkaktir.

import numpy as np
import matplotlib.pyplot as plt

NPOPULATION = 1000
NSAMPLES = 1_000_000
SAMPLE_SIZE = 5

population = np.random.normal(@, 1, NPOPULATION)
samples = np.random.choice(population, (NSAMPLES, SAMPLE_SIZE))
smeans = np.mean(samples, axis=1)

plt.hist(smeans)
plt.show()

smeans_mean = np.mean(smeans)
population_mean = np.mean(population)
population_std = np.std(population)
smeans_std = np.std(smeans)
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sigma_slash_sqrt_n = population_std / np.sqrt(SAMPLE_SIZE)

print(f'Orneklem ortalamalarinin ortalamasi: {smeans _mean}')
print(f'Anakiitle ortalamasi: {population_mean}')

print(f'Anakiitle standart sapmasi: {population_std}")
print(f'Orneklem ortalamalarinin standart sapmasi: {smeans_std}')
print(f'sigma / sqrt(n) degeri: {sigma_slash_sqrt_n}")

Programin calistiriimasi sonucunda soyle bir ¢ikti elde edilmistir:

350000 4

300000 4

250000 -

200000

150000

100000 1

50000 4

0.
=2 -1 0 i 2

Orneklem ortalamalarinin ortalamasi: 0.006341131037852003
Anakitle ortalamasi: 0.006536944315343625

Anakitle standart sapmasi: 1.0182981841666945

Orneklem ortalamalarinin standart sapmasi: 0.4561456393309987
sigma / sqrt(n) degeri: 0.45539679223226576

Bu ciktidan da gérdiigiiniiz gibi 6rnek ortalamalarinin histogrami Gauss egrisine benzemektedir. Orneklem ortalamasi
ile anakutle ortalamasi arasindaki ve 6rneklem standart sapmasi ile anakiitleden hareketle elde edilen standart
sapma arasindaki kigik fark alinan 6rneklerin toplam sayisinin (1_000_000) az olmasindan ve yuvarlama
hatalarindan kaynaklanmaktadir.

Simdi ayni denemeyi anakiitlenin normal dagilmadigi durum icin yineleyelim. Bu kez anakiitle diizgiin dagilmis olsun
ve orneklem blyukligind 50 (n >= 30) olarak secelim. Yine anakiitle blylikligi 10_000 olsun:

import numpy as np
import matplotlib.pyplot as plt

NPOPULATION = 10 000
NSAMPLES = 1_000_000
SAMPLE_SIZE = 50

population = np.random.uniform(@, 1, NPOPULATION)
samples = np.random.choice(population, (NSAMPLES, SAMPLE_SIZE))
smeans = np.mean(samples, axis=1)

plt.hist(smeans)
plt.show()

smeans_mean = np.mean(smeans)

population_mean = np.mean(population)

population_std = np.std(population)

smeans_std = np.std(smeans)

sigma_slash_sqrt_n = population_std / np.sqrt(SAMPLE_SIZE)

print(f'Orneklem ortalamalarinin ortalamasi: {smeans_mean}')
print(f'Anakiitle ortalamasi: {population _mean}')

print(f'Anakiitle standart sapmasi: {population_std}')
print(f'Orneklem ortalamalarinin standart sapmasi: {smeans_std}')
print(f'sigma / sqrt(n) degeri: {sigma_slash_sqrt_n}'")
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Programin galistiriimasi sonucunda elde edilen ¢ikti séyledir:

300000

250000

200000

150000

100000

50000

0
030 035 040 045 050 055 060 065 070

Orneklem ortalamalarinin ortalamasi: ©0.4995729042905874
Anakiitle ortalamasi: 0.4995699925304928

Anakiitle standart sapmasi: 0.29005119517418737

Orneklem ortalamalarinin standart sapmasi: 0.04108047000586231
sigma / sqrt(n) degeri: 0.041019433399786136

Gorduginiz gibi anakitlenin normal dagilmadigi ve 6rneklem biylklGgiiniin >= 30 oldugu durum i¢in de merkezi
limit teoremi deneysel olarak dogrulaniyor.

Merkezi limit teoreminin bicimsel (formal) ispatini burada yapmayacagiz. Bunun igin baska kaynaklara
basvurmalisiniz.

Normalligin Test Edilmesi

Parametrik istatistiksel yontemlerde anakiitle ve/veya 6rneklem dagiliminin normal oldugu varsayimi bulunmaktadir.
Bu nedenle 6rneklem dagiliminin normal olup olmadiginin belli bir 6rnege dayali olarak test edilmesi
gerekebilmektedir. Aslinda normallik testi gozle Gstiinkori yapilabilir. Bunun icin belli sayida rastgele degerden
olusan bir drnek icin histogram cizilip seklin Gauss egrisine benzeyip benzemedigine bakilabilir.

Normallik testi icin cesitli istatistiksel hipotez testleri gelistirilmistir. Bunlarin bazi bakimlardan birbirlerine
Gsttnllkleri ve zayifliklari vardir. Burada biz konunun ayrintilarina girmeyecegiz. Normallik testlerinden birisi
Kolmogorov-Smirnov testidir (test tinli Sovyet matematikgisi ve istatistikgisi Andrey Kolmogorov ve Nikolai Smirnov
tarafindan gelistirildigi icin bu isimle anilmaktadir). Bu test SciPy kitliphanesindeki stats modili icerisinde bulunan
kstest fonksiyonuyla uygulanabilmektedir.

scipy.stats.kstest(rvs, cdf, args=(), N=20, alternative='two-sided', mode="auto')

Kolmogorov-Smirnov testi parametrik olmayan istatistiksel bir hipotez testidir. kstest fonksiyonu birinci
parametresiyle verilen degerlerin ikinci parametresiyle belirtilen dagilima uygunlugunu test etmektedir. Eger kstest
fonksiyonun ikinci parametresi 'norm' olarak girilirse bu durumda normal dagilima uygunluk testi yapilir. Testin HO
hipotezi s6z konusu degerlerin normal dagiimis bir anakitleden geldigi, H1 hipotezi ise s6z konusu degerlerin normal
dagilmis bir anakitleden gelmedigi bicimindedir. Test isleminden sonra p degeri belirlenen kritik degerden (6rnegin
0.05) kicukse HO hipotezi reddedilir edilir, H1 hipotezi kabul edilir. Bu durumda degerler normal dagilima sahip bir
anakitleden gelmemektedir. Eger p degeri bu kritik degerden biyilikse bu durumda HO hipotezi kabul edilir, H1
hipotezi reddedilir. Bu da degerlerin normal dagilmis bir anakiitleden geldigi anlamina gelmektedir.

kstest fonksiyonunu KTestResult isimli bir sinif nesnesine ("isimli demet (named tuple)" nesnesine) geri donmektedir.
Nesnenin statistic elemani Kolmogorov-Smirnov test istatistigini, pvalue elemani ise p degerini vermektedir. Burada
uygulamaci p degerine bakmali eger bu p degeri belirledigi kritik degerden (alfa) diisiikse H1 hipotezini, yliksekse HO
hipotezini kabul etmelidir. Yani dagilimin normal oldugunu kabul edebilmemiz i¢in bu pvalue degerinin 0.05 gibi bir
kritik degerinden biyiik olmasi gerekmektedir.
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Simdi test amacli 1000 tane standart normal dagihima iliskin rastgele sayi tiretelim. Sonra bu bu sayilarla Kolmogorov-
Smirnov testi uygulayalim:

from scipy.stats import kstest, norm
import matplotlib.pyplot as plt

a = norm.rvs(size=1000)

plt.hist(a)

plt.show()

tresult = kstest(a, 'norm')
print(f'p degeri: {tresult.pvalue}')

Programin galistiriimasi sonucunda soyle bir ¢ikti elde edilmistir:

250 1

200 1

150 4

100 1

50

0

p degeri: 0.8753278548282448

Burada p degerinin 0.05 gibi bir kritik degerden biyilk oldugu gorilmektedir. O halde bu verilerin normal dagildigini
ya da normal dagilmis bir anakiitleden geldigini varsayabiliriz. Simdi ayni testi diizgiin dagilmis rastgele degerlerle
gerceklestirelim:

from scipy.stats import kstest, uniform
import matplotlib.pyplot as plt

a = uniform.rvs(size=1000)
plt.hist(a)

plt.show()

tresult = kstest(a, 'norm')
print(f'p degeri: {tresult.pvalue}')

Program calistirildiginda soyle bir ¢ikti elde edilmistir:

100

20 A

o
0.0 0.2 0.4 0.6 0.8 10

p dederi: 5.024428465024105e-232

Goruldigu gibi p degeri 0'a ¢cok yakindir. Bu durumda HO hipotezi reddedilmektedir. Yani veriler normal dagilima
uygun degildir ya da normal dagilmis bir anakiitleden gelmemektedir.
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Diger yaygin kullanilan normallik testlerinden biri de Shapiro-Wilk testidir. Burada biz bu iki testin teknik farkhliklari
Gzerinde durmayacagiz. Bunun icin ilgili kaynaklara basvurabilirsiniz. Shapiro-Wilk testinde de HO hipotezi verilerin
normal dagilima iliskin anakltleden geldigi, H1 hipotezi ise verilerin normal dagilima iliskin bir anakitleden gelmedigi
bicimindedir. Karar yine test sonucunda elde edilen p degerinin kritik degerden kii¢lik olup olmadigina gore
verilmektedir.

Shapiro-Wilk testi scipy.stats modili icerisindeki shapiro fonksiyonu kullanilmaktadir. Fonksiyon dagihm verilerini
parametre olarak alir. Simdi normal dagilmis rastgele degerlerden olusan veri kiimesi Gizerinde Shapiro-Wilk testi
uygulayalim:

from scipy.stats import shapiro, norm
import matplotlib.pyplot as plt

a = norm.rvs(size=1000)

plt.hist(a)

plt.show()

tresult = shapiro(a)

print(f'p degeri: {tresult.pvalue}')

Program calistirildiginda soyle bir sonuc elde edilmistir:

200 1

150

100 1

D.
3 2 -1 o 1

p degeri: 0.5495615005493164

Gorildigu gibi p degeri oldukga yiksektir. Bu durumda HO hipotezi kabul edilir. Dolayisiyla 6rneklem degerleri
normal dagilmis bir anakitleden gelmektedir. Yine ayni denemeyi diizglin dagiimis bir rassal degisken i¢in deneyelim:

from scipy.stats import shapiro, uniform
import matplotlib.pyplot as plt

a = uniform.rvs(size=1000)
plt.hist(a)

plt.show()

tresult = shapiro(a)

print(f'p degeri: {tresult.pvalue}')

Program calistirildiginda soyle bir sonuc elde edilmistir:
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p degeri: 3.4066265135381214e-18

p degerinin sifira cok yakin oldugunu goériyorsunuz. Bu durumda HO hipotezi reddedilmektedir. Yani degerler normal
dagiimis bir anakitleden gelmemektedir.

Ornekten Hareketle Anakiitle Ortalamasinin Tahmin Edilmesi ve Giiven Araliklari

Guven araliklari (confidence intervals) bir anakitleden g¢ekilen 6rnege bagli olarak anakttle parametrelerinin belli bir
glven diizeyi (confidence level) icerisinde araliksal olarak belirlenmesi icin kullanilan istatistiksel bir yontemdir.
Merkezi limit teoremine gore bir anakitleden c¢ekilen 6rneklemlerin ortalamalarinin normal dagildigini gormustiik. O
halde biz bir anakiitleden rastgele bir 6rnek secip onun ortalamasina bakarak anakiitle ortalamasini belli bir gliven
diizeyinde tahmin edebiliriz.

Guven araliklarinin olusturulmasi érnekleme dagilimina bakilarak yapiimaktadir. Eger anakdtle standart sapmasi
biliniyorsa anakitleden secilen bir 6rnegin ortalamasindan hareketle ana kitle parametreleri tahmin edilebilir.
Ornegin elimizde ortalamasi 100 standart sapmasi 15 olan normal dagilmis 1000 adet deger olsun. Biz de bu
anakitleden 10 elemanlik rastgele bir 6rnek secip onun ortalamasini bulalim:

import numpy as np
from scipy.stats import norm
import matplotlib.pyplot as plt

POPULATION_SIZE = 1000
SAMPLE_SIZE = 10

population = norm.rvs(100, 15, POPULATION_ SIZE)
population_mean = np.mean(population)
population_std = np.std(population)

sample = np.random.choice(population, SAMPLE_SIZE)
sample_mean = np.mean(sample)

print(f'Anakiitle ortalamasi: {population_mean}')
print(f'Anakiitle standart sapmasi: {population_std}")
print(f'Sec¢ilen 6rnegin ortalamasi: {sample _mean}')

Programin calistiriimasiyla soyle bir ¢ikti elde edilmistir:

Anakiitle ortalamasi: 99.96597670217074
Anakiitle standart sapmasi: 14.996297931176969
Secilen ornedin ortalamasi: 104.10574797536367

Merkezi limit teoremine gore anakitle normal dagilmissa 6rnek ortalamalarinin dagilimi da normaldir. Daha 6nce de
belirttigimiz gibi 6rneklem dagiliminin ortalamasi ve standart sapmasi soyledir:

Hx = H

o
Oy = —
X \/ﬁ
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O halde eger bir anakitle standart sapmasini biliyorsak aldigimiz tek bir 6rnegin ortalamasindan hareketle anakitle
ortalamasini belli bir gliven diizeyinde araliksal olarak tahmin edebiliriz. Yukarida verdigimiz 6rnekte anakiitle
standart sapmasini bildigimizi varsayarsak érneklem dagiliminin standart sapmasi soyle olacaktir:

sampling std = population_std / np.sqrt(SAMPLE_SIZE)
print(sampling_std)

Bu islemden soyle bir deger elde edilmistir:
4.742245793299021

Bu durumda biz 6rneklem dagiliminin standart sapmasini biliyoruz ancak érneklem dagiliminin ortalamasini
bilmiyoruz. Orneklem dagiliminin ortalamasinin anakiitle ortalamasina esit olmasi gerektigini animsayiniz. Normal
dagilim egrisinde ortalama, egrinin X eksenine gére konumu (izerinde etkili olmaktadir. O halde tim bu bilgiler
esliginde rastgele secilen bir 6rnekten hareketle anakiitle ortalamasinin belli bir gliven diizeyinde hangi araliklarda
olabilecegini belirleyebiliriz. Ornegin rastgele secilen bir 8rnekten hareketle anakiitle ortalamasinin %95 giiven
dizeyinde hangi aralikta olabilecegini anlamaya calisalim. Aldigimiz 6rnek en koti olasilikla anakitle ortalamasinin
0.475 saginda olabilir. Asagidaki sekli inceleyiniz:
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D.475 7 %7 4dve dbl?:j’ 1614
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Yine alinan 6rnek en koti olasilikla anakitle ortalamasinin 0.475 solunda olabilir:
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Bu durumda anakiitle ortalamasi icin 0.95 gliven araligi aslinda alinan 6rnek ortalamasinin solunda ve saginda 0.475
alana iliskin X degerleridir:
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Simdi yukaridaki 6rnek icin 0.95 giiven diizeyinde gliven araliklarini olusturalim. Aldigimiz 6rnegin ortalamasi
104.10574797536367 idi. O halde ortalamasi bu olan ve standart sapmasi 4.742245793299021 olan normal
dagihmda 0.025 ve 0.975 birikimli olasilik degerini veren noktalari bulalim:
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lower_bound
upper_bound

norm.ppf(0.025, 104.1057479753636, 4.742245793299021)
norm.ppf(0.975, 104.1057479753636, 4.742245793299021)

print(lower_bound, upper_bound)
Buradan soyle bir cikti elde edilmistir:

94.81111701466094 113.40037893606626

Bu 6rnegimizde biz belli bir anakitleden gektigimiz 6rnege dayanarak anakdtle ortalamasinin %95 gliven araliginda
bu sinirlar icerisinde olabilecegini anlamis olduk. Aslinda bunu standart normal dagilimin kullanilacagi bicimde soyle
de formiilize edebiliriz:

X+t zox

Buradaki z degeri gliven diizeyine karsi gelen X eksenindeki degerdir. o3 ise 6rneklem dagiliminin standart sapmasi
olan o / \/n degeridir.

Simdi standart sapmasi 10 olan bir anakiitleden ¢ekilen 100'lik bir 6rnegin ortalamasinin 65 oldugunu varsayalim.
Anakditle ortalamasi 0.95 giiven diizeyi icerisinde soyle hesaplanacaktir:

import numpy as np
from scipy.stats import norm

lower_bound = 65 + norm.ppf(0.975) * 10 / np.sqrt(100)
upper_bound = 65 - norm.ppf(0.975) * 10 / np.sqrt(1e0)
print(lower_bound, upper_bound)

Buradan su cikti elde edilmistir:

63.04003601545995 66.95996398454005

Tabii ayni islemi sdyle de yapabilirdik:

lower_bound = norm.ppf(0.975, 65, 10 / np.sqrt(100))

upper_bound = norm.ppf(0.025, 65, 10 / np.sqrt(100))
print(lower_bound, upper_bound)

Aslinda gliven araliklari icin norm nesnesine iliskin sinifta interval isimli bir metot da bulundurulmustur. interval
metodu U¢ parametre almaktadir. Metodun birinci parametresi gliven arahgini, ikinci parametresi ortalama degeri,
Uglnci parametresi ise standart sapmayi belirtir. Fonksiyon giiven araliginin diisiik ve yiksek degerlerine iliskin bir
demete geri donmektedir. Bu durumda standart sapmasi 10 olan bir anakitleden ¢ekilen 65 ortalamaya sahip
100'lik bir 6rnekten hareketle anakitlenin ortalamasini %95 gliven diizeyinde sdyle belirleyebiliriz:

import numpy as np
from scipy.stats import norm

ci = norm.interval(0.95, 65, 10 / np.sqrt(100))
print(ci)

Programin galistiriimasiyla su cikti elde edilmistir:
(63.04003601545995, 66.95996398454005)
Merkezi limit teoremine gore eger ana kitle normal dagilmamissa ancak n >= 30 kosulunu saglayan 6rneklem

dagilimlarinin normal dagildig1 kabul edilmektedir. Yani 6rneklerimizdeki gibi anakiitle ortalamasinin tahmin edilmesi
ve gliven araliklarinin olusturulmasi icin su iki kosuldan en az biri saglanmalidir:
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1) Anakitle normal dagilmistir ve érneklem dagilimiigin n < 30 durumu s6z konusudur.
2) Anakiitle normal dagilmamistir ve 6rneklem dagilimi igin n >= 30 durumu séz konusudur.

Pekiyi anakiitle normal dagilmamissa ve n < 30 ise ne olacaktir? iste bu durumda biz yukarida uygulandigi bicimde
anakitle ortalamasini ve gliven araliklarini belirleyemeyiz. Bu durumda "parametrik olmayan" baska yontemler
kullanilabilmektedir. Ancak biz bu yéntemleri burada ele almayacagiz.

Merkezi limit teoremine gore bizim anakitle ortalamasini 6rnekten hareketle tahmin edebilmemiz icin anakiitle
standart sapmasini biliyor olmamiz gerekir. Pekiyi ya bunu bilmiyorsak ne yapabiliriz? Ornegin asagidaki gibi bir
soruyu nasil ¢ozebiliriz?

iste eger anakitle standart sapmasi bilinmiyorsa bu durumda t dagilimi kullaniimaktadir. (Zaten William Gosset t
dagihmini anakutle standart sapmasinin bilinmedigi durumda 6rneklerden anakiitle parametrelerini tahmin etmeye
cahisirken gelistirmistir.) Anakitle standart sapmasi bilinmiyorsa alinan 6rnegin standart sapmasi sanki anakitlenin
standart sapmasiymis gibi ele alinmaktadir. t dagiliminin bir serbestlik derecesi (degrees of freedom) parametresinin
oldugunu animsayiniz. Burada serbestlik derecesi 6rnek blyukluginiin 1 eksik degeridir. Anakitle standart
sapmasinin bilinmemesi durumunda da 6rneklem dagilimina iliskin 6rneklem biylkligi 6nemli olmaktadir. Eger
alinan 6rnek biyik degilse (< 30) anakitlenin normal dagilmis olmasi gerekmektedir. Eger alinan 6rnek yeteri kadar
bilylikse (>= 30) bu durumda anakutle dagilimi normal olmak zorunda degildir.

Simdi elimizde bir anakitleden ¢ekilmis olan 35 elemandan olusan asagidaki gibi bir 6rneklem olsun:

sample = np.array([101.93386212, 106.66664836, 127.72179427, 67.18904948,

87.1273706 , 76.37932669, 87.99167058, 95.16206704,
101.78211828, 80.71674993, 126.3793041 , 105.07860807,
98.4475209 , 124.47749601, 82.79645255, 82.65166373,
92.17531189, 117.31491413, 105.75232982, 94.46720598,
100.3795159 , 94.34234528, 86.78805744, 97.79039692,
81.77519378, 117.61282039, 109.08162784, 119.30896688,
98.3008706 , 96.21075454, 100.52072909, 127.48794967,
100.96706301, 104.24326515, 101.49111644])

Simdi %95 gliven dlizeyinde anakitle ortalamasinin hangi araliklar icerisinde olabilecegini bulmaya galisalim. Burada
biz anakitle standart sapmasini bilmiyoruz. Anakitlenin normal dagilip dagilmadigini da bilmedigimizi dislinelim.
(Ornekten hareketle anakitlenin normal dagilip dagilmadigini daha énce gérmiis oldugumuz normallik testleriyle
belirleyebilirsiniz.) Bu durumda anakiitle ortalamasi icin aralik tahmini t dagilimi kullanilarak yapilmalidir. Oncelikle
bu 6rnegin ortalamasini ve standart sapmasini bulalim:

sample_mean = np.mean(sample)
sample_std = np.std(sample)

Ornegin standart sapmasini anakiitlenin standart sapmasi kabul ederek érneklem dagiliminin standart sapmasini
bulalim:

sampling _std = sample_std / np.sqrt(35)

Ornek buyiikliigi 35 olduguna gore serbestlik derecesi 34 olacaktir. Artik t dagiimindan hareketle giiven araligini
bulabiliriz:

from scipy.stats import t

lower_bound = t.ppf(0.025, 34, sample_mean, sampling std)
upper_bound = t.ppf(0.975, 34, sample_mean, sampling std)
print(lower_bound, upper_bound)
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Soyle bir ¢ikti elde edilmistir:
94.89296371821018 105.02201556521837
Tabii ayni islemleri t nesnesine iliskin sinifin interval metoduyla da yapabilirdik:

ci = t.interval(0.95, 34, sample_mean, sampling std)
print(ci)

Guven araliklarinin daha glivenilir bicimde elde edilebilmesi icin 6rneklem Uzerinde "bootstrap" denilen yontem
tercih edilebilmektedir. "Bootstrap" yontemi kursumuzda "ensemble" yontemlerin ele alindigi bélimde
actklanmaktadir.
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VERI KUMELERINIiN KULLANIMA HAZIR HALE GETIRILMESI

istatistiksel veri analizinde ve makine 6grenmesi uygulamalarinda ilk adim verilerin toplanmasidir. Elimizde veri
olmadan hicbir sey yapamayiz. Verilerin toplanmasi gesitli bicimlerde yapilabilmektedir. Veriler bazen anket (survey)
yoluyla tek tek, bazen de sensorler yoluyla otomatik olarak toplaniyor olabilir. Bazen veriler bir siireg icerisinde zaten
kendiliginden olusur. Yani onlarin toplanmasi icin 6zel bir caba gerekmez. Ornegin sosyal medya uygulamalarinda
kisilerin paylastigl seyler zaten bu hizmeti saglayanlarin veritabanlarinda depolanmaktadir. Veriler resmi kurumlar
tarafindan da toplaniyor ve sunuluyor olabilir. (Ornegin Tiirkiye istatistik Enstitiisii ok fakli konularda verileri toplayip
herkese acik bir bicimde paylasmaktadir.) Bazi veriler egitim ve test amaglariyla olusturulmaktadir. Pek cok uygulamaci
ayni verileri kullanarak algoritmalarin basarilarini karsilastirabilmektedir. Makine 6grenmesi konusunda veri tedarik
eden pek ¢ok organizasyon vardir. Ornegin Google tarafindan yonetilen Kaggle (kaggle.com) veri bilimcileri ve makine
ogrenmesi uygulamacilari icin cesitli kaynaklari ve veri kiimelerini barindirmaktadir.

Veriler toplandiktan sonra onlarin "veri kiimeleri (datasets)" biciminde dizenlenmesi gerekmektedir. Veri kiimeleri
satirlardan ve sltunlardan olusmaktadir. Veri kiimelerinin satirlari belli bir varliga iliskin bilgileri, stitunlari ise bu
varliklarin belli 6zelliklerini temsil ederler.

Terminolojiye iliskin Not: Biz kursumuzda "veri kiimesi (dataset)" yerine bazen "veri tablosu (data table)" da diyecegiz. Veri
kiimelerinin satirlarina da bazen "satir (row)" bazen de "kayit (record)" diyecegiz. istatistikte veri kiimelerinin siitunlarina daha
cok "ozellik (feature)" denilmektedir. Ancak biz kursumuzda veri kiimelerinin siitunlarina bazen "stitun (column)", bazen de "6zellik
(feature)" diyecegiz.

Veri kiimelerini iliskisel veritabanlarindaki veritabani tablolarina da benzetilebiliriz. Ornek bir veri kiimesi séyle olabilir:

Meben; Dueon  Nos  Edih~ Do Mooy
eyl K Lise 2350
Belor LO  Qnmesil 7340
e\ V'S Lis 2700

PP e - " s e r

Burada Medeni Durum, Yas, Egitim Durumu ve Maas veri kiimesinin sttunlari yani 6zellikleridir. Satirlar da kayitlari
olusturmaktadir. Yukaridaki 6rnekte de gordiiginiz gibi bir veri tablosunda siitunlar farkh 6lcek tirlerine iliskin
olabilmektedir. Ornegin yukaridaki tabloda "Medeni Durum" siitunu kategorik (nominal), "Egitim Durumu" siitunu
sirasal (ordinal) 6lgeklere iliskindir. Ancak "Yas" ve "Maas" slitunlari oransal (ratio) 6lcege iliskindir.

Veri tablolari genellikle dosyalarda saklanirlar. Bunun igin gesitli dosya formatlari kullanilabilmektedir. Ancak makine
o0grenmesi uygulamalarinda en yaygin kullanilan dosya formati CSV (Comma Separated Values) formatidir. Bir CSV
dosyasi satirlardan olusmaktadir. Satirlardaki elemanlar ',' karakteri ile birbirlerinden ayrilmistir. CSV dosyalarinda
istege bagl olarak stitunlarin ne anlam ifade ettiklerini belirten baslk kisimlari da bulunabilmektedir. Bu bashk kisimlari
bizim icin bazen gerekli bazen de gereksiz olabilir. Ornegin bu basliklar eger CSV dosyasi Pandas kiitiiphanesindeki
read_csv fonksiyonuyla okunuyorsa bu fonksiyon baslik kismindaki DataFrame nesnesindeki siitun isimleri haline
donustiridlmektedir. Biz de DataFrame indekslemesinde bu situn isimlerinden faydalanabiliriz. Kursumuzda veri
kiimeleri icin agirhkli bicimde CSV dosyalarini kullanacagiz. Yukaridaki 6rnek veri tablosunun CSV dosya formatindaki
gorinimu asagidaki gibidir:

Medeni Durum,Yas,Egitim Durumu,Maas
Evli,37,Lise, 3850
Bekar,40,Universite, 7360
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Evli,28,Lise, 2700

Alinti Notu: Asagidaki gruplandirma "Data Preparation for Machine Learning - Jason Browniee" isimli kitaptan alinmistir ve bolim igeriginde bu
kitaptan faydalaniimistir. Okuyucunun bu kitabi bastan sona gbzden gegirmesini tavsiye ediyoruz.

Verilerin kullanima hazir hale getirilmesi siireci aslinda ayrintili bir konudur. Bu nedenle biz kursumuzda 6nce genel bir
acitklama yapip sonra gerekli yerlerde gerekli yontemleri ele alacagiz. Genel olarak bir veri tablosunun kullanima hazir
hale getirilmesi icin bes yontem grubu kullanilmaktadir. Simdi bu yontem gruplari hakkinda temel bilgiler verelim.

1) Verilerin Temizlenmesi (Data Cleaning): Veriler igerisinde gegersiz olan degerler s6z konusu olabilir. Gegersiz veriler
bazen mevcut olmayan (nan/null) veriler biciminde, bazen bozulmus veriler biciminde, bazen de yinelenen (mtkerrer)
veriler biciminde karsimiza ¢ikabilmektedir. Veri bilimcisinin bu verileri dikkate alip bunlari ortadan kaldirmaya yonelik
teknikleri uygulamasi gerekir. Ornegin bu tiir durumlarda gegersiz verilerin bulundugu satirlar ya da siitunlar tablodan
tiimden atilabilir ya da gecersiz degerler yerine baska degerler (tipik olarak ortalama degerler ya da mod degerleri)
yerlestirilebilir. Bazen asiri uctaki bazi degerler de bozucu etkiler yaratabilmektedir. Bu asiri uctaki degerlerden
kurtulmak gerekebilir. Bazi veri tablolarinda ise birbiriyle yliksek korelasyona sahip olan stitunlar da bulunabilmektedir.
Bize ek bir bilgi vermeyen bu tir sGtunlarin bazilarinin atilmasi islenecek verinin miktarini disiirmektedir.

2) Ozellik Secimi (Feature Selection): Ozellik secimi veri tablosundaki siitunlarin gerekli olanlarinin alinip gereksiz
olanlarinin atilmasi ile ilgili bir hazirhk etkinligidir. Ornegin veri tablosunun bir siitununda kisinin ismi olabilir ve bu
ismin kestirim slrecinde hicbir etkisi olmayabilir. Bu durumda bu siitunun atilmasi gerekebilir. Bazen ¢ok sayida
situnun nispeten 6nemsiz olanlarinin atilmasi da uygun olabilmektedir. Uygun situnlarin secilmesi slireci stitunun
turlerine ve amaclanan hedefe bagli olarak da degisebilmektedir.

3) Verilerin Donugtiiriilmesi (Data Transformation): Verilerin donUstlrilmesi verilerin tirlerini ya da dagihmini
degistirmek icin kullanilan yontemlerdir. Makine 06grenmesinde sirali ve kategorik veriler dogrudan
kullanilamamaktadir. Bunlarin algoritmalara sokulmadan &nce sayisal bicime doénustirilmesi gerekir. iste sirali ve
kategorik verilerin sayisal bigcime donistirilmesi en ¢ok uygulanan veri donlstirmesi yontemlerindendir. Veri
dénistiirmesi sirasinda bazen bunun tersi de yapilabilmektedir. Ornegin sayisal verilerin sirali bicime dénistiiriilmesi
de gerekebilmektedir. Bu isleme "ayrik hale getirme (discretization transform)" denilmektedir. Kategorik verilerin
sayisal bicime donistirilmesinde en sik uygulanan yontemlerden biri "one hot encoding" denilen yontemdir. Bu
yontemde kategorik veri birden fazla stitunu olan ikili (binary) veri haline donlstiriilmektedir. Bazen veri tablolarinin
situnlari arasinda skala farkhliklari olabilmektedir. Bu skala farkliliklari pek ¢ok algoritmada bozucu etkiler
yaratabilmektedir. Bunlari ortadan kaldirmak i¢in "6lcekleme (scaling)" islemleri yapilabilmektedir.

4) Ozellik Miihendisligi (Feature Engineering): Ozellik miihendisligi var olan siitunlardan yeni siitunlar olusturma ile
ilgili yontemlere denilmektedir. Ornegin bir siitunda varliklara iliskin tarih bilgileri olabilir. Biz de bu tarih bilgilerinden
hareketle o tarihlerin hafta sonu olup olmadigini belirten kategorik bir siitunu tabloya ekleyebiliriz. Ya da 6rnegin biz
veri tablosundaki boy ve kilo siitunlarini silip onun yerine "beden kitle endeksini" belirten bir stitun ekleyebiliriz.

5) Boyutsal Ozellik indirgemesi (Dimensionality Feature Reduction): Veri tablosundaki siitunlar aslinda gok boyutlu
uzaydaki boyutlar olarak diistinilebilir. Ornegin iki stitunlu verilerdeki satirlar iki boyutlu bir diizlemde nokta belirtirler.
Boyutsal 6zellik indirgemesi de aslinda "gok sayida siitundan bu situnlari temsil edebilecek daha az sayida siitun"
olusturulmasi siirecidir. Boyutsal 6zellik indirgemesi icin "temel bilesenler analizi (principal components analysis)",
"tekil deger ayristirmasi (singular value decomposition)", "dogrusal ayrim analizi (linear discriminant analysis)" gibi
yontemler kullanilmaktadir.

Veri Tablolarinin Gereksiz Siitunlardan Arindirilmasi
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Veri tablolarinin gereksiz stitunlardan arindirilmasi birkag bicimde yapilabilmektedir. Eger bir CSV dosyasi s6z konusu
ise gereksiz slitunlar daha CSV dosyasindan okuma yapilirken (6rnegin NumPy kitliphanesindeki loadtxt ya da Pandas
kiitiiphanesindeki read_csv fonksiyonlariyla) isin basinda atilabilir. Ornegin asagidaki gibi bir CSV dosyasi olsun:

Ad1 Soyadi,Boy,Kilo,Dogum Yeri
Ali Bulut,182,89,Eskisehir
Erol Oner,187,82,izmir

Ayse Tan,172,58,Urfa

Rasim Tas¢an,168,92,Samsun

Dosyanin isminin "test.csv" oldugunu varsayalim. Simdi bu veri tablosunun "Adi Soyadi" ve "Dogum Yeri" siitunlarini
atmak isteyelim. loadtxt fonksiyonun usecols parameteresinin dosyadan elde edilecek satirlari belirlemek igin
kullanildigini animsayiniz. Bu tabloda "Boy" 1 numaral sttunu, "Kilo" ise 2 numarali siitunu belirtmektedir. Okuma
islemi soyle yapilabilir:

import numpy as np

data = np.loadtxt('test.csv', delimiter=',', encoding="utf-8', skiprows=1, usecols=(1, 2),
dtype=np.float32)
print(data)

islemden séyle bir ¢ikti elde edilmistir:

[[182. 89.]
[187. 82.]
[172. 58.]
[168. 92.]]

Tabii tablonun hepsini okuyup s6z konusu iki situnu delete fonksiyonu ile axis=1 parametresini kullanarak da
atabilirdik. Ancak bu islem daha zahmetli olurdu:

import numpy as np

data = np.loadtxt('test.csv', delimiter=","', encoding="utf-8', skiprows=1, dtype=np.object)
data = np.delete(data, [0©, 3], axis=1).astype(np.float32)
print(data)

Sayisal olmayan situnlari okurken dtype=object verildigine dikkat ediniz. Bu durumda satirlarin hepsi string olarak elde
edilmektedir. astype metodu string olan sttunlarin np.float32 tirine donistirilmesi icin kullaniimistir.

CSV dosyalarini okuyup gereksiz siitunlari atmak icin numpy.loadtxt fonksiyonu yerine Pandas kiitliphanesindeki
read_csv fonksiyonu da kullanilabilir. read_csv fonsiyonu loadtxt fonksiyonu ile benzer islevsellige sahiptir. Ancak
read_csv fonksiyonu CSV dosyalarini okuma konusunda daha yeteneklidir. Simdi ayni islemleri read_csv fonksiyonu ile
yapalim:

import pandas as pd

data = pd.read_csv('test.csv', encoding="utf-8"', usecols=(1, 2))
print(data)

Kodun calistirilmasi sonucunda soyle bir ¢ikti elde edilmistir:

Boy Kilo
0 182 89
1 187 82
2 172 58
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3 168 92

Burada CSV dosyasindaki baslik isimlerinin stitun isimleri haline getirildigine dikkat ediniz. Tabii aslinda Pandas'ta biz
yine tiim tabloyu okuduktan sonra da belli stitunlari atabilirdik:

import pandas as pd

df = pd.read _csv('test.csv', encoding="utf-8")
df = df[['Boy', 'Kilo']]
print(df)

Burada 6nce tiim tabloyu okuduktan sonra dilimleme ile belli situnlari aldigimiza dikkat ediniz. Elde edilen ¢ikti ayni
olacaktir:

Boy Kilo
0 182 89
1 187 82
2 172 58
3 168 92

Simdi de musterilerin kredi karti 6demelerini yapip yapmadiklari ile ilgili bilgileri iceren "bank.csv" dosyasindan bazi
sutunlari  atalim. Bu dosyayl dosyayl https://www.kaggle.com/janiobachmann/bank-marketing-dataset/data
adresinden indirebilirsiniz. Dosyanin ¢alisma dizininde bulundugunu varsayacagiz. Dosyanin genel goriiniimu asagidaki
gibidir:

age,job,marital,education,default,balance,housing,loan,contact,day,month,duration, campaign,pdays,previous
,poutcome,deposit

59,admin.,married, secondary,no,2343,yes,no,unknown,5,may,1042,1,-1,0,unknown, yes

56,admin.,married, secondary,no,45,no,no,unknown,5,may, 1467,1,-1,0,unknown,yes

41,technician,married, secondary,no,1270,yes,no,unknown,5,may,1389,1,-1,0,unknown, yes

55,services,married, secondary, no, 2476, yes,no,unknown,5,may,579,1,-1,0,unknown, yes

54,admin.,married, tertiary,no, 184,no,no,unknown,5,may,673,2,-1,0,unknown,yes

42 ,management,single,tertiary,no,0,yes,yes,unknown,5,may,562,2,-1,0,unknown,yes
56,management,married,tertiary,no

Burada 6rnegin 8'inci (contact) ve 15'inci (poutcome) sttunlarini atmak isteyelim. Bunun igin Pandas'in read_csv
fonksiyonu NumPy'in loadtxt fonksiyonundan daha kolay bir secenektir:

import pandas as pd
df = pd.read_csv('bank.csv")

df.drop(['contact', 'poutcome'], axis=1, inplace=True)
print(df)

Kodun calistirilmasi sonucunda olusan ciktiyi inceleyiniz:

age job marital education ... campaign pdays previous deposit
0 59 admin. married secondary 1 -1 (%] yes
1 56 admin. married secondary 1 -1 (%] yes
2 41  technician married secondary 1 -1 (%] yes
3 55 services married secondary 1 -1 (%] yes
4 54 admin. married tertiary 2 -1 (%] yes
11157 33 blue-collar single primary 1 -1 (%] no
11158 39 services married secondary ... 4 -1 (%] no
11159 32  technician single secondary ... 2 -1 0 no
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11160 43  technician married secondary ... 2 172 no
11161 34  technician married secondary ... 1 -1 (%] no

Veri Kiimesindeki Eksik ve Gegersiz Verilerin Ele Alinmasi

Veri kiimelerindeki satirlarin bazi stitunlarinda eksik ya da gecersiz veriler bulunabilir. Eksik ya da gecersiz veriler farkl
nedenlerle olusabilmektedir. Ornegin bir anket calismasinda kisiler sorularin bazilarini gesitli nedenlerle yanitlamak
istememis olabilirler. Ya da o6rnegin verilerin birtakim kaynaklardan otomatik toplandigi durumlarda verilerin
toplanmasi sirasinda anomaliler ortaya ¢ikmis olabilir. Bu anomaliler eksik ve gecersiz verilerin olusmasina yol agmis
olabilir. Bazen veriler diizglin toplandigi halde onlarin saklanmasi sirasinda ¢ikan sorunlar nedeniyle veriler eksik ve
gecersiz bicimde depolanmis olabilmektedir.

Eksik veriler genellikle (¢ grupta ele alinmaktadir:

Tamamen Rastgele Olusan Eksik Veriler (Missing Completely At Random): Bu tiir eksik verilerde bir kalip yoktur. Eksik
veriler rastgele satirlarda ve o satirlarin rastgele stitunlarinda olusabilir. Bu tir eksiklikler veri kiimesinde bir yanllik
(bias) olusturmazlar. Yani bu tir eksik verilerin atilmasi durumunda geri kalan veri kiimesi yanh bir veri kiimesi
olmayacaktir.

Rastgele Olusan Ekisik Veriler (Missing At Random): Bu tiir eksik verilerde eksiklikte bir kalip vardir ve eksikligin nedeni
eksik olmayan verilerle agiklanabilmektedir. Ornegin bir anket ¢alismasinda siitunlardan biri cinsiyet bagka biri de yas
olsun. Eger yas slitununda eksik veriler varsa ve bu eksik veriler cinsiyeti kadin olanlardan kaynaklaniyorsa bu durumda
eksik veri olusumunda bir kalip vardir. Yani bu 6rnekte eksik veriler yas stitununda rastgele bir bicimde bulunuyor olsa
da aslinda eksikligin nedeni cinsiyet stitunu ile ilgilidir. Bu tir eksik verilerin bulundugu satirlarin atilmasi da yine veri
kiimesini yanli (biased) hale getirebilmektedir.

Rastgele Olugmayan Eksik Veriler (Missing Not At Random): Burada da eksik verilerde bir kalip vardir ama bu kalip
diger sttunlardaki verilerle agiklanamamaktadir. Eger eksik veriler "tamamen rastgele" ve "rastgele" olusmuyorsa bu
kategoride degerlendirilebilir.

Alinti Notu: Yukaridaki eksik veri grupladirmasinda "Nasima Tamboli" tarafindan yazilmis olan "All You Need To Know About Different Types Of
Missing Data Values And How To Handle It" isimli makalesinden de faydalaniimistir. Makaleye asagidaki baglantidan erisebilirsiniz:
https://www.analyticsvidhya.com/blog/2021/10/handling-missing-value/

Eksik veriler CSV dosyalarinda genellikle "bos bir eleman biciminde", virglller arasinda "NaN" ya da "nan" biciminde,
"NULL" ya da "null" bigciminde ya da "NA" biciminde bulunabilmektedir. Eksik veri iceren CSV dosyalari Pandas
kiitiphanesinin read_csv fonksiyonu ile okundugunda bunlara karsi gelen DataFrame elemanlari NaN (Not a Number)
olarak elde edilmektedir. (NaN degerinin IEEE 754 kayan noktali formatlarda gecerli bir sayi belirtmedigini
animsayiniz.) Ornegin "test.csv" dosyasi asagidaki gibi olsun:

Ad1 Soyadi,Boy,Kilo,Dogum Yeri
Ali Bulut,NaN,89,Eskisehir
Erol Oner,187,82,NA
nan,172,,Urfa

Rasim Tascan,168,null,Samsun

Bu dosyayi Pandas'in read_csv fonksiyonuyla okuyalim:

import pandas as pd

df = pd.read csv('test.csv')
print(df)
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Soyle bir ¢ikti elde edilecektir:

Ad1i Soyadi Boy Kilo Dogum Yeri

0 Ali Bulut NaN 89.0 Eskisehir
1 Erol Oner 187.0 82.0 NaN
2 NaN 172.0 NaN Urfa
3 Rasim Tascan 168.0 NaN Samsun

Bazen eksik veriler baska bicimlerde de CSV dosyalarinda bulunuyor olabilir. Bu durumda bu eksik verilerin uygulamaci
tarafindan manuel bir bicimde NaN degerine dénistirilmesi gerekebilmektedir. Ornegin None Python'da yoklugu
belirttigi halde Pandas read_csv fonksiyonu tarafindan eksik veri olarak degil bir string olarak ele alinmaktadir.
"test.csv" dosyasinin asagidaki gibi bir icerige sahip oldugunu varsayalim:

Ad1 Soyadi,Boy,Kilo,Dogum Yeri
Ali Bulut,None,89,Eskisehir
Erol Oner,187,82,None
None,172,None,Urfa

Rasim Tascan,168,None,Samsun

Burada eksik veriler None biciminde belirtilmistir. None biciminde belirtilen eksik veriler Pandas'in read_csv
fonksiyonu ile eksik veri olarak okunamadigindan okuma sirasinda ya da okuma islemnden sonra bir midahalenin
yapilmasi gerekir. Bunun igin ilk akla gelen yéntemlerden biri read_csv fonksiyonunun na_values parametresini
kullanmak olabilir. Bu parametre tek bir string olarak ya da bir liste olarak girilebilmektedir. Bu parametre igin girilen
degerler eksik veri olarak degerlendirilecek ek yazilari belirtir. Yani bu parametreye deger girdigimizde biz read_csv
fonksiyonun eksik veri olarak kabul ettigi kimeye ekleme yapmis oluruz.

import pandas as pd

df = pd.read_csv('test.csv', na_values='None')
print(df)

Soyle bir ¢ikti elde edilmistir:

Adi Soyadi Boy Kilo Dogum Yeri

0 Ali Bulut NaN 89.0 Eskisehir
1 Erol Oner 187.0 82.0 NaN
2 NaN 172.0 NaN Urfa
3 Rasim Tascan 168.0 NaN Samsun

Eksik veri iceren CSV dosyalarinin NumPy kitliphanesindeki loadtxt ve genfromtxt gibi fonksiyonlarla okunmasi biraz
daha zahmetlidir. NumPy kitliphanesi Pandas kiitliphanesinde oldugu gibi DataFrame biciminde siitunsal bir veri
yapisina sahip degildir. Bu nedenle yazilardan ve sayilardan olusan CSV dosyalarinin dogrudan NumPy dizisi olarak
okunmasi zahmetli olabilmektedir.

Eksik verilerle islem yapmadan dnce veri bilimcisinin eksiklikleri analiz etmesi gerekir. Eksik veriler analiz edilirken en
azindan su durumlar gézden gegirilmelidir:

- Veri kiimesindeki eksik veri miktari
- Eksik verilerin bulundugu situnlar
- Eksik verilerin bulundugu satirlar.

Simdi eksik veri inceleme islemlerinin Pandas ile nasil yapilacagini agiklayalim. Bunun igin asagidaki icerige sahip olan
"test.csv" dosyasini kullanacagiz:
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Adi Soyadi,Boy,Kilo,Dogum Yeri
Ali Bulut,192,89,Eskisehir
Erol Oner,187,82,Erzincan
nan,172,nan,Urfa

Rasim Tascan,168,nan,Samsun

Bu veri kiimesini asagidaki gibi okudugumuzu varsayacagiz:

In [1]: import pandas as pd
In [2]: df = pd.read_csv('test.csv')
In [3]: df

out[3]:
Adi Soyadi Boy Kilo Dogum Yeri

0 Ali Bulut 192 89.0 Eskisehir
1 Erol Oner 187 82.0 Erzincan
2 NaN 172  NaN Urfa
3 Rasim Tascan 168 NaN Samsun

Pandas kitiuphanesinde eksik verileri belirlemek icin isna ya da isnull fonksiyonlari kullanilmaktadir. Bu fonksiyonlar
arasinda bir fark yoktur. Fonksiyonlar bir DataFrame ya da Series nesnesini alip bool bir DataFrame ya da Series nesnesi
vermektedir. Ornegin:

In [4]: pd.isna(df)

out[d]:

Adi Soyadi Boy Kilo Dogum Yeri
0] False False False False
1 False False False False
2 True False True False
3 False False True False

isnan ya da isnull fonksiyonuyla elde edilen DataFrame nesnesi sum fonksiyonuna sokulursa eksik veri miktari elde
edilebilir. sum fonksiyonunun default durumda axis=0 biciminde yani stunsal islemyaptigini animsayiniz:

In [5]: pd.isna(df).sum()
Out[5]:

Ad1 Soyadi 1

Boy 0

Kilo 2

Dogum Yeri ]

dtype: intéu

Buradan bir Series nesnesi elde edildigine dikkat ediniz. O halde toplam eksik veri sayisini ve eksik veri oranini soyle
elde edebiliriz:

In [6]: pd.isna(df).sum().sum()
out[6]: 3

In [7]: pd.isna(df).sum().sum() / df.size
Oout[7]: 0.1875

Simdi eksik veri iceren siitunlari soyle elde edebiliriz:
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In [8]: missing_columns = [name for name in df.columns if df[name].isna().any()]

In [9]: missing_columns
Oout[9]: ['Ad1 Soyadi', 'Kilo'l]

any fonksiyonunun bool bir DataFrame ya da Series nesnesi icerisinde en az bir tane eleman True ise True degeri
verdigini animsayiniz. Simdi de eksik verilerin bulundugu satirlari elde edelim:

In [10]: pd.isna(df).any(axis=1)

out[10]:

0 False
1 False
2 True
3 True

dtype: bool

In [11]: df[pd.isna(df).any(axis=1)]

Oout[11]:

Adi Soyadi Boy Kilo Dogum Yeri
2 NaN 172  NaN Urfa
3 Rasim Tascan 168 NaN Samsun

Eksik verilerin bulundugu satir sayisi ve satir oranini da soyle elde edebiliriz:

In [12]: pd.isna(df).any(axis=1).sum()
out[12]: 2

In [13]: pd.isna(df).any(axis=1).sum() / len(df)
Out[13]: ©.5

Veri kiimesini eksik veri bakimindan analiz ettikten sonra simdi de eksik verilerin nasil ele alinacagi Gizerinde durmak
istiyoruz. Biz eksik verilerin ele alinmasi konusunda "Melbourne Housing Snapshot" isimli veri kiimesini 6rnek veri
kiimesi olarak kullanacagiz. Bu veri kiimesini asagidaki adresten indirebilirsiniz:

https://www.kaggle.com/datasets/dansbecker/melbourne-housing-snapshot?resource=download

"Melbourne Housing Snapshot" veri kiimesi Mekbourne'deki gayrimenkul analizi igin hazirlanmis bir veri kiimesidir.
Biz bu veri kiimesini MHS olarak kisaltacagiz. MHS veri kiimesi 21 06zellikten olusmaktadir. Asagidaki gibi bir
gorinimdedir:
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1 Suburb,Address,Rooms,Type,Price,Method,SellerG,Date,Distance,Postcode,Bedroom2,Bathroom,Car,Landsize,BuildingArea,
YearBuilt,CouncilArea, Lattitude, Longtitude,Regionname,Propertycount

2 Abbotsford,85 Turner St,2,h,1480000.0,S,Biggin,3/12/2016,2.5,3067.0,2.0,1.0,1.0,202.0,,,Yarra,-37.7996,144.9984,Northern
Metropolitan,4019.0

3 Abbotsford,25 Bloomburg St,2,h,1035000.0,S,Biggin,4/02/2016,2.5,3067.0,2.0,1.0,0.0,156.0,79.0,1900.0,Yarra, -37.8079,144.
9934,Northern Metropolitan,4019.0

4 Abbotsford,5 Charles St,3,h,1465000.0,SP,Biggin,4/03/2017,2.5,3067.0,3.0,2.0,0.0,134.0,150.0,1900.0,Yarra,-37.8093,144.
9944 ,Northern Metropolitan,4019.0

5 Abbotsford,40 Federation La,3,h,850000.0,PI,Biggin,4/03/2017,2.5,3067.0,3.0,2.0,1.0,94.0,,,Yarra,-37.7969,144.9969,
Northern Metropolitan,4019.0

6 Abbotsford,55a Park St,4,h,1600000.0,VB,Nelson,4/06/2016,2.5,3067.0,3.0,1.0,2.0,120.0,142.0,2014.0,Yarra,-37.8072,144.
9941,Northern Metropolitan,4019.0

7  Abbotsford,129 Charles St,2,h,941000.0,S,Jellis,7/05/2016,2.5,3067.0,2.0,1.0,0.0,181.0,,,Yarra, -37.8041,144.9953,Northern
Metropolitan,4019.0

8 Abbotsford,124 Yarra St,3,h,1876000.0,S,Nelson,7/05/2016,2.5,3067.0,4.0,2.0,0.0,245.0,210.0,1910.0,Yarra, -37.8024,144.
9993,Northern Metropolitan,4019.0

9  Abbotsford,98 Charles St,2,h,1636000.0,S,Nelson,8/10/2016,2.5,3067.0,2.0,1.0,2.0,256.0,107.0,1890.0,Yarra,-37.806,144.
9954,Northern Metropolitan,4019.0

1o  Abbotsford,6/241 Nicholson St,1,u,300000.0,S,Biggin,8/10/2016,2.5,3067.0,1.0,1.0,1.0,0.0,,,Yarra,-37.8008,144.9973,
Northern Metropolitan,4019.0

11 Abbotsford,10 Valiant St,2,h,1097000.0,S,Biggin,8/10/2016,2.5,3067.0,3.0,1.0,2.0,220.0,75.0,1900.0,Yarra, -37.801,144.9989,

Northern Metropolitan,4019.0

Veri kiimesinde c¢esitli satirlarin gesitli stitunlari eksik veriler icermektedir.

Oncelikle veri kiimesini eksiklik bakimindan inceleyelim:

import pandas as pd

df = pd.read_csv('melb data.csv')

missing_cols = [col_name for col_name in df.columns

if df[col_name].isna().any()]

total _missing rows = pd.isna(df).any(axis=1).sum()
total _missing rows_ratio = total_missing rows / len(df)

print(f'Toplam Situn Sayisi: {df.shape[1]}")

print(f'Toplam Satir Sayisi: {df.shape[©@]}")

print(f'Eksik verilerin bulundugu situnlar: {missing cols}")

print(f'Eksik Verilerin Bulundugu Satirlarin Sayisi: {total _missing rows}')
print(f'Eksik Verilerin Bulundugu Satirlarin Sayisi: {total_missing rows_ratio}')

Buradan soyle bir cikti elde edilmistir:

Toplam Siitun Sayisi: 21
Toplam Satir Sayisi: 13580
Eksik Verilerin Bulundugu siitunlar: ['Car', 'BuildingArea', 'YearBuilt', 'CouncilArea']

Eksik Verilerin Bulundugu Satirlarin Sayisi: 738U
Eksik Verilerin Bulundugu Satirlarin Orani: 0.543740795287187

Eksik verilerin ele alinmasinda temel olarak iki yontem kullaniimaktadir:

1) Eksik verilerin bulundugu satir ya da sttunlarin tamamen atilmasi yontemi
2) Eksik verilerin baska degerlerle doldurulmasi (imputation) yéntemi.

Uygulamaci eksik verilerin bulundugu satirlari ya da situnlari tamamen atabilir. Eger toplam veri miktari yeteri kadar

fazla ise ve satirin eksik veri iceren situnlari rastgele bir bicimde olusmussa eksik veri iceren satirlarin tamamen

atilmasi bir soruna yol agmayabilir. Ancak eksik veriler 6zellikle belli siitunlarda olusmussa eksik verilerin bulundugu

satirlarin atilmasi "yanli (biased)" bir veri kiimesinin olusmasina yol acabilecektir. Benzer bicimde eksik verilerin

bulundugu stitunun tamamen atilmasi dnemli bir 6zelligin dikkate alinmamasina yol acabilmektedir. Bu nedenle eksik

veri iceren satirlarin ya da situnlarin atilmasi karari ancak iyi bir incelemeden sonra verilmelidir.
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Eksik verilerin atilmasi icin Pandas'in DataFrame ve Series siniflarinda dropna isimli metot bulundurulmustur. Simdi bu
metodu kullanarak MHS veri kiimesindeki eksik verilerin bulundugu satirlari atalim:

deleted rows_df = df.dropna(axis=0)
print(deleted_rows_df.shape)

Eksik veriler atildigindaki veri kiimesinin satir ve sttun sayilari soyle elde edilmistir:
(6196, 21)

dropna metodunun axis parametresi aldigina dikkat ediniz. axis=1 parametresiyle eksik verilerin bulundugu situnlari
da benzer bicimde atabiliriz:

deleted_rows_df = df.dropna(axis=0)
print(deleted_rows_df.shape)

Soyle bir sonuc elde edilmistir:

(13580, 17)

Yukarida da belirttigimiz gibi satir silme isleminde veride &nemli bir kayip olabilmektedir. Ornegin MHS veri kiimesinde
eksik veriigeren satirlari sildigimizde veri miktari %50'ye yakin bir oranda diismustir. Bazi durumlarda boylesi bir kayip
istenmeyebilir.

Eksik verilerin ele alinmasinda diger bir strateji de eksik veriler yerine baska degerlerin yerlestirilmesi islemidir. Buna
ingilizce "imputation" denilmektedir. Eksik verilerin yerine rastgele degerlerin yerlestiriimesi ¢ogu kez uygun bir
yontem degildir. Eger eksik verilere iliskin sttunlar aralik ya da oransal Olcege iliskinse onlarin yerine o sttunlarin
ortalamalari ya da median degerleri yerlestirilebilir. (Medyanin veri kiimesindeki asiri u¢ degerlerden (outliers)
etkilenmedigini animsayiniz.) Tabii kategorik sttunlar icin ayni islem mod alinarak yapilabilir.

Eksik veriler icin en ¢ok kullanilan "imputation" yontemleri sunlardir:

- Eksik verilerin ilgili situn ortalamasi, medyani ya da mod degeri ile doldurulmasi yéntemi
- Eksik verilerin stitundaki 6nceki verilerle ya da sonraki verilerle doldurulmasi yontemi

- Eksik degerlerin kestirim yoluyla doldurulmasi yontemi

- Eksik verilerin kategorik sttunlarda farkli bir sinif ile temsil edilmesi yontemi

- Eksik verilerin KNN (K-Nearest Neighbours) algoritmasiyla doldurulmasi yontemi

- Eksik verilerin rastgele degerlerle doldurulmasi yontemi

Eksik verilerin bulundugu sltun aralik ya da oransal 6lceklere iliskinse eksik verilerin ortalama ya da medyan yoluyla
doldurulmasi en sik kullanilan "imputation" yontemlerindendir. Daha dnceden de belirttigimiz gibi eger dagilimda ug
degerler yoksa (dagilim normal dagilima benziyorsa) ortalama yontemi, dagilimda ug degerler varsa ya da dagilimda
carpikliklar (skewness) varsa medyan yéntemi daha uygun olmaktadir. Kategorik stitunlarda ortalama yerine mod
isleminin kullanildigini daha 6nce belirtmistik. Bu durumda kategorik 6lgeklere iliskin stunlardaki eksik veriler o
stunlarin en ¢ok yinelenen elemanlari ile doldurulabilir.

MHS veri kiimesinde eksik verilerin bulundugu situnlar sunlardi: "Car", "BuildingArea", "YearBuilt", "CouncilArea". Bu
veri kiimesinde "Car" situnu araba sayisina iliskin bir deger belirtmektedir. Bu nedenle bu siitun "ayrik oransal bir
Olgege" iliskindir. Bu durumda biz eksik verileri situn ortalamasina gore doldurabiliriz. Ancak ortalama aldigimizda
sayllar ayrik olmaktan cikabilecektir. Eger degerlerin ayrikhigl korunmak isteniyorsa yuvarlama yapilmasi uygun
olabilmektedir. Bu islemi soyle yapabiliriz:
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import numpy as np

df['Car'].fillna(np.round(df[ 'Car'].mean()), inplace=True)

Burada da gordigliniiz gibi Pandas kitliphanesinde DataFrame ve Series siniflarinin fillna metotlari eksik verilerin
doldurulmasi islemlerinde kolaylik saglamaktadir. Ayrica DataFrame nesnesi Uzerinde filtreleme yaptiginizda elde
edilen nesnenin bir "view" belirttigine dikkat ediniz. Metottaki inplace parametresi degisikligin dogrudan nesne
Gzerinde yapilacagini belirtmektedir.

Ayrik sayisal situnlarda "imputation" uygulamanin "ortalamayi yuvarlama" disinda baska yontemleri de vardir. Biz
burada bu yéntemler lizerinde durmayacagiz.

Veri kimemizdeki "BuildingArea" stitunu da "ayrik sayisal (discrete numeric) oransal 6lcege" iliskin bir situndur. Bu
nedenle yukaridaki benzer islemi bu sttun icin de yapabiliriz:

df['BuildingArea’].fillna(np.round(df[ 'BuildingArea’'].mean()), inplace=True)

Veri kimemizdeki "YearBuilt" stitunu binanin yapim yilini belirtmektedir. Biz burada bu yil bilgisinin sirali bir 6lcege
iliskin olugunu kabul edecegiz ve doldurma isleminde median kullanacagiz. Aslinda tarih bilgilerinin aralik 6lcegine mi
yoksa sirali bir 6lcege mi iliskin oldugu onun kullanim amacina gére degisebilmektedir. Bu stitun aralik lgegine iliskin
oldugu icin merkezi egilim 6l¢lsi olarak medyanin kullanilmasi daha uygundur:

df['YearBuilt'].fillna(np.round(df['YearBuilt'].median()), inplace=True)

Eksik verilerin bulundugu son situn "CouncilArea" siitunudur. Bu siitun kategorik verilerden olusmaktadir. Bu nedenle
sttundaki eksik verileri mode islemi ile dolduracagiz:

df['CouncilArea’].fillna(df[ 'CouncilArea’].mode()[©], inplace=True)

Series sinifinin mode metodunun skaler bir deger degil Series nesnesi verdigine dikkat ediniz.

Artik MHS veri kiimesi eksik verilerden arindirilmis durumdadir:

In [14]: df.isna().sum().sum()
out[14]: o

Scikit-learn Kitiiphanesinin Kullanimi

Scikit-learn makine 6grenmesi uygulamalari i¢in hazirlanmis olan agik kaynak kodlu bir kitiphanedir. Kitiphane
NumPy Uzerine oturtulmustur ve kitliphane bilyik 6lciide Python ile yazilmistir. Bazi kisimlarinda C ve C++ da
kullanilmistir. Scitkit-learn kendi icerisinde gesitli konular igin cesitli alt paketler icermektedir. Kiitiphaneyi asagidaki
gibi install edebilirsiniz:

pip install sklearn

Scikit-learn kitlUphanesi blyik 6lctide nesne yonelimli (object oriented) bir kullanim i¢in hazirlanmistir. Kiitliphanede
farkli konularda islem yapmak icin bulundurulmus olan pek c¢ok sinif vardir. Bu siniflarin kullanim bicimleri birbirine
benzerdir. Konu ile ilgili islem yapan sinifin ismi C olmak tizere bu islemler tipik olarak séyle yiritilmektedir.

1) Once C sinifi tiiriinden bir nesne yaratilir. Nesne yaratilirken sinifin __init__ metodunda bazi parametreler icin
degerler girilebilmektedir. Scikit-learn kiitiphanesindeki fonksiyonlarin ve metotlarin parametreleri kolay bir kullanim
saglayabilmek icin default argiimanlar almistir. Ornegin:
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c=0CO

2) ilgili sinif tiirinden nesneyarattiktan sonra bu nesne ile ilgili sinifin fit metodu cagrilir. fit metodu aldig veriler
Gzererinde islemler yaparak birtakim bilgiler elde eder ve bu bilgileri nesnenin bazi 6rnek 6zniteliklerinde saklar. fit
islemi bir donlistirme ya da kestirim yapmamaktadir. Yalnizca aldigi veriler lizerinde dénistirme ya da kestirim icin
gerekli olan bilgileri elde edip saklamaktadir. Bu anlamda fit islemi bir egitim islemi olarak ele alinabilir. Ornegin:

c.fit(fit_data)
3) fit isleminden sonra asil déniistiirme ya da kestirim islemini yapacak olan transform metodu c¢agrilir. Ornegin:

transformed_data = c.transform(data)

transform metodu fit metodu ile elde edilen bilgiler lizerinde doniistiirme ya da kestirim yaparak dénustlrilmus veri
kiimesini geri donis degeri olarak vermektedir. Egitim fit ile yapildiktan sonra transform metodu birden fazla kez
cagrilarak farkl veriler dénistirilebilir. Ornegin:

transformed_datal
transformed_data2
transformed_data3

c.transform(datal)
c.transform(data2)
c.transform(data3)

4) Bazen fit isleminde kullanilacak veri ile dénistiirilecek veri ayni olabilir. Ornegin:

c.fit(data)
transformed_data = c.transform(data)

Boylesi durumlarda bu islemin tek hamlede yapilabilmesiicin ilgili siniflarda fit_transform metotlari bulundurulmustur.
Ornegin:

transformed_data = c.fit_transform(data)
Bu islemin asagidaki ile esdeger olduguna dikkat ediniz:

c.fit(data)
transformed_data = c.transform(data)

Tabii bir kez fit_transform yaptiktan sonra baska verilerle ile transform islemlerine devam edebiliriz.
Kategorik (Nominal) ve Sirali (Ordinal) Verilerin Sayisal Bicime Donlistiiriilmesi

Tipik bir veri tablosunda kisinin cinsiyeti, medeni durumu, yasadigi lilke gibi kategorik (nominal) ve sirali (ordinal)
sttunlar bulunabilmektedir. Veri biliminde ve makine 6grenmesinde pek ¢ok yontem ve algoritma kategorik ve sirali
veriler lzerinde dogrudan islem yapamamaktadir. Bu nedenle once kategorik ve sirali verilerin sayisal bicime
donustirilmeleri gerekir. Bu nedenle kategorik ve siral verilerin sayisal bicime doénistlrilmesi verileri hazir hale
getirme siirecinde kullanilan en 6nemli veri donlistirme (data transformation) yontemlerinden biridir.

Kategorik verilerin sayisal bicime doénustlrilmesi tipik olarak her bir kategori icin 0'dan itibaren artan sirada bir sayi
karsilik getirilerek yapiimaktadir. Ornegin veri kiimesinde "renk tercihine" iliskin sdyle bir siitun olsun:

Renk Tercihi
Mavi
Kirmizi
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Mavi
Yesil
Kirmizi
Mavi
Kirmizi
Yesil

Simdi Mavi = 0, Kirmizi = 1, Yesil = 2 biciminde renklere 0'dan itibaren bir sayi karsi getirelim. Bu durumda stitunumuz
su hale gelecektir:

Renk Tercihi

NROIRINO|IR|O

Bu tir kategorik stitunlarin farkli tam sayilar bigciminde sayisal olarak ifade edilmesini kolaylastirmak icin NumPy ya da
Pandas kuttiphanelerinde hazir bir fonksiyon ya da metot bulunmamaktadir. Bu islem en kolay olarak sklearn (scikit-
learn) kutlphanesindeki LabelEncoder sinifi ile yapilabilir. Bu sinif sklearn.preprocessing paketi icerisindedir.
Donistiirme scikit-learn kiitiphanesindeki genel calisma bigimine uygun olarak yapiimaktadir. Once LabelEncoder
sinifi tiriinden bir nesne yaratilir. Ornegin:

from sklearn.preprocessing import LabelEncoder

le = LabelEncoder()

Sonra LabelEncoder sinifinin fit isimli metodu bizden kategorik 6lcekteki degerleri alir. Sinifin transform metodu da
donusturilecek kategorik degerleri alarak 0'dan itibaren sayisal degerlere donlistiirmektedir. LabelEncoder sinifinin
classes_ isimli 6rnek 6zniteligi ile fit islemi sirasinda verilen kategorik degerler elde edilebilir. claases_ 6rnek 6zniteligi
ile elde edilen degerlerin liste icerisindeki indeks numaralari ayni zamanda kategorik degerlere karsi gelen sayilardi
belirtmektedir. Ornegin:

from sklearn.preprocessing import LabelEncoder

data = ['mavi', 'kirmizi', 'mavi', 'yesil', 'beyaz', 'yesil', 'kirmizi']
le = LabelEncoder()

le.fit(data)

result = le.transform(data)

print(data)

print(result)
print(le.classes_)

Kodun c¢iktisi soyledir:

['mavi', ‘'kirmizi', 'mavi', 'yesil', 'beyaz', 'yesil', ‘'kirmizi']
[2123031]
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['beyaz' 'kirmizi' 'mavi' 'yesil']

Goruldigu gibi fit metodu bizden kategorik 6lgek degerlerini almis, transform ise bunlari dénistiirmustir. Biz bu
ornekte metotlara list tlirinden nesneler verdik. Burada classes_ 6rnek ozniteligi ile verilen listedeki degerler ayni
zamanda kategorilerin sayisal degerlerini de belirtmektedir:

beyaz
kirmizi
mavi
yesil

w N RO

Kategorilerin sort edilmis bir bicimde bulunduguna dikkat ediniz. Biz yukaridaki 6rnekte Python listesini kullanmis olsak
da aslinda uygulamada tipik olarak bu metotlara NumPy dizileri ya da Pandas Series nesneleri verilmektedir.

Aslinda daha 6nceden de belirttigimiz gibi fit ve transform islemlerinde ayni veriler kullaniliyorsa bu iki islem
fit_transform metoduyla tek hamlede de yapilabilir:

from sklearn.preprocessing import LabelEncoder

le = LabelEncoder()
data = ['mavi', 'kirmizi', 'mavi', 'yesil', 'beyaz', 'yesil', 'kirmizi']
result = le.fit transform(data)

print(data)
print(result)
print(le.classes_)

Burada sinifin fit metodu ayni kategorik degerler birden fazla kez kullanilmissa onlari zaten dikkate almaz. Yukaridaki
koddan elde edilen cikti 6ncekiyle ayni olacaktir:

['mavi', 'kirmizi', 'mavi', 'yesil', 'beyaz', 'yesil', 'kirmizi']
[2123031]
["'beyaz' 'kirmizi' 'mavi' ‘yesil']

Burada 6nemli bir noktaya bir kez daha dikkatinizi cekmek istiyoruz. LabelEncode sinifiyla yapilan dénistiirmede hangi
kategorik degerin hangi saylyla ifade edilecegini biz belirleyememekteyiz. fit metodu verilen kategorik degerleri
numpy.unique fonksiyonuna soktuktan sonra onlara 0'dan itibaren degerler karsilik diisirmektedir. numpy.unique
fonksiyonunun yinelenenleri attiktan sonra buna ek olarak siraya dizme islemi yaptigini da animsayiniz. Yani bu
durumda aslinda bizim fit ya da fit_transform metotlarina verdigimiz kategoriler alfabetik olarak siraya dizildikten
sonra onlara numaralar atanmis olmaktadir.

LabelEncoder sinifinin inverse_transform metodu tam ters bir islemi yapmaktadir. Yani bu metoda biz sayisal verileri
verirsek o bize kategorik degerlerden olusan bir NumPy dizisi verir. Tabii inverse_transform metodunu kullanmadan
dnce bir fit isleminin yapilmis olmasi gerekir. Ornegin:

from sklearn.preprocessing import LabelEncoder

data = ['mavi', ‘kirmizi', 'mavi', ‘'yesil', 'beyaz', 'yesil', 'kirmizi']
le = LabelEncoder()

le.fit(data)

transformed_data = [1, 1, 2, 2, 0, 1]
result = le.inverse_transform(transformed_data)

print(result)

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
61



Buradan soyle bir cikti elde edilmistir:
["kirmizi' 'kairmizi' 'mavi' 'mavi' 'beyaz' 'kirmizi']

LabelEncoder sinifinin fit ve fit_transform metotlarina aslinda biz kategorik verileri yazisal bicimde vermek zorunda
degiliz. Kategorik veriler zaten sayisal bicimde de bulunuyor olabilir. Ornegin kategorik verilerin sehirlerin plaka
numaralarindan olustugunu varsayalim:

from sklearn.preprocessing import LabelEncoder

le = LabelEncoder()
data = [34, 26, 37, 34, 6, 77, 10, 16, 35, 34, 6]
result = le.fit_transform(data)

print(data)
print(result)
print(le.classes_)

Kodun ciktisi sdyle olacaktir:

[34, 26, 37, 34, 6, 77, 10, 16, 35, 34, 6]
[436407125480]
[6 10 16 26 34 35 37 77]

Simdi ayni islemi bir CSV dosyasindan hareketle yapalim. Ornegimizdeki "test.csv" dosyasi séyle olsun:

Cinsiyet,Kilo,Boy,Sehir
Erkek,85,172,Eskisehir
Kadin,72,170,izmir
Kadin,65,162,Istanbul
Erkek,92,183,Istanbul
Kadin,62,173,Ankara
Erkek,98,172,izmir

Burada ilk ve son situndaki kategorik verileri sayisal bicime soyle donUstirebiliriz:

import pandas as pd
from sklearn.preprocessing import LabelEncoder

df = pd.read csv('test.csv')
print(df, end="\n\n")

le = LabelEncoder()

df['Cinsiyet'] = le.fit_transform(df['Cinsiyet'])
print(le.classes_, end="\n\n')

df['Sehir'] = le.fit_transform(df[ 'Sehir'])
print(le.classes_, end="\n\n")

print(df, end="\n\n")

dataset = df.to_numpy()

print(dataset)

Kodun calistiriimasi sonucunda soyle bir ¢ikti elde edilmistir, inceleyiniz:

Cinsiyet Kilo Boy Sehir
Erkek 85 172 Eskisehir
Kadin 72 170 izmir

Kadin 65 162 Istanbul
Erkek 92 183 1Istanbul

w NP o
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4 Kadin 62 173 Ankara
5 Erkek 98 172 izmir

["Erkek" 'Kadin']
['Ankara' 'Eskisehir' 'Istanbul' 'Izmir']

Cinsiyet Kilo Boy Sehir

0 @ 85 172 1
1 1 72 170 3
2 1 65 162 2
3 @ 92 183 2
4 1 62 173 0
5 @ 98 172 3
[[ o 85172 1]

[ 1 72170 3]

[ 1 65162 2]

[ @ 92183 2]

[ 1 62173 0]

[ @ 98172 3]]

LabelEncoder sinifinin fit, transform ve fit_transform metotlari Python listeleriyle, NumPy dizileriyle ve Pandas'in
Series nesneleriyle calisabilmektedir. transform ve fit_transform sonucu her zaman ndarray olarak vermektedir.

sklearn.preprocessing modiiliinde LabelEncoder sinifiyla benzer islemi yapan OrdinalEncoder isimli bir sinif da vardir.
OrdinalEncoder aslinda LabelEncoder sinifinin birden ¢ok stunu ayni anda alarak islem yapan bir bicimi gibidir.
OrdinalEncoder sinifinda olusturulan kategoriler sinifin categories_ 6rnek ozniteligi ile bize bir NumPy listesi olarak
verilmektedir. Ornegin:

from sklearn.preprocessing import OrdinalEncoder

data = [['mavi', 'erkek'], ['kirmizi', ‘kadin'], ['siyah', ‘kadin'], ['mavi', 'kadin'],
['beyaz', 'kadin'], ['yesil', 'kadin']]

oe = OrdinalEncoder()

result = oe.fit_transform(data)
print(result, end='\n\n")
print(oe.categories_)

Soyle bir ¢ikti elde edilmistir:

[[2. ©.]
[1. 1.]
[3. 1.]
[2. 1.]
[0. 1.]
[4. 1.7]

[array(['beyaz', 'kirmizi', 'mavi', 'siyah', 'yesil'], dtype=object), array(['erkek', 'kadin'],
dtype=object)]

Simdi 6nceki 6rnekteki "test.csv" dosyasini OrdinalEncoder sinifiyla donustirelim:
import pandas as pd

from sklearn.preprocessing import OrdinalEncoder
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df = pd.read_csv('test.csv')
print(df, end="\n\n")

oe = OrdinalEncoder()

df[['Cinsiyet', 'Sehir']] = oe.fit_transform(df[['Cinsiyet', 'Sehir']])
print(df, end="\n\n")

dataset = df.to_numpy()

print(dataset)

Kodun c¢iktisi s0yle olacaktir:

Cinsiyet Kilo Boy Sehir

0 Erkek 85 172 Eskisehir
1 Kadin 72 170 izmir
2 Kadin 65 162 1Istanbul
3 Erkek 92 183 1Istanbul
4 Kadin 62 173 Ankara
5 Erkek 98 172 izmir

Cinsiyet Kilo Boy Sehir

0 0.0 8 172 1.0
1 1.6 72 176 3.0
2 1.6 65 162 2.0
3 0.0 92 183 2.0
4 1.6 62 173 0.0
5 0.0 98 172 3.0
[[ o. 85.172. 1.]

[ 1. 72. 170. 3.]

[ 1. 65. 162. 2.]

[ ©. 92. 183. 2.]

[ 1. 62. 173. @.]

[ @. 98. 172. 3.]]

OrdinalEncoder sinifinin fit, transform ve fit_transform metotlari iki boyutlu Python listeleriyle, NumPy dizileriyle ya
da Pandas'in DataFrame nesneleriyle calisabilmektedir. Bu metotlarla tek boyutlu bir liste, NumPy dizisi ya da Series
nesnesi gecirilememektedir. transform ve fit metotlarinin bize her zaman sayisallastiriimis verileri NumPy dizisi olarak
verdigine de dikkat ediniz.

OrdinalEncoder sinifinin da inverse_transform isimli bir metodu vardir. Bu metot ¢ok boyutlu bir Python listesini,
NumPy dizisini ya da Pandas DataFrame nesnesini parametre olarak alip kategorik degelere iliskin bir NumPy dizisi
vermektedir.

OrdinalEncoder sinifi da -ismi yanlis bir cagrisim uyandirsa da- aslinda sirali veriler igin kullanilamaz. Clink{ burada yine
LabelEncoder sinifinin yaptigl gibi numpy.unique islemi uygulanmaktadir. Bu sinif da alfabetik ya da sayisal olarak en
kiiclik kategoriden baslayarak sayisal atamalari yapmaktadir.

Aslinda kategorik veriler cogu kez buradaki gibi sayisal bicime donistirilmemektedir. Kategorik verilerin sayisal bicime
dénistirilmesinde siklikla "one hot encoding" denilen teknik kullaniimaktadir. izleyen béliimde "one hot encoding"
denilen teknigi ele alacagiz.

One Hot Encoding Donlistiirmesi

Kategorik verilerin 0'dan itibaren tam sayilar kullanilarak sayisal bicime donistiirilmesi pek ¢ok algoritma icin bir
sorundur. Clinkl bu bicimdeki sayilarin arasinda blyuklik ktctklik iliskisi vardir ve bu blyutklik kigaklik iliskisi pek
cok algoritmada yanlis 6grenmelere yol acabilmektedir. Ornegin biz LabelEncoder ya da OrdinalEncoder siniflariyla tig
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kategorik renk degerine Mavi = 0, Yesil = 1, Sari = 2 degerlerini atamis olahim. Buradaki Sari > Yesil > Mavi gibi bir
iliskinin ya da Mavi + Yesil = Sari gibi bir iliskinin bizim icin bir anlami yoktur. Ancak pek cok algoritma bu g renk boyle
kodlandiginda onlarin kategorik degil sirali lgege sahip oldugunu sanmaktadir. iste kategorik degerlerin sanki onlar
sirali 6lgege iliskinmis gibi degerlendirilmesini engellemek icin "one hot encoding" denilen bir yontem kullanilmaktadir.
ingilizce "one hot" bir grup bitten yalnizca birinin 1 digerlerinin 0 oldugunu anlatmak icin kullanilan bir deyimdir.

One hot encoding donlstirmesinde kategorik veriler ikilik (binary) sistemde kategori sayisi kadar situnla ifade
edilmektedir. Bu yontemde n kategoriden birini belirten bir veri n tane siitunla ifade edilir. Verinin iliskin oldugu
kategoriye iliskin stitun bilgisi 1 diger stitun bilgileri 0 yapilir. Ornegin asagidaki gibi bir veri kiimesi s6z konusu olsun:

Tepki Suresi Renk
1.2 Kirmizi
2.3 Mavi
0.7 Kirmizi
1.2 Yesil
3.2 Mavi

Bu tabloda Renk "Kirmizi, Yesil ve Mavi" olabilen (g kategoriden olusan kategorik bir 6lcege iliskindir. Bu tablodaki
Renk sttununun "one hot encoding" teknigi ile sayisallastiriilmasi sonucunda soyle bir tablo elde edilir:

Tepki Suresi Kirmizi Yesil Mavi
1.2 1 0 0
2.3 0 0 1
0.7 1 0 0
1.2 0 1 0
3.2 0 0 1

Burada Renk slitunun yerine onun kategori sayisi kadar stitun eklendigine dikkat ediniz. Renk hangi renkse yalnizca o
rengin stitun degeri 1, diger renklerin stitun degerleri 0 yapilmistir. Bu bicimdeki bir kodlamayla renkler arasinda bir
sira iliskisinin ortadan kaldirilmaya calisildigina dikkat ediniz. Eger bizim kategorik verimiz 10 tane farkl kategoriden
olusmus olsaydi biz de 10 kategori icin 10 tane situn olusturacaktik.

Burada 6zel bir duruma dikkatinizi cekmek istiyoruz. One hot encoding yontemi ikiden fazla sinif belirten kategorik
veriler icin uygulanmasi gereken bir tekniktir. iki sinifli kategorik veriler icin one hot encoding uygulamaya gerek yoktur.
Ornegin veri tablosunun bir siitunu cinsiyet belirtiyor olsun. Cinsiyet ikili bir kategorik sinif olusturdugundan dolayi bu
sttun icin bizim one hot encoding uygulamamiza gerek yoktur. Bu tir iki sinifli kategorik alanlar tipik olarak 0 ve 1
biciminde sayisallastirilarak birakilabilir.

One hot encoding donistirmesi farkli kitliphanelerle farkli bicimlerde ya da tamamen manuel olarak
yapilabilmektedir. Biz bunlari tek tek ele alacagiz.

Scikit-learn kitliphanesindeki sklearn.preprocessing modiiliinde "one hot encoding" islemini yapan OneHotEncoder
isimli hazir bir sinif bulunmaktadir. Bu sinif yazisal ya da sayisal bicimdeki kategorik veriler Uzerinde islem
yapabilmektedir. islemler adim adim sdyle yapilabilmektedir:

1) Once one hot encoding déniistiirmesi yapilacak degerlerin iki boyutlu bir matris biciminde ifade edilmeleri gerekir.
Bu matrisin elemanlari dogrudan yazisal etiketler de olabilir, sayisal degerler de olabilir. Ancak genellikle "one hot
encoding" islemi NumPy dizileri Gizerinde yapildigi icin ve NumPy dizileri de ortak bir tiirden oldugu icin programcilar
yazisal kategorik alanlari 6nce LabelEncoder ya da OrdinalEncoder siniflarini kullanilarak sayisal bicime donistirmeyi
tercih edebilirler. Ornegin yukarida verdigimiz veri tablosunun asagidaki gibi bir "test.csv" dosyasi icerisinde
bulundugunu varsayalim:
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Tepki Siiresi,Renk
1.2,Kirmiza
2.3,Mavi
0.7,Kirmizi
1.2,Yesil
3.2,Mavi

Simdi bu dosyayi Pandas'in read_csv fonksiyonu ile okuyalim:

import pandas as pd
df = pd.read_csv('test.csv')

print(df)

Soyle bir ¢ikti elde edilmistir:

Tepki Siiresi Renk
0 1.2 Kirmizi
1 2.3 Mavi
2 0.7 Kirmizi
3 1.2 Yesil
4 3.2 Mavi

2) sklearn.preprocessing modili icerisindeki OneHotEncoder sinifi tiriinden bir nesne yaratilir. Sonra bu nesne ile
sinifin fit ve transform metotlari cagrilir. Yine eger fit ve transform islemlerinde ayni veriler kullanilacaksa bu iki islem
bir arada fit_transform metodu ile de yapilabilir. Ancak fit, transform ve fit_transform metotlari iki boyutlu bir NumPy
dizisi ya da Pandas DataFrame nesnelerini kabul etmektedir. Eger elimizde tek boyutlu bir NumPy dizisi varsa onu
reshape islemiyle iki boyutlu hale getirmemiz gerekir. Benzer bicimde elimizde bir Series nesnesi varsa onu to_frame
metodu ile DataFrame nesnesi haline getirmemiz gerekir. OneHotEncoder sinifinin transform ve fit_transform
metotlari default olarak c¢iktiyi "seyrek matris (sparse matrix)" olarak vermektedir. Ancak biz nesneyi yaratirken sparse
isiml parametreyi False olarak gecersek bu metotlarin ¢iktly1 seyrek matris olarak vermesini engelleyebiliriz. Seyrek
matriler kursumuzun ilerleyen bélimlerinde ele alinmaktadir. Ornegin:

from sklearn.preprocessing import OneHotEncoder
ohe = OneHotEncoder(sparse=False)

transformed_data = ohe.fit_transform(df[ 'Renk'].to_frame())
print(transformed_data)

Buradan cikti olarak soéyle bir NumPy dizii elde edilmistir:

[[1. 0. ©.]
[0. 1. 0.]
[1. 0. 0.]
[0. 0. 1.]
[0. 1. 0.]]

Tabii biz aslinda fit ve transform islemlerini birilikte degil ayri ayri da yapabilirdik:

ohe = OneHotEncoder(sparse=False)
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ohe.fit(df['Renk"'].to_frame())
transformed_data = ohe.transform(df['Renk'].to_frame())
print(transformed_data)

Bu islemlerin ayri ayri yapilmasi size anlamsiz gelebilir. Ancak aslinda fit isleminde biz one hot encoding islemi igin
gereken kategorileri belirtmekteyiz. transform ise gercek donistiirmeyi yapmaktadir. Yani 6rnegin biz bir kere fit islemi
yapip ¢ok defa transform islemi yapabiliriz.

3) Nihayet one hot encoding islemi sonucunda elde edilen matrisin gergek veri matrisine yerlestirilmesi gerekmektedir.
Bunun icin tabii dnce gercek veri matrisindeki sayisallastiriimis kategorik siitun silinmelidir. isin bu kismini Pandas'in
DataFrame nesnesi lizerinde yapabiliriz:

df.drop(['Renk'], axis=1, inplace=True)
df[['Kirmiz1', 'Yesil', 'Mavi']] = transformed_data
print(df)

Bu islemden soyle bir ¢cikti elde edilecektir

Tepki Sliresi Kirmizi VYesil Mavi

0 1.2 1.0 0.0 0.0
1 2.3 0.0 1.0 0.0
2 0.7 1.0 0.0 0.0
3 1.2 0.0 0.0 1.0
4 3.2 0.0 1.0 0.0

Simdi bu adimlari tek bir kodla birlestirelim:

import pandas as pd

df = pd.read csv('test.csv')

print(df, end="\n\n")

from sklearn.preprocessing import OneHotEncoder
ohe = OneHotEncoder(sparse=False)

ohe.fit(df['Renk"'].to_frame())
transformed_data = ohe.transform(df[ 'Renk'].to_frame())

df.drop(['Renk'], axis=1, inplace=True)

df[['Kirmiz1', 'Yesil', 'Mavi']] = transformed_data
print(df)

Kod calistirildiginda soyle bir ¢ikti elde edilecektir:

Tepki Siresi Renk
0 1.2 Kirmiza
1 2.3 Mavi
2 0.7 Kirmizi
3 1.2 Yesil
4 3.2 Mavi

Tepki Sliresi Kirmizi VYesil Mavi
0 1.2 1.0 0.0 0.0
1 2.3 0.0 1.0 0.0
2 0.7 1.0 0.0 0.0
3 1.2 0.0 0.0 1.0
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4 3.2 0.0 1.0 0.0

One hot encoding islemi Pandas kitiphanesindeki get_dummies fonksiyonu ile de yapilabilmektedir. Bu fonksiyon
bizden kategorik degerlerin bulundugu liste, Series ya da DataFrame nesnesini alir. Bize bir DataFrame nesnesi verir.
Ornegin:

import pandas as pd

categorical_data = ['Otomobil', 'Kamyon', 'Otomobil', 'Motosiklet', 'Kamyon', 'Motosiklet’,
"Kamyon' ]

df_ohe = pd.get_dummies(categorical_data)
print(df_ohe, end="\n\n")

ohe = df_ohe.to_numpy()
print(ohe)

Soyle bir ¢ikti elde edilmistir:

Kamyon Motosiklet Otomobil

0 0 0 1
1 1 0 0
2 0 0 1
3 0 1 0
4 1 0 0
5 0 1 0
6 1 0 0
[[e @ 1]
[1 0 0]
[0 0 1]
[0 1 0]
[1 0 0]
[0 1 0]
[1 0 0]]

"test.csv" dosyasinin asagidaki gibi oldugunu varsayalim:

Tepki Siiresi,Renk,Aracg
.2,Kirmizi,0tomobil
.3,Mavi,Kamyon
.7,Kirmizi,0Otobis
.2,Yesil,Kamyon
.2,Mavi,Otomobil
.3,Yesil,Otobiis

A WERrRONLEKR

get_dummies fonksiyonu ile donustlrmeyi soyle yapabiliriz:

import pandas as pd

df = pd.read csv('test.csv')

import pandas as pd

df_ohe = pd.get_dummies(df[['Renk', 'Arac¢']])
print(df_ohe, end='\n\n")

ohe = df_ohe.to_numpy()
print(ohe)
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Soyle bir ¢ikti elde edilmistir:

uih WNPEO

[[1
[0
[1
[0
[0
[0

DataFrame nesnesinin siitun isimleri default durumda siitun ismi '_' ve kategori isminden olustuguna dikkat ediniz.
Aslinda one hot encoding ile olusturulan yeni situnlarin isimlendirilmesi icin fonksiyonda prefix ve prefix_sep
parametreleri de bulundurulmustur. prefix parametresi kategori isimlerinin 6niine getirilecek olan yaziyi, prefix_sep
parametresiise bu yaziyla kategoriisimleri arasina getirilecek ayiraci belirtmektedir. Default durumda prefix stitiin ismi
olarak, prefix_sep ise ' ' olarak alinmaktadir. Ayrica fonksiyonun columns parametresi de DataFrame nesnesindeki
hangi sttunlar Gzerinde one hot encoding yapilacagini belirtmektedir. Default durumda DataFrame nesnesinin tim
sttunlari tzerinde one hot encoding islemi yapilmaktadir. get_dummies fonksiyonunun geri dondird{igi DataFrame
nesnesinde one hot encoding yapilan situnlarin atildigina onlarin yerine one hot encoding islemi sonucunda elde

OrRr OO0 RFRO®
P ORFRPROOO
OO RrRrRORO®
P OORrRrROOS

Renk_Kirmizi

OO0 R O K

1]
0]
0]
0]
1]
o]]

Renk_Mavi

OrRroOoOO0ORrRrO0o

Renk_Yesil Ara¢_Kamyon Arag¢_Otobi
0 0
0 1
0 0
1 1
0 0
1 0

edilen siitunlarin yerlestirildigine dikkat ediniz. Ornegin:

import pandas as pd

df = pd.read csv('test.csv')

import pandas as pd

df_ohe

ohe

print(ohe)

df_ohe.to_numpy()

Soyle bir ¢ikti elde edilmistir:

uphwWwnNNEO

[[1.
[2.
[0.
[1.
[3.
[6.

One hot encoding islemi uygulamanin diger bir yolu da tensorflow.keras.utils modilindeki to_categorical

fonksiyonunu kullanmaktir. Bu fonksiyon kategorileri belirten sayisal degerlerin bulundugu liste ya da ndarray

W NN NWN

Q.

OO0 R O K

Q.

P OO RrROe

Tepki Siresi

1.

AW ERON
w NN N WN

1.

O rRrP OO0 ®

Kirmizi
1
0
1
0
0
0
0. 0.
1. 0.
0. 1.
1. 0.
0. 0.
0. 1.

pd.get_dummies(df, prefix_sep=""', prefix='
print(df_ohe, end='\n\n")

Mavi Yesil Kamyon Otobiis Otomobil

0 0 0 (] 1
1 0 1 (] 0
0 0 0 1 0
0 1 1 (] 0
1 0 0 (] 1
0 1 0 1 0

1. ]

0. ]

0. ]

0. ]

1. ]

0. 1]
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nesnesini parametre olarak alir ve geri doniis degeri olarak da one hot encoding biciminde doénustirilmis ndarray
matrisi verir. Biz de bu matrisi uygun siitunlarla yer degistirebiliriz. Ornegin:

data = [0, @, 2, 2, 3, 1, 2, 1, 1]
from tensorflow.keras.utils import to_categorical

ohe_data = to_categorical(data)
print(ohe_data)

Kodun calistirilmasi sonucunda séyle bir ¢ikti elde edilmistir:

[[1. ©. 0. 0.]
[1. 0. 0. 0.]
[0. 0. 1. 0.]
[0. 0. 1. 0.]
[0. 0. 0. 1.]
[0. 1. 0. 0.]
[0. 0. 1. 0.]
[0. 1. 0. 0.]
[0. 1. 0. 0.]]

to_categorical fonksiyonunun yazisal degerler (izerinde islem yapamadigina sayisal degerler lzerinde islem yaptigina
dikkat ediniz. Fonksiyona girilen kategori belirten sayisal degerlerin 0'dan itibaren baslamasi ve ardisil tamsayilardan
olusmasi gerekmemektedir.

Tabii aslinda one hot encoding yapan bir fonksiyon yazmak da oldukga kolay. Ornegin:

def one_hot_encoder(dataset, column):
ncategory = int(np.max(dataset[:, column]) + 1)
eye = np.eye(ncategory)
ohe = eye[dataset[:, column].astype(np.int32)]

dataset
dataset

np.delete(dataset, column, axis=1)
np.hstack((dataset, ohe))

return dataset

Bu fonksiyon bizden kategori siitunu sayisal hale donistirilmiis olan NumPy dizisini ve one hot encoding yapilacak
siitun numarasini alir. Bize one hot encoding yapilmis yeni matrisi geri dénis degeri olarak verir. Ornegin "test.csv"
dosyasi soyle olsun:

Tepki Siiresi,Renk
.2,Kirmiz1
.3,Mavi
.7,Ki1rmiz1
.2,Yesil

.2,Mavi

.3,Yesil

A WERONLER

Yazdigimiz fonksiyonu soyle kullanabiliriz:

import pandas as pd
from sklearn.preprocessing import LabelEncoder

df = pd.read csv('test.csv')
print(df, end="\n\n")
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le = LabelEncoder()
df['Renk'] = le.fit_transform(df[ 'Renk'])
print(df, end="\n\n")

dataset = one_hot_encoder(df.to_numpy(), 1)
print(dataset)

Kod calistirildiginda soyle bir ¢ikti elde edilecektir:

Tepki Siresi Renk
0 1.2 Kirmizi
1 2.3 Mavi
2 0.7 Kirmizi
3 1.2 Yesil
4 3.2 Mavi

Tepki Siliresi Renk

0 1.2 0
1 2.3 1
2 0.7 0
3 1.2 2
4 3.2 1
[[1.21. . o. ]
[2.3 0. 1. 0. ]
[0.7 1. 0. 0. ]
[1.2 0. 0. 1. ]
[3.2 0. 1. ©. ]]

One hot encoding déniistiirmesi kategorik veriler icin iyi sonuclar dogursa da bazi dezavantajlara sahiptir. Ornegin veri
tablosundaki bir situnun kategori sayisi ¢ok fazla olabilir. Bu durumda one hot encoding ¢ok fazla stitunun tabloya
eklenmesine yol acar. Bu tir durumlarda one hot encoding yerine baska bir yontem tercih edilebilir ya da one hot
encoding sonrasinda "boyutsal 6zellik indirgemesi (dimensionality feature reduction)" uygulanabilir. (Boyutsal 6zellik
indirgemesi kursumuzda ileride ele alinmaktadir.) One hot encdonig islemi icin tiim kategorilerin neler oldugunun isin
basinda biliniyor olmasi gerekmektedir. Halbuki bazi durumlarda toplam kategorilerin sayisi isin basinda bilinmez. Bu
tlr durumlarda soézlikler (hash tablolari) olusturulabilir ve bu tablolara gére kodlama yapilabilir. Kategori sayisinin ¢ok
fazla oldugu durumlarda siklikla uygulanan yéntemlerden bir digeri de "binary encoiding" yontemidir.

Binary Encoding Yontemi

Binary Encoding yontemi kategorik degerlerin sayisi n olmak Uzere ceil(log.n) tane situnla ifade edilmesini
saglamaktadir. Bu yontemde sanki toplamda n tane farkli kategorik deger k tane (k = ceil(logzn)) stitun ile ikilik sistemde
kodlanmaktadir. Ornegin toplamda 64 farkli kategorik deger s6z konusu olsun. Bu durumda bu kategorik degerler
ceil(log,64) = 6 tane siitun ile ikilik sistemde kodlanabilir. Ornegin:

Siutun-1 | Siitun-2 | Situn-3 Siitun-4 | Situn-5 | Situn-6 | Kategori
0 0 0 0 0 0 C1
0 0 0 0 0 1 C2
1 1 1 1 1 0 C63
1 Ce4

Binary Encoding islemi scikit-learn kiitliphanesindeki category encoders modiliindeki BinaryEncoder sinifi ile
gerceklestirilebilmektedir. Ancak category_encoders modiili sklearn paketleri icerisinde degildir. Onun ayrica install
edilmesi gerekmektedir:
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pip install category_encoders

BinaryEncoder sinifi diger scikit-learn siniflarinda oldugu gibi kullaniimaktadir. Once BinaryEncoder sinifi tiiriinden bir
nesne yaratir. Sonra sinifin fit, transform ya da fit_transform metotlari ¢agrilir. BinaryEncoder sinifi bizden Pandas'in
DataFrame nesnesini alip bize yine DataFrame nesnesi verebilmektedir. Ornegin "test.csv" dosyamiz asagidaki gibi
olsun:

Tepki Siiresi,Renk
.2,Kirmiz1
.3,Mavi
.7,Kirmiz1
.2,Yesil

.2,Mavi

.3,Yesil

A WERrRONLEKR

Renk slitununu binary encoding islemine sokalim:

import pandas as pd
from category_encoders.binary import BinaryEncoder

df = pd.read_csv('test.csv')
print(df, end="\n\n")

be = BinaryEncoder(drop_invariant=False)
be df = be.fit_transform(df['Renk'])
print(be_df)

Kodun calistirilmasi sonucunda séyle bir ¢ikti elde edilecektir:

Tepki Siiresi Renk
0 1.2 Kirmizi
1 2.3 Mavi
2 0.7 Kirmizi
3 1.2 Yesil
4 3.2 Mavi
5 6.3 Yesil
6 6.8 Turuncu
7 2.7 Mor
Renk_© Renk_1 Renk_2
%] 0 %] 1
1 0 1 0
2 0 %] 1
3 0 1 1
4 0 1 0
5 0 1 1
6 1 %] (%]
7 1 %] 1

BinaryEncoder sinifinin __init_ metodunda biz cols parametresi ile DataFrame nesnesi icerisindeki hangi situnlarin
déniistiiriilecegini belirtebiliriz. Default durumda tiim siitunlar dénistiiriilmektedir. Ornegin:

import pandas as pd
from category_encoders.binary import BinaryEncoder

df

pd.read_csv('test.csv')

be = BinaryEncoder(cols=["'Renk'])
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be_df = be.fit_transform(df)
print(be_df)

Soyle bir ¢ikti elde edilmistir:

Tepki Sliresi Renk_© Renk_1 Renk_2
0 1.2 0 0 1
1 2.3 0 1 0
2 0.7 0 0 1
3 1.2 0 1 1
4 3.2 0 1 0
5 6.3 0 1 1
6 6.8 1 0 0
7 2.7 1 0 1

Sinifin diger ayrintilari igin scikit-learn dokgmanlarina basvurabilirsiniz.
Sirali (Ordinal) Verilerin Sayisal Bigime Donlistiiriilmesi

Sirali verilerin sayisal bicime donUstilrilmesi islemi icin yliksek seviyeli kiitiphanelerde hazir bir fonksiyon ya da metot
bulunmamaktadir. Bu islem en pratik bicimde Pandas kiitliphanesindeki Series ya da DafaFrame siniflarinin replace,
map, applymap ve apply metotlariyla gergeklestirilebilir. map metodu yalnizca Series sinifinda, applymap metodu
yalnizca DataFrame sinifinda apply ve replace metotlari ise her iki sinifta da bulunmaktadir. Biz burada bu metotlar
arasindaki farkhhklar Gzerinde durmayacagiz. Yalnizca replace metodu ile kodlamanin nasil yapilacagl Uzerinde
duracagiz. Ornegin asagidaki gibi bir "test.csv" dosyamiz olsun:

Cinsiyet,Kilo,Boy,Egitim
Erkek,85,172,11kokul
Kadin,72,170,Universite
Kadin,65,162,Lise
Erkek,92,183,Lise
Kadin,62,173,11kokul
Erkek,98,172,0rtaokul

Burada "Egitim" stitunu sirali 6lgege iliskindir. Simdi biz DataFrame sinifinin replace metodu ile egitim bilgilerini 0'dan
itibaren artan bir sayiyla ifade etmeye calisalim. Once dosyayi pandas.read_csv fonksiyonu ile ilk siitunu atarak
okuyalim:

import pandas as pd

df = pd.read_csv('test.csv', usecols=[1, 2, 3])
print(df)

Elde edilen DataFrame asagidaki gibidir:

Kilo Boy Egitim
0 85 172 flkokul
1 72 170 Universite
2 65 162 Lise
3 92 183 Lise
4 62 173 ilkokul
5 98 172 Ortaokul

Simdi DataFrame sinifinin replace metodu ile donistiirmemizi yapalim:
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replace dict = {'Egitim’': {'Ilkokul': @, 'Ortaokul': 1, 'Lise’': 2, ‘'Universite': 3}}
df.replace(replace_dict, inplace=True)
print(df)

Kodun ¢alistirilmasi sonucunda oyle bir ¢ikti elde edilecektir:

Kilo Boy Egitim

0 85 172 (4
1 72 170 3
2 65 162 2
3 92 183 2
4 62 173 (]
5 98 172 1

Artik bu DataFrame nesnesini to_numpy metodu ile ndarray nesnesine donusturebiliriz:

dataset = df.to_numpy()

print(dataset)

[[ 85 172 0]
[ 72 170 3]
[ 65 162 2]
[ 92 183 2]
[ 62 173 0]
[ 98 172 1]]

Ayni islemi Series nesnesi lizerinde de -biraz daha dolayli olarak- soyle yapabilirdik:

{'ilkokul': @, 'Ortaokul': 1, 'Lise': 2, ‘'Universite': 3}
df["Egitim'].replace(replace_dict)

replace_dict
df[ "Egitim']

Bu islemi yalnizca NumPy kullanarak yapmak daha zahmetlidir. Clinkii NumPy kiitliphanesinin Pandas
kutuphanesindeki gibi bir replace fonksiyonu yoktur.

import numpy as np
data = np.loadtxt('test.csv', delimiter=","', skiprows=1, usecols=[1, 2, 3], dtype=np.object)

dataset = data[:, [0, 1]].astype(np.float32)
edu = data[:, 2]

replace dict = {'Ilkokul': @, 'Ortaokul': 1, 'Lise': 2, 'Universite': 3}
v = np.vectorize(replace_dict.get)

dataset = np.insert(dataset, 2, v(edu), axis=1)

print(dataset)

Burada once "test.csv" dosyasini numpy.loadtxt fonksiyonu ile dtype=np.object parametresi ile okuduk. NumPy
dizilerinin tek bir dtype tiri oldugu icin fonksiyon tiim degerleri string olarak okudu. Sonra "Kilo" ve "Boy" stitunlarini
np.float32 tiirline donistirerek dataset isimli yeni bir NumPy dizisi icerisine yerlestirdik. Nihayet "Egitim" sUtununu
da numpy.vectorize fonksiyonu ile sirali sayisal bir slituna donustlirerek bunu yeni bir situn biciminde ekledik.
Yukaridaki kod calstirildiginda asagidaki gibi bir ¢ikti elde edilecektir:

[[ 85. 172. ©.]
[ 72. 170.  3.]
[ 65. 162. 2.]
[ 92. 183. 2.]
[ 62. 173. ©.]
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[ 98. 172. 1.]]

Tabii NumPy icerisinde bu islemi yapmanin baska cok cesitli yollari da vardir. Ornegin bu islem aslinda loadtxt
fonksiyonu sirasinda fonksiyonun converters parametresi kullanilarak da yapilabilirdi:

import numpy as np

replace dict = {'Ilkokul': @, 'Ortaokul': 1, 'Lise': 2, 'Universite': 3}

dataset = np.loadtxt('test.csv', delimiter=',', skiprows=1, usecols=[1, 2, 3],encoding="utf-8",
converters={1: lambda x: float(x), 2: lambda x: float(x), 3: lambda x: replace_dict[x]},
dtype=np.object)

print(dataset)

Sizin de goérduginiz gibi bu tir islemleri yalnizca NumPy kitlphanesi ile yapmak yerine Pandas kitliphanesini
kullanarak yapmak ve en sonunda DataFrame nesnesini ndarray nesnesine donlstliirmek daha pratik ve kolay bir
yontemdir. Biz kursumuzda bazen dogrudan NumPy kitliphanesini kullanirken bazen de Pandas kitliphanesinin
sagladigi kolaylklari kullanacagiz.

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
75



YAPAY SiNiR AGLARI

Yapay sinir aglari yapay zekanin ve makine 6grenmesinin en énemli alt alanlarindan biridir. Derin 6grenme (deep
learning) de bir gesit yapay sinir agi yontemidir. Bu bélimde yapay sinir aglari belli diizeylerde teorik bakimdan ele
alinacak ve daha ¢ok uygulamalari lizerinde durulacaktir.

Yapay Sinir Aglarinin Tarihi

Yapay Sinir aglarinin teorisi ilk zamanlar sinir bilimle (neuroscience), psikolojiyle ve matematikle ugrasan bilim adamlari
tarafindan gelistirilmistir. Yapay sinir aglari ilk kez Warren McCulloch ve Walter Pitts isimli kisiler tarafindan 1943
yilinda ortaya atilmistir. 1940'li yillarin sonlarina dogru Donald Hebb isimli psikolog da "Hebbian Learning" kavramiyla,
1950'li yillarda da Frank Rosenblatt isimli arastirmaci da "Perceptron” kavramiyla alana 6nemli katkilarda bulunmustur.
Bu yillar hentiz elektronik bilgisayarlarin ¢cok yeni oldugu yillardi. Halbuki yapay sinir aglarina yonelik algoritmalar icin
onemli bir CPU glicl gerekmekteydi. Bu nedenle 6zellikle 1960 yillarda bu konuda bir motivasyon eksikligi olusmustur.
Yapay sinir aglari sonraki donemlerde yeniden popller olmaya baslamistir. Derin 6grenme konusunun giindeme
gelmesiyle de poplilaritesi hepten artmistir.

Yapay Sinir Aglarinin Uygulama Alanlan
Yapay Sinir aglarinin pek ¢ok farkh alanda uygulamasi vardir. Ornegin:

- Metinlerin siniflandirilmasi ve kategorize edilmesi (text classification and categorization)

- Ses tanima (speech recognition)

- Karakter tanima (character recognition)

- isimlendirilmis Varliklarin Taninmasi (Named Entitiy Recognition)

- So6zclik gruplarinin ayni anlama gelip gelmediginin belirlenmesi (paraphrase detection and identification)

- Metin Uretimi (text generation)

- Makine cgevirisi (machine translation)

- Oriinti tanima (pattern recognition)

- Yliz tanima (face recognition)

- Finansal uygulamalar (portféy yonetimi, kredi degerlendirmesi, sahtecilik, gayrimenkul degerlemesi, doviz fiyatlarinin
tahmini vs.)

- Endustriyel problemlerin ¢6zimu

- Biyomedikal mithendisligindeki bazi uygulamalar (Ornegin medikal gériintii analizi, hastaliga tani koyma ve tedavi
plani olusturma)

- Optimizasyon problemlerinin ¢6zimi

- Pazarlama siireclerinde karsilasilan problemlerin ¢6ziimi

- Ulastirma problemlerinin ¢6zimi

insanin Sinir Sistemi

Yapay sinir aglarini matematiksel diizeyde incelemeden 6nce insanin sinir sistemi (izerinde de temel bazi agiklamalar
yapmak faydali olacaktir.

insanin sinir sistemi iki bolime ayrilmaktadir:

- Merkezi Sinir Sistemi (Central Nervous System)
- Cevresel Sinir Sistemi (Peripherial Nervous System)

Merkezi sinir sistemi beyin ve omurilikten olusmaktadir. Beyinden ¢ikan noral iletiler omurilikten gecerek tiim viicuda
yayllmaktadir. Beyin ve omuriligin disindaki noral aga cevresel sinir sistemi denilmektedir. Kaslarimiz néronlar
tarafindan harekete gecirilirler. Fakat bu emir cogu kez beyin tarafindan verilmektedir. Kaslari harekete geciren
noronlara "motor néronlar" denilmektedir. Merkezi sinir sistemi de kendi icerisinde "somatik sinir sistemi" ve "otonom
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sinir sistemi" olmak Gzere ikiye ayrilir. Sinir sisteminin bilingli bir bicimde harekete gegirilebilen kismina "somatik sinir
sistemi", bilingli bir bicimde harekete gecirilmeyen kismina ise "otonom sinir sistemi" denilmektedir. Ornegin elimizin
hareket ettirilmesi gibi faaliyetler bilingli bir bicimde yapilabilmektedir. Ancak érnegin kalp kaslarinin kasiimalari, soluk
alip verme gibi faaliyetler bilincli olarak gergeklestirilemezler.

Duyumlar (sensation) bu konuda 6zellesmis néronlar vasitasiyla gerceklesmektedir. Fiziksel uyaranlar bu néronlari
uyarir. Bu néronlar bu iletiyi kimyasal diizeye donustrirler (transduction) sonra duruma goére omurilige ve oradan da
beynin ilgili bolimine iletirler. Fiziksel uyaranlari alan 6zellesmis bu néronlara "duyusal néronlar (sensory neurons)"
denilmektedir.

Fel¢ olgusunun cesitli nedenleri vardir. En ¢ok karsilasilan nedenleri beyindeki lezyonlar (beyin kanamasi sonucunda
ya da tlimorel bicimde olusabilirler) ya da kazalardir. Diger nedenler arasinda omurilik zedelenmeleri, fitiklar gibi
sorunlar bulunmaktadir.

Sinir sisteminin en dnemli hiicreleri néronlardir. Néronlarin en fazla bulundugu yer beyindir. Beyinde 100 milyar
civarinda néron oldugu disinilmektedir. Noronlarin disinda sinir sisteminde gliya gibi néromoddlatér hiicreler de
bulunmaktadir.

Bir noron hiicresi tipik olarak asagidaki gibidir:

Dendrite
Axon Erminal

Node of
Ranvier

Schwann cell

Myelin sheath
Nucleus

Alinti Notu: Gorsel https://simple.wikipedia.org/wiki/Neuron adresinden alinmistir.

Noronlarin da birkag ¢esiti vardir. Yukaridaki sekilde gorildigi tipteki néronlara "multipolar néronlar" denilmektedir.
Bu noronlar sinir sisteminde en fazla bulunan néronlardir. Asagida diger bazi néron gesitlerini gériiyorsunuz:

Unipolar Bipolar Pseudounipolar Multipolar

§
Y et

Cell — Q74
body ) 4 |
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Myelin — b f !
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. ! receptor | 14
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Alinti Notu: Gorsel https://gbi.ug.edu.au/brain/brain-anatomy/types-neurons adresinden alinmistir.

Multipolar néronlar bir cekirdekten, noral iletiyi alan dendrit'lerden ve néral iletiyi ileten aksonlardan olusurlar. Akson
denilen uzun dalin Uzerinde bazi néronlarda miyelin kilifi (myelin sheet) bulunmaktadir. Miyelin kilifinin en énemli
islevi noral iletiyi hizlandirmasidir. Miyelinli néronlarin ileti hizi yaklasik 80-120 m/sn, miyelinsiz néronlarin ileti hizi ise
yaklasik 0.5-2 m/sn civarindadir. Beyinde hem miyelinli hem de miyelinsiz néronlar bulunur. Miyelenli néronlar beyaz
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renkte miyelinsiz olanlar ise gri renkte gorinti verdiklerinden beyinde miyelinli néronlarin bulundugu bélgelere "beyaz
madde (white matter)", miyelinsiz néronlarin bulundugu bolgelere ise "gri madde (gray matter)" denilmektedir.

Pekiyi noral ileti kimyasal diizeyde nasil gerceklesmektedir? iste bir néronun aksonunun ucunda diigmecikler (terminal
buttons) bulunmaktadir. Noron ateslendiginde bu diigmeciklerden "nérotransmiter” denilen molekdller zerk edilir.
Noral ileti bliylk 6lctide bu nérotransmiterler yoluyla gerceklesmektedir.

Akson uglari duruma gore yiizlerce ya da binlerce baska nérona bagl olabilmektedir. ileti genellikle (ama her zaman

degil) bir néronun aksonu ile karsi taraftaki néronun dendriti arasinda gerceklesir. Noral iletinin gerceklestigi bolgeye
sinaps denilmektedir. Bir sinaps tipik olarak soyledir:

Terminal Dendrites

buttons
™ \
=]
]
Action
potential
/‘ ) Neurotransmitters are
made in the axon.
. 9
AXON of presynaptic —___ o _—
(sending) neuron OV” ¢ |
| |
| o \ B Neurotransmitters
[ o || ,  are stored in vesicles.
/ o — Vesicle \ [E) Action potentials
/: 093_ Neuro- } cause vesicles to fuse
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/£ - L\ -7/ membrane and
4 / -\ % i release their contents
TERMINAL- 77»_;' ( Q %O ) > into the synaptic cleft.
BUTTON [ Auto- \\@7V) - i
| receptor - = /4|
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(receiving) neuron [
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Alinti Notu: Gorsel https://in.pinterest.com/pin/722546333950674913/ adresinden alinmistir.

Yukarida de belirtildigi gibi aksonlarin ucunda digmecikler (axon terminal buttons) bulunmaktadir. Dendritlerde de
ismine reseptor denilen kicuk yariklar (synaptic cleft) vardir. Akson uclarindaki digmeciklerden ismine nérotransmiter
denilen kimyasallar zerk edilir. Zerk edilen bu nérotransmiterler dendritlerdeki reseptoérler tarafindan alinmaktadir.
Ancak her tirll reseptor her tirll ndrotransmiter'i alamamaktadir. Her nérotransmiter'i alan farkl reseptorler vardir.

Norotransmiterler cesitli alt siniflara ayrilmaktadir. En 6nemli nérotransmiterler sunlardir:

Amino Asit Grubundan olanlar: Glutamat, GABA, Glisin

Monoamin Grubundan Olanlar: Serotonin, Histamin, Dopamin, Adrenalin, Noradrenalin. Dopamin, Adrenalin ve
Noradrenaline "katakolaminler" de denilmektedir.

Peptit Grubundan Olanlar: Endorfin

Digerleri: Asetilkolin, ...

Ornegin psikoaktif maddeler ve psikotrop ilaglar bu nérotransmiterleri artirip azaltabilmektedir. Sinapslarda
norotransmiterleri artirma etkisi yaratan maddelere "agonist", azalma etkisi yaratan maddelere ise "antogonist"
denilmektedir. Ornegin "dopamin antagonisti" demek "sinapslardaki dopamin seviyesini diisiiren madde" demektir.
Agonist ya da antogonist etki cesitli bicimlerde olusturulabilmektedir. Ornegin:
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- Norotransmiter Uretimi artirilarak ya da azaltilarak
- Reseptorler bloke edilerek.
- Reseptorlerin etkinligi artirilarak (yani daha ¢ok nérotransmiter almasini saglayarak).

Akson uglari nérotransmiterleri zerk ettikten sonra kullanilmayanlari geri almaktadir. Buna "geri alim (reuptake)" islemi
denilmektedir. iste bazi maddeler bu geri alimi engelleyerek agonist bir etki olusturabilmektedir. Yukarida da
belirtildigi gibi psikiyatride kullanilan psikotrop ilaglar biylk 6lclide sinapslardaki nérotransmiterler Gzerinde etkili
olmaktadir. Ornegin:

- SSRI tirevi antidepresanlar serotonin geri alimini engelleyerek sinapslardaki serotonin miktarini artirmaktadir.
Depresyonla sinapslardaki serotonin eksikligi arasinda iliski oldugu diisiintilmektedir.

- Bazi trisklik antidepresanlar ve SNRI tlirevi antidepresanlar sinapslardaki noradrenalin miktarini artirmaktadir.

- Sizofreni ve diger psikotik bozukluklarin tedavilerinde kullanilan antipsikotikler genellikle dopaminerjik sistemle ilgili
etki gosterirler. Bazi psikotik bozukluklarin nedenleri beynin bazi bélimlerindeki dopaminerjik aktivitenin fazla
olmasiyla aciklanmaya calisiimaktadir.

- Sakinlestirici (sedatif) olarak kullanilan ilaglarin ¢ogu (6rnegin benzodiazepinler) GABA isimli norotransmiteri
artirmaktadir. GABA noral ileti Gzerinde inhibisyon etkisi yapan 6nemli bir nérotransmiter'dir.

Psikotrop ilaglar deneysel yolla (hatta bazilari tesadiiflerle) bulunmustur. Maalesef neredeyse hicbir psikotrop ilacin
calisma mekanizmasi ayrintilariyla ve kesin diizeyde bilinmemektedir.

Yapay Noron Modeli

Yapay sinir aglarindaki noral iletisim oldukga basitlestirilerek matematiksel bir algoritmik yonteme doénistirilmistir.
iste yapay sinir aglari temelde bu basitlestiriimis matematiksel néron modeline dayanmaktadir. Nasil gercek bir
noronda birtakim girisler (dendridlerdeki reseptorler) ve cikislar (akson'dan zerk edilen norotransmiterler) varsa
matematiksel néron modelinde de nérona cesitli girisler ve bir cikis s6z konusudur. Ornek bir yapay néron asagidaki
sekille temsil edilebilir. Bu tek néronluk modele ayni zamanda "perceptron" da denilmektedir.

Zo wy
synapse
W

axon from a neuron

cell body

f(z w;T; + b)
Z’w,fﬂ; +b :

>
output axon

activation
function

Bu 6rnek néron modelinde x'ler (x0, x1, x2) gozlenen birtakim degiskenleri temsil etmektedir. Baska bir deyisle
buradaki x'ler tipik bir istatistik veri tablosundaki siitunlari temsil etmektedir. Ornegin bir apartman dairesinin o andaki
piyasa degerini tahmin etmeye ¢alisan bir néral ag tasarlayacak olalim. Bu agin girdileri (yani x degerleri) neler olabilir?
Bir dairenin fiyati neler baghdir? Burada kabaca su unsurlari sayabiliriz:

- Apartmanin yasi
- Dairenin metrekare biyukligu
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- Dairenin sehir merkezine uzakligi
- Dairenin binanin kaginci katinda oldugu
- Dairenin oda sayisi

Ya da 6rnegin 10 tane biyomedikal tetkik sonucuna gore kisilerin belli bir hastaliga sahip olup olmadigini anlamaya
¢alisan bir yapayi sinir agi modeli kurmak isteyelim. Bu modeldeki x'ler bu 10 biyomedikal tetkik degerleri olacaktir. Bu
yapay sinir aginda ciktilar girdilere baglandiktan sonra en sonunda tek bir ¢ikis elde edilecektir. Bu cikis da kisinin o
hastaliga sahip olup olmadigini verecektir.

Yukaridaki néron modelinde bu girdi degiskenlerinin birtakim w katsayilarla ¢arpilip toplandigi gorliiyor. Sonra da bu
toplam bir fonksiyona sokulup bir ¢ikti degeri elde edilmektedir. Pekiyi buradaki w degerleri ne anlam ifade
etmektedir? w degerleri aslinda egitimli aglarda nihai olarak elde edilip bir daha degistirilmeyecek agirlik degerleridir.
Zaten yapay sinir aginin egitilmesi aslinda girdilere goére uygun ciktiyi verebilecek w agirlik degerlerinin tespit edilmesi
surecidir. Egitimli yapay sinir aglarinda daha 6nceki verilere dayanilarak girdilerle giktilar arasinda bir iliski kurulmaya
calisilir. Bu iliski aslinda w katsayilarinin uygun bicimde belirlenmesiyle kurulmaktadir. Ornegin ev fiyatini belirleme
probleminde biz yapay sinir agina evin ozelliklerini girdi olarak veririz. Yapay sinir ag1 da evin fiyatini bize ¢ikti olarak
verir. Ancak yapay sinir aginin bunu yapabilmesi icin gercek birtakim ev o6zellikleriyle ve fiyatlariyla egitilmes
gerekmektedir. iste bu egitim sirasinda aslinda yapay sinir agindaki w katsayilari uygun bicimde ayarlanmaktadir.
Egitim bittikten sonra artik biz aga yeni bir ev 6zellikleri verdigimizde bu w katsayilari ve aktivasyon fonksiyonlari
devreye girerek bize o evin fiyatini verecektir.

Biz yukarida tek néron tizerinde agiklamalar yaptik. Halbuki insanin sinir sisteminde oldugu gibi yapay sinir aglarinda
da pek ¢ok néronun giktilari baska néronlarin girdilerine baglanabilmektedir. ileride bu baglanti modelleri hakkinda
bilgiler verilecektir.

Yapay Noronun Python'da Bir Sinifla Temsil Edilmesi
Yapay bir néron basit bir sinifla temsil edilebilir. Ornegin:

import numpy as np

class Neuron:
def init_ (self, weights, activation, bias = 9):
self.weights = weights
self.activation = activation
self.bias = bias

def output(self, x):
total = np.dot(self.weights, x)
return self.activation(total + self.bias)

def sigmoid(x):
return 1 / (1 + np.exp(-x))

n = Neuron([0.2, 0.3, 0.4], sigmoid)
result = n.output([2, 1, 7])
print(result)

Burada Neuron sinifi bizden nesne yaratilirken agirlik degerlerini, aktivasyon fonksiyonunu ve bias degerini istemistir.
Sinifin output fonksiyonu da noéral islemi yaparak bize ¢ikti degerini vermektedir.

Yapay Sinir Aglarinda Katmanlar

Bir yapay sinir aginda ¢ katman s6z konusudur:
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1) Girdi Katmani (Input Layer / Visible Layer)
2) Sakli Katman (Hidden Layer)
3) Cikis Katmani (Output Layer)

Bir yapay sinir aginda katmanlar ve katmanlardaki néronlarin olusturdugu yapiya "ag mimarisi" denilmektedir.

Input Hidden Output

layer layer layer
Input 1 — ‘ o q - Output 1
Input 2 < 7 - Output 2

Girdi katmani dis diinyadan girdi degerlerini (yani x degerlerini) alan katmandir. Girdi katmanindaki néronlar icerisinde
bir islem yapilmamaktadir. Her ne kadar sekillerde girdi katmani da her bir giris icin bir néronla temsil ediliyorsa da
aslinda gergek bir néron islevi yapmamaktadir. Yani girdi katmanindaki néronlarin bir girisi vardir. Bu néronlarin ¢ikis
degeri de giris degerinin aynisidir. Ornegin bir kisinin seker hastasi olup olmadigini anlayabilmek icin 10 farkh
biyomedikal tetkik sonuclarini girdi olarak kullanmak isteyelim. Bu durumda agin girdi katmani 10 nérondan
olusacaktir. Bu 10 néronun girdisi tamamen ciktisi ile ayni olacaktir.

Dogrusal olarak ayristirilabilen siniflandirma problemleri ve basit regresyon problemleri yalnizca girdi ve ¢ikti katmani
olan bir agla ¢ozilebilir. Ancak model karmasiklastikca ara katman goérevini yapan sakh katmanlarin kullaniimasi
gerekmektedir. Sakli katmanlar diizey olarak bir tane, iki tane ya da ikiden ¢ok olabilir. Ornegin:
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Burada iki sakh katman bulunmaktadir. Duruma gore veri bilimcisi tarafindan sakli katmanlarin sayisi artirilip
azaltilabilmektedir. Sakli katmanlardaki néron sayilari girdi katmanindaki néron sayisi ile ayni olmak zorunda degildir.
Genellikle eger girdi katmanindaki néronlarin sayilari goreli olarak azsa sakh katmanlardaki noronlarin sayilari
fazlalastirilir. Eger girdi katmaninda goreli olarak cok fazla néron varsa sakli katmanlardaki néronlarin sayilari islem
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yuklerini azaltmak icin distrilebilmektedir. Genel olarak sakl katmanlarin sayisi ikiden biiylkse bu tiir yapay sinir
aglarina "derin 6grenme (deep learning)" aglari denilmektedir. Yani derin aglarla normal sinir aglari arasindaki fark
sakl katmanlarin sayisi ile ilgilidir.

Cikti katmani sinir agindan elde edilecek bilgiyi dis diinyaya veren katmandir. Tabii ¢ikti katmanindaki noéronlarda da
sakl katmanlarda oldugu gibi islemler yapilmaktadir. Ancak ¢ikti katmani artik degerlerin elde edildigi son katmandir.
Yani biz girdileri girdi katmanina veririz sonucu ¢ikti katmanindan aliriz. Cikti katmaninin ka¢ nérondan olusacagi ¢ikti
olarak ne elde edilecegi ile ilgilidir.

Simdi katmanlardaki néron sayilari hakkinda su sorulari yanitlamaya c¢alisalim:

- Girdi katmaninda kag¢ néron bulunmahdir?
- Cikti katmaninda kag¢ néron bulunmalidir?
- Ara katmanlarin sayisi ne olmahdir?

- Ara katmanlarda ka¢ néron bulunmahidir?

Girdi katmanindaki néron sayisinin kestirimde kullanilacak 6zelliklerin (features) sayisi kadar (yani veri kiimesindeki
sttun sayisi kadar) olmasi gerektigi aciktir. Cikti katmanindaki néronlarin sayisi ise kestirimden ne elde edilecegi ile
ilgilidir. Ornegin agimiz var/yok gibi, olumlu/olumsuz gibi, hasta/saglkl ikili bir kestirimde (ya da siniflandirmada)
bulunacaksa (bu tir modellere istatistikte lojistik regresyon modelleri denilmektedir) ¢ikti katmani tek bir nérondan
olusur. Ornegin agimiz bir resimdeki rakamin hangi rakam oldugunu kestirmeye calisiyorsa bu durumda cikti
katmaninda 10 tane néron bulunmalidir. Yine 6rnegin agimiz bir evin fiyatini tahmin etmeye calisiyorsa ¢ikti katmani
evin fiyatini veren tek bir nérondan olusmalidir.

Pekiyi agimizda kag saklh katman bulunmalidir ve sakli katmanlardaki néronlarin sayisi ne olmalidir? iste bu sorularin
yanitlarini Gzerinde calisilan problemin niteligine gore veri bilimcisi veri bilimcisi deneyimlerini de kullanarak vermeye
¢alisir. Ancak yine de bu konuda 6nerilen birkag genel yonerge vardir. Sakli katmanlarin sayisi igin su pratik tavsiyelerde
bulunulabilir:

- Eger problem dogrusal olarak ayristirilabilir (linearly separable) ise ya da yalin bir regresyon problemiyse sakli katman
kullanmaya gerek yoktur. Dogrusal olarak ayrilabilir problem hakkinda kisa teorik bilgi ileride verilecektir.

- Bir sakh katman pek ¢ok sorunun ¢éziilmesi icin yeterlidir. iki sakli katman ¢ok biyiik dlciide pek cok problemin
¢6ziimu icin yeterli olmaktadir.

- ikiden fazla sakl katmani olan derin modeller karmasik problemlerin ¢6ziimii icin kullanilmaktadir. Bunlara érnekler
ileride verilecektir.

Sakh katmanlardaki néronlarin sayilari igin ise Ustlinkori su pratik tavsiyeler de bulunabiliriz:

- Sakli katmandaki néronlarin sayisi girdi katmanindaki néronlarin sayisinin 2/3 ile ¢ikti katmanindaki néronlarin
sayisinin toplami kadar olabilir. Ornegin girdi katmanindaki néron sayisi 5, cikti katmanindaki 1 olsun. Bu durumda sakli
katmandaki néron sayisi 5 olabilir.

- Sakli katmandaki néronlarin sayisi girdi katmanindaki néron sayisinin iki katindan fazla olmamalidir.

Tabii aslinda sakli katmanlardaki néron sayilarina iliskin bu iki sezgisel kurala pek cok durumda uyulmamaktadir. Clink{
sakl katmanlarin sayisi ve sakli katmanlardaki néronlarin sayisi egitimde kullanilacak veri kiimesinin blytkligline ve
karmasikhgina, kullanilacak aktivasyon fonksiyonuna da baglidir. Bu nedenle genellikle sakli katmanlardaki néron
sayilari deneyimle ve bazen de deneme yanilma yontemleriyle belirlenmektedir. Stiphesiz bir fayda saglanmadigi halde
¢ok sayida sakl katman ya da sakl katmanlarda ¢ok sayida néron bulundurmasinin bir anlami yoktur. Fazla sakh katman
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ve sakl katmanlarda fazla néron bulundurmak yanls 6grenmelere (overfitting durumuna) yol acabilmektedir. Ag ne
kadar sade olursa hem islem yiki bakimindan hem de verilerin saklanmasi ve iletilmesi bakimindan o kadar avantaj
saglanir. Ancak cok sade aglar da bazi problemlerin ¢6zimiinde yetersiz kalabilmektedir. Agin 6§renmesi gereken seyi
degil baska birtakim seyleri 6grenmesi durumuna "overfitting", agin problem ¢6zmede yetersiz kalmasi durumuna ise
"underfitting" denilmektedir. Overfitting ve underfitting kavramlari ileride ele alinacaktir.

Sakl katmanlarin sayisi ve sakl katmanlardaki néronlarin sayisi hakkinda asagidaki makalaleri de okumanizi da salik
veriyoruz:

https://www.heatonresearch.com/2017/06/01/hidden-layers.html

Yapay Sinir Aglarinda ve Derin Ogrenme Aglarinda Yaygin Kullanilan Kiitiiphaneler ve Framework'ler

Bir yapay sinir agi mimarisinin sifirdan programini yazmak ¢ok zor olmasa da zaman alici bir siirectir. Ustelik
programcilar tarafindan kendi gereksinimleri dogrultusunda yazilan bu tir kodlarin pek ¢ogu genel degildir ve
genisletilememektedir. Bu konudaki diger bir sorun ise yapay sinir aglarindaki islem yikuiyle ilgilidir. Yapay sinir
aglarinin egitilmesi ¢cok yogun islemleri gerektirebilmektedir. Bu islemleri bir framework kullanmadan yapmak isteyen
programci kendisini "cok thread'li programlama" ve "paralel programlama" gibi goreli karmasik konular icerisinde
bulabilmektedir. Bu da programcinin toplam is yukind artirmaktadir.

iste her konuda oldugu gibi yapay sinir aglarinda da islemleri kolaylastirmak icin birtakim kiitiiphanelerden ve
framework'lerden faydalaniimaktadir. Bu tiir kitGiphanelerin ve framework'lerin sayisi oldukca fazla olmakla birlikte
bazilari ¢cokca tercih edilmektedir. Bu tiir kitiiphaneleri ve framework'leri kabaca "asagi seviyeli olanlar" ve yiksek
seviyeli olanlar" biciminde ikiye ayirabiliriz. Tabii aslinda yiliksek seviyeli kiitliphaneler ve framework'ler kendi iclerinde
asagi seviyeli kiitliphanelerden ve framework'lerden faydalanilarak yazilmiglardir.

Yiiksek Seviyeli
Kiitiiphaneler ve Framework'ler

Algak Seviyeli
Kitiiphaneler ve Framework'ler

Bazi kutliphaneler ve framework'ler vyalnizca bazi dillerden kullanilabilirken bazilari  farkh dillerinden
kullanilabilmektedir. Kitlphane ve framework tercihi konusunda programcinin kullandigi dil de etkili olabilmektedir.

TensorFlow Google tarafindan gelistirilmis olan asagi seviyeli bir makne 6grenmesi kitlphanesidir. TensorFlow yapay
sinir aglari ve derin 6grenme aglari uygulamalarinda en ¢ok tercih edilen asagi seviyeli kitiiphane durumundadir.
TensorFlow Python dahil olmak lzere pek ¢ok programlama dilinden kullanilabilmektedir. TensorFlow C++, Python
Programlama Dilleri ve Cuda kitlphanesi kullanilarak yazilmistir.

PyTorch C++ ve Python kullanilarak yazilmis olan bir yapay sinir agi ve derin 6grenme agi kitlphanesidir. Proje
Facebook tarafindan yasama gecirilmistir. Bu kitlphane veri bilimcileri arasinda belli yogunluklarda kullaniimaktadir.
TensorFlow ve PyTorch kullanim alanlari ve yetenek bakimindan dogrudan rekabet eden iki kiitliphanedir.

Theano aslinda Python programcilari icin yazilmis bir nimerik analiz kiitliphanesidir. Ancak yapay sinir aglarinda ve
derin 6grenmede de asagi seviyeli bir kiitliphane olarak Theano'dan faydalaniimaktadir.

MxNet ise baska bir asagl seviyeli yapay sinir aglari ve derin 6grenme kiitliphanesidir. Apache grubu tarafindan acgik
kaynak kodlu olarak yazilmistir.
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Burada bir noktaya dikkatinizi cekmek istiyoruz. Daha dnce de kullanmis oldugumuz Scikit-learn isimli kiitiphane de
makine 6grenmesi icin kullanilan asagi seviyeli genel bir kiitiphanedir. NumPy ve SciPy kullanilarak yazilmistir. Ancak
scikit-learn yapay sinir aglarina yonelik tasarlanmamistir. Yani scikit-learn icerisinde yapay sinir aglari izerinde islem
yapabilecek modiller yoktur. Ancak uygulamacilar yapay sinir aglarinda verilen kullanima hazir hale getirilmesi
sirecinde scikit-learn kitiiphanesinden faydalanabilmektedir.

Yiiksek seviyeli yapay sinir aglari ve derin 6grenme kitliphanelerinin agik ara en basinda Keras gelmektedir. Keras
Python'da yazilmistir ve oldukga yiksek seviyeli bir kiitiphanedir. Keras bagimsiz bir proje olarak baslatiimisti ve arka
planda TensorFlow, Theano, PlaidML, Microsoft Cognitive Toolkit gibi farkh katliphaneleri "backend" olarak
kullanabiliyordu. Ancak Keras ilerleyen zamanlarda 2.3 versiyonuyla birlikte tamamen TensorFlow kiitliphanesine dahil
edilmistir ve artik arka planda backend olarak yalnizca TensorFlow kitliphanesini kullanir durumdadir.

Kursumuzun bu boéliminde yapay sinir aglari ve derin 6grenme uygulamalarinda yalinligindan dolaylr Keras
kullanilacaktir. Keras kitlUphanesi artik TensorFlow kiitliphanesinin bir parcasi haline getirildigi icin kurulumu
TensorFlow ile yapilmaktadir. TensorFlow kiitliphanesini pip programiyla asagidaki gibi kurabilirsiniz:

pip install tensorflow

Kitiphanenin dokiimantasyonuna asagidaki baglantidan erisebilirsiniz:

https://keras.io/

Denetimli Sinir Aglarinda Veri Kiimeleri

Daha 6nceden makine 6grenmesini denetimli (supervised), denetimsiz (unsupervied) ve pekistirmeli (reinforcement)
olmak lzere ligce ayirmistik. Denetimli (supervised) yapay sinir aglarinda agin mimarisi olusturulduktan sonra gergek
verilerle agin etgitilmesi (training) gerekmektedir. Bu egitim sirasinda néronlarin w katsayilari ayarlanmaktadir. iste bu
egitim isleminde kullaniimak Gzere elimizde gercek drneklerin bulunmasi gerekir. Egitimde kullanilan gercek 6rneklem
kiimesine "egitim veri kiimesi (traning dataset)" denilmektedir. Ag egitildikten sonra agin test edilmesi i¢in de gercek
verilerden olusan bir veri kimesine gereksinim duyulmaktadir. Buna da "test veri kiimesi (test dataset)" denilmektedir.
O halde bizim gergek verileri toplayip bu verileri "egitim veri kiimesi" ve "test veri kiimesi" olmak lizere ikiye ayirmamiz
gerekir. Egitimde kullanilan veri kiimesinin ayni zamanda test isleminde kullaniimasi yanhs bir tekniktir. Clinki ag
egitilirken 6grenilen seyler test edilirken kullanilmamalidir. (Bu durumu suna benzetebiliriz: Ogretmen derste birtakim
sorular ¢6ziip sinavda da aynisini sorarsa bu sinav gercek durumu kestirmekte basarisiz olabilir.) Veri kiimesini "egitim"
ve "test" olmak Uzere ikiye ayirmadan 6nce "karistirmak" iyi bir tekniktir. Clink{ veriler CSV dosyalarinda ya da diger
kaynaklarda karsilik bir bicimde bulunmuyor olabilir.

Pekiyi egitim veri kiimesi ve test veri kiimesi arasindaki oran nasil olmalidir? Yani topladigimiz verilerin yiizde kagi
egitim veri kiimesi icin yiizde kaci test veri kiimesi icin kullanilmalidir? iste yapay sinir aglarinda ve derin 6grenme
aglarinda aslinda kesin kurallar yoktur. Pek cok segim istege baghdir. Ornegin uygulamalarda tipik olarak verilerin %80'i
egitim veri kimesi igcin %20'si ise test veri kiimesi icin ayrilabilmektedir. Ancak veri kiimesi ¢ok biyilikse ya da ¢ok
kiiclikse test kimesinin orani dislirilebilir.

Yukarida agin egitilmesi ve test edilmesi icin verilerin bir bicimde elde edilmis olmasi gerektigini sdyledik. Verilerin elde
edilmesi ayri bir siireci olusturmaktadir. Kursumuz bu verilerin elde edilmesi siireci ile ilgili degildir. Bu nedenle biz bu
kursta verecegimiz 6rneklerde zaten elde edilmis olan hazir veriler (izerinde islemlerimizi yapacagiz.

Elde edilmis veriler "egitim veri kimesi" ve "test veri kiimesi" bigciminde ikiye ayrildiktan sonra ayrica bunlarin da "girdi
veri kiimesi" ve "cikti veri kiimesi" biciminde ayristirilmasi gerekir. Ornegin bir banka mdsterisinin 13 &zelligine
bakilarak o misterinin 3 ay icerisinde bankayi terk edip etmeyeceginin kestirilmeye calisildigini diisiinelim. iste bizim
bu kestirimi yapabilmemiz icin 13 6zelligi olan musterilerin bankayi 3 ay icerisinde terk edip etmedigine yonelik -bir
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bicimde elde edilmis olan- bir veri kiimemizin olmasi gerekir. Bu veri kiimesinde girdiler 13 6zellikten, gikti ise bankayi
tek edip etmedigine iliskin (6rnegim 0 ya da 1) bir 6zellikten olusmalidir.

Biz kursumuzda veri kiimelerini belirten degiskenleri "dataset" ismiyle, egitim veri kiimelerini belirten degiskenleri
"training_dataset" ismiyle, test veri kiimelerini belirten degiskenleri "test_dataset" ismiyle, girdi ve cikti biciminde

ayristirilmis veri kiimelerini belirten degiskenleri ise "training_dataset_x", "training_dataset_y", "test_dataset_x" ve
"test_dataset_y" isimleriyle kullanacagiz..

Simdi verilerin bu bigimde ayristirilmasina érnek verelim. Ornegimizde "pima-indians-diabetes" isimli bir veri kiimesini
kullanacagiz. "pima-indians-diabetes" veri k imesibir kisinin 8 6zelligine bakarak onun seker hastasi olup olmadiginin
kestirilmesi icin hazirlanmis gercek bir veri kiimesidir. Tablodaki 8 siitunun anlamlari soyledir:

. Number of times pregnant

. Plasma glucose concentration a 2 hours in an oral glucose tolerance test
. Diastolic blood pressure (mm Hg)

. Triceps skin fold thickness (mm)

. 2-Hour serum insulin (mu U/ml)

. Body mass index (weight in kg/(height in m)*2)

. Diabetes pedigree function

. Age (years)

. Class variable (@ or 1)

R T VR S
OO NOUT D, WN B

Bu veri kimesini https://www.kaggle.com/uciml/pima-indians-diabetes-database baglantisindan CSV dosyasi
biciminde indirilebilirsiniz. indirilen CSV dosyasinin gériinimii séyledir:

Pregnancies,Glucose,BloodPressure,SkinThickness,Insulin,BMI,DiabetesPedigreeFunction,Age,Outcome
6,148,72,35,0,33.6,0.627,50,1
1,85,66,29,0,26.6,0.351,31,0
8,183,64,0,0,23.3,0.672,32,1
1,89,66,23,94,28.1,0.167,21,0
0,137,490,35,168,43.1,2.288,33,1
5,116,74,0,0,25.6,0.201,30,0
3,78,50,32,88,31,0.248,26,1
10,115,0,0,0,35.3,0.134,29,0
2,197,70,45,543,30.5,0.158,53,1
8,125,96,0,0,0,0.232,54,1
4,110,92,0,0,37.6,0.191,30,0
10,168,74,0,0,38,0.537,34,1
10,139,80,0,0,27.1,1.441,57,0
1,189,60,23,846,30.1,0.398,59,1

Bu tablo gercek veriler kullanilarak olusturulmustur. Tablodaki her satir farkli bir kisinin bilgisini icermektedir. Her
satirin ilk 8 sttunu kisinin ¢esitli biyomedikal 6lclimlerini 9'uncu yani son situn ise o kisinin seker hastasi olup
olmadigini belirtmektedir. Bu son stitundaki degerin 1 olmasi kisinin seker hastasi oldugunu, 0 olmasi ise kisinin seker
hastasi olmadigini géstermektedir. Tabii bizim aslinda bu béliimdeki amacimiz yapay sinir aglarini kullanarak yeni bir
kisinin bu sekiz 6zelligine bakarak onun belli giivenilirlikle seker hastasi olup olmadigini kestirmektir.

Bu veri tablosunun ayristiriimasini Pandas kullanarak séyle yapilabiliriz:

import pandas as pd
TRAINING_RATIO = 0.8
df = pd.read_csv('diabetes.csv')

dataset = df.to_numpy()
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import numpy as np
np.random.shuffle(dataset)
training _zone = int(len(dataset) * TRAINING_RATIO)

training dataset = dataset[:training_zone, :]
test_dataset = dataset[training_zone:, :]

training dataset_x = training_dataset[:, :-1]
training dataset_y = training_dataset[:, -1]

test_dataset_x = test_dataset[:, :-1]
test_dataset_y = test_dataset[:, -1]

Burada 6nce dosya okunmustur. Sonra veriler "egitim" ve "test" biciminde ikiye ayrilmistir. Daha sonra egitim ve test
veri kiimeleri de kendi aralarinda x ve y biciminde ayristirilmistir. Buradaki veri kiimesinde kategorik bir stitunun

olmadigina dikkat ediniz. Eger veri kimesi kategorik situnlar icerseydi 6nce o situnlari sayisallastirmamiz gerekirdi.

Aslinda yukaridaki manuel bicimde yaptigimiz islem scikit-learn kiitiphanesindeki train_test_split fonksiyonuyla tek
hamlede de yapilabilmektedir. seklearn.model selection modiliinde bulunan train_test_split isimli fonksiyonun
parametrik yapisi soyledir:

sklearn.model_selection.train_test_split(*arrays, test_size=None, train_size=None,
random_state=None, shuffle=True, stratify=None)

Fonksiyonun ilk iki parametresi girdi ve ¢ikti biciminde ayirdigimiz dataset_x ve dataset_y veri kiimelerini almaktadir.
Fonksiyon bu veri kiimelerini ayristirarak dortli bir demet geri dondiirmektedir. Fonksiyonun geri dondiirdigu
demetin elemanlari sirasiyla training_dataset_x, test_dataset_x, training_dataset_y, test dataset_y bicimindedir.
Fonksiyonun test_size isimli parametresi test veri kiimesinin oranini, training_size parametresi ise egitim veri
kiimesinin oranini belirtmektedir. Tabii bu parametrelerinin yalnizca bir tanesi girilmelidir ve girilen degerler O ile 1
arasinda float bir deger belirtmelidir. Fonksiyonun shuffle parametresi bélme isleminden 6nce veri kiimesinin
karistirihp karistirilmayacagini belirtmektedir. Bu parametrenin default degerinin True oldugunu goriiyorsunuz.
random_state parametresi karistirma sirasinda kullanilacak rassal sayi lireticisine verilecek ilkdegeri belirtmektedir. Bu
parametrenin None gecildigini gorlyorsunuz. Bu durumda karistirmada kullanilacak rassal degerler programin her
cahistirllmasinda farkli olacaktir. Simdi yukarida manuel bicimde yaptigimiz bélme islemini bu kez train_test_split
fonksiyonu ile yapalim:

import pandas as pd

df = pd.read_csv('diabetes.csv')

dataset_x = df.iloc[:, :-1]
dataset_y = df.iloc[:, -1]

from sklearn.model_selection import train_test_split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test split(dataset x, dataset_y, test size=0.2)

Gorildagu gibi train_test_split fonksiyonu bizden girdi ve ciktiya iliskin dizileri alip onu istedigimiz oranda parcalara
ayirmaktadir. Yukarida da belirttig§imiz gibi buradaki test_size arglimani test verilerinin yizdesini belirtmektedir. Bu
ylzde O ile 1 arasinda float bir sayi biciminde girilmelidir. Yukaridaki 6rnekte test_size=0.2 girisi egitim veri kiimesinin
%80, test veri kiimesinin %20 olacagl anlamina gelmektedir. Eger fonksiyonda test_size parametresi belirtiimezse
default olarak 0.25 alinmaktadir. Yukarida da belirttigimiz gibi train_test_split fonksiyonu default durumda verilen x
ve y dizilerini karistirip ondan sonra egitim ve test kiimesini ayristirmaktadir. Eger bunun yapilmasini istemiyorsaniz
(bazen zamansal verilerde bunun yapilmasini istemeyebilirsiniz) fonksiyonun shuffle parametresini False gecmelisiniz.
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train_test_split fonksiyonuna verdigimiz x ve y verileri Pandas'in DataFrame ve Series nesneleri olabilecegi gibi Numpy
dizileri de olabilir. Biz yukarida Pandas DataFrame ve Series nesnelerini kullandik. Bu durumda train_test_split
fonksiyonu bize sonucu DataFrame ve Series nesneleri biciminde verdi. Tabii biz asagidaki gibi DataFrame ve Series
nesnelerini NumPy dizilerine donistiirerek de train_test_split fonksiyonuna verebiliriz. Bu durumda fonksiyon bize
sonuclari NumPy dizisi olarak verecektir. Ornegin:

import pandas as pd
df = pd.read_csv('diabetes.csv')

dataset_x
dataset_y

df.iloc[:, :-1].to_numpy()
df.iloc[:, -1].to_numpy()

from sklearn.model selection import train_test _split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test_split(dataset_x, dataset_y, test_size=0.2)

Keras'ta Yapay Sinir Aglarinin Olusturulmasi

Keras yliksek seviyeli bir kiitiiphanedir. Dolayisiyla islemler yiiksek seviyeli bicimde yurutilmektedir. Keras modelinde
uygulamacinin kabaca ag icin su belirlemeleri yapmis olmasi gerekir:

- Agdaki katmanlarin sayisi ve katmanlarin baglanti bigimleri

- Katmanlardaki néronlarin sayisi

- Katman ndronlarinda kullanilacak olan aktivasyon (transfer) fonksiyonlari

- Egitim ve test slirecinde kullanilacak girdi ve cikti veri kiimeleri

- Sistemin amaclarina yaklastigini 6lgmek icin kullanilacak "amag fonksiyonu (loss function)"
- w ve bias degerlerinin iyilestirme yontemini belirleyen optimizasyon algoritmasi

Biz burada 6nce Keras'ta islem adimlarini kabaca ele alacagiz sonra ayrintilara girecegiz. Keras'ta islemler tipik olarak
(her zaman degil) asagidaki bes asamadan gegilerek gergeklestiriimektedir:

1) Modelin Olusturulmasi: Keras’ta yapay sinir agl modelleri siniflarla temsil edilmektedir. En yaygin kullanilan model
sinifi Sequential isimli siniftir. Sequential sinifi dolayli bicimde Model sinifindan tiretilmistir. Programci tipik olarak
Sequential sinifi tiirinden bir nesne yaratir. islemlerini bu nesnenin metotlarini cagirarak yapar. Sequential sinifi
tiirtinden yaratilan bu nesneye genellikle "model nesnesi" denilmektedir. Ornegin:

from tensorflow.keras.models import Sequential

model = Sequential()

Model sinifina isimler de verilebilmektedir. Bunun igin Sequential sinifinin __init_ metodunun name parametresi
kullanilir. Ornegin:

model = Sequential(name='Diabetes')
Keras’ta Sequential disinda baska model siniflari da vardir. Bu siniflar ileride ele alinacaktir.

2) Modele Katmanlarin Eklenmesi: Bu asamada artik katmanlari modele eklememiz gerekir. Katman ekleme islemi
icin Sequential sinifinin add metodu kullaniimaktadir. add metodu bizden argiiman olarak eklenecek katman nesnesini
alir ve katmani modelin sonuna ekler. Keras'ta gesitli hazir katman siniflari vardir. Bunlarin en ¢ok kullanilani Dense
isimli katman sinifidir. Dense katmani (dense yogun anlamina geliyor) "6nceki katmanin her néronunun eklenecek olan
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katmanin her néronu ile baglanacag" anlamina gelmektedir. Ornegin dnceki katmanin {i¢ néronu oldugunu diisiinelim
ve U¢ noronlu bir Dense katman ekleyecek olalim. Néron baglantilari séyle olacaktir:

Onceki Katman Eklenen Dense Katman

Dense sinifinin __init__ metodu asagidaki gibidir:

tensorflow.keras.layers.Dense(units,
activation=None,
use_bias=True,
kernel_initializer="glorot_uniform',
bias_initializer='zeros',
kernel_regularizer=None,
bias_regularizer=None,
activity_regularizer=None,
kernel_constraint=None,
bias_constraint=None,
**kwargs

Metodun units parametresi eklenecek katmandaki néron sayisini, activation patametresi ise o katmandaki tiim
noronlarin aktivasyon (transfer) fonksiyonunu belirtmektedir. Burada aktivasyon fonksiyonu isim olarak ya da
fonksiyon nesnesi olarak girilebilmektedir. Eger buradaki fonksiyon bir fonksiyon nesnesi olarak girilecekse
tensorflow.keras.activations modiiliindeki fonksiyon nesneleri kullaniimalidir. Metodun use_bias parametresi
katmandaki noronlarda "bias" degerinin kullanilip kullanilmayacagini belirtmektedir. Bu parametrenin default
degerinin True oldugunu goriyorsunuz. bias degerinin anlami ileride ele alinacaktir. kernel_initializer parametresi
baslangictaki "w" degerlerinin dagilimini belirtmektedir. Yani biz isin basinda bu "w" degerlerini rastgele bicimde belli
bir dagilima gore olusturabiliriz. Bu parametre "glorot_uniform" biciminde default deger almaktadir. "Glorot uniform
dagihmi (buna "Xavier initialization" da denilmektedir) bir ¢esit strekli diizglin dagihmdir.

Biz Dense fonksiyonunda olusturdugumuz katmanlara "name" parametresi yoluyla isimler de verebiliriz. Katmanlara
isimler vermek bazen gerekebilmektedir. Biz katmanlara name parametresi yoluyla isim vermesek bile Dense sinifinin
__init__ metodu katmanlara otomatik isimler vermektedir. Biz genel olarak 6rneklerimizde katmanlara isimler
verecegiz. Metodun diger parametreleri simdilik ele alinmayacaktir. Ancak bunlarin da cesitli default degerler aldigini
goruyorsunuz.

Dense sinifinin __init_ metodunun input_dim ya da input_shape isimli 6zel parametreleri (bu parametreler **
parametresi yoluyla alinmaktadir) girdi katmanindaki néron sayilarini belirtmek icin kullanilmaktadir. Keras'ta girdi
katmani katman nesneleriyle yaratilmamaktadir. Girdi katmanindaki noéron sayilari aga eklenen ilk katmanda
input_dim ya da input_shape parametreleri yoluyla belirlenmektedir. Zaten girdi katmaninin aslinda normal bir
katman olmadigini yalnizca girdilerin sayisini temsil ettigini animsayiniz. input_dim parametresiyle input_shape
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parametresi arasindaki tek fark input_dim parametresinin tek boyutlu girdiyi belirtmek icin input_shape
parametresinin ¢ok boyutlu girdiyi belirtmek icin kullanilmasidir. input_dim parametresiyle tek bir int deger
input_shape parametresiyle bir demet biciminde birden fazla int deger girilmektedir. Ornegin:

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential()

model.add(Dense(16, input_dim=8, activation='relu', name='Hidden-1"))

Burada biz 16 néronlu bir sakli (hidden) katman olusturduk. Bu modelimizin ilk sakh katmani oldugu i¢in bu katmanda
input_dim ile girdi katmanindaki néronlarin sayisini da belirttik.

Girdi Katmani Eklenen Katman

O
O

O

8 Néron 16 N6ron

©0: OO0

Dense Baglanti

Bazi modellerde girdiler tek boyutlu degil ¢cok boyutlu da olabilmektedir. Bu tir durumlarda input_dim yerine
input_shape parametresinin kullanilmasi gerekir. Yukaridaki katmani biz input_shape parametresini kullanarak
asagidaki gibi de yaratabilirdik:

model.add(Dense(16, input_shape=(8, ), activation='relu', name='Hidden-1"))

Burada sakh katmanin transfer fonksiyonu "relu (rectifier linear unit)" olarak alinmistir. Pek cok problem tiir(i igin sakli
katmanlarda en fazla kullanilan transfer (aktivasyon) fonksiyonu budur. Bu fonksiyon negatif x degerleri i¢in 0, pozitif
x degerleri icin x degerini veren basit bir fonksiyondur:

f(x) = maximum(0, x)
Relu fonksiyonuna iligkin ayrintilar aktivasyon fonksiyonlarinin anlatildigi baslikta ele alinmaktadir.

Dense sinifinin add metodunda aktivasyon fonksiyonlari isimleri ile girilebilecegi gibi fonksiyon nesneleri bigiminde
de girilebilmektedir. Aktivasyon fonksiyonlari tensorflow.keras.activations modiill icerisinde bulunmaktadir.

from tensorflow.keras.activations import relu
model.add(Dense(15, input_dim=8, activation=relu, name='Hidden-1'))
Simdi modele ikinci sakh katmani ve ¢ikti katmanini da aga ekleyelim:

model.add(Dense(16, activation='relu', name='Hidden-2"))
model.add(Dense(1l, activation='sigmoid', name='Output'))

Boylece agimizda 4 katman olusturmus olduk: 1 tane girdi katmani, 2 tane sakli katman ve 1 tane de ¢ikti katmani.
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Girdi Katmani ilk Sakli Katman ikinci Sakli Katman Gikti Katmani

16 Néron 16 Noron

1 Noron Q——’

C0: 00

C0: OO0

Q0: 00

Dense Baglanti Dense Baglanti - Dense Baglanti

Agin cikti katmani icin 6zel bir belirleme yapilmamaktadir. Her zaman son katman zaten ¢ikti katmani olmaktadir.
Dense katmaninin "6nceki katmandaki néronlarin hepsinin bu katmandaki néronlarin hepsiyle baglantili olacag!"
anlamina geldigine bir kez daha dikkatinizi cekmek istiyoruz. Bu modelde ¢ikti katmaninin aktivasyon fonksiyonu
"sigmoid" olarak kullaniimistir. Sigmoid fonksiyonu iki sinifli lojistik regresyon modellerinde ¢ikti katmaninda en fazla
tercih edilen aktivasyon fonksiyonudur. Sigmoid fonksiyonu soyledir:

ex

14 e*

Sigmoid(x) =

Sigmoid fonksiyonu ile ilgili ayrintilar aktivasyon fonksiyonlarinin anlatildigi izleyen bolimde ele alinmaktadir.
Simdi de "diabetes.csv" dosyasini okuyarak bu bilgileri modele uygulayalim:

import numpy as np
from sklearn.model_selection import train_test_split

dataset = np.loadtxt('diabetes.csv', delimiter=',', skiprows=1)
dataset_x = dataset[:, :8]

dataset_y = dataset[:, 8]

training_dataset_x, test_dtaset_x, training_dataset_y, test_dataset_y =
train_test split(dataset x, dataset_y, test size=0.2)

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential()

model.add(Dense (100, input_dim=8, activation='relu', name='Hidden-1"))
model.add(Dense(100, activation="relu', name='Hidden-2"))
model.add(Dense(1, activation='sigmoid', name='Output'))
model.summary()

Yukarida da belirttigimiz gibi genellikle ikili siniflandirma (binary classification) tarzi problemlerde sakh katmanlarin
transfer fonksiyonlari "relu", c¢ikti katmaninin transfer fonksiyonu ise "sigmoid" olarak alinmaktadir. Sequential
sinifinin summary fonksiyonu model hakkinda 6zet bilgileri ekrana (stdout dosyasina) yazdirmaktadir. summary
metodunun bu model igin verdigi 6zet bilgiler soyledir:

Model: "Sample"

Layer (type) Output Shape Param #
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Hidden-1 (Dense) (None, 64) 576

Hidden-2 (Dense) (None, 64) 4160

Output (Dense) (None, 1) 65

Total params: 4,801
Trainable params: 4,801
Non-trainable params: ©

Buradaki Ozet bilgiler olarak bize her katmanda kag¢ noron oldugu ve her katmanda kac tane "egitilebilir (trainable)"
parametrenin bulundugu verilmektedir. Ozet bilgilerin sonunda da bunlarin toplam degerlerinin verildigini de
gorlyorsunuz. "Output Shape" slitunundaki néron sayilari iki boyutlu olarak ifade edilmis olsa da aslinda burada
anlatilmak istenen o katmandaki noronlarin sayisidir. Pekiyi buradaki "egitilebilir parametrelerin sayisi" ne anlama
gelmektedir? Egitilebilir parametrelerin sayisi egitim sirasinda kag tane "w" degerinin ve kag tane "bias" degerinin
ayarlanacagini belirtmektedir. Simdi bu degerlerin nasil elde edilmis olduguna bakalim:

- Birinci sakli katmanda 64 tane néron vardir. Bu 64 noron girdi katmanindaki 8 néronla "dense" bicimde baglanmistir.
O halde burada 8 * 64 = 512 tane ayarlanmasi gereken "w" degeri vardir. Ote yandan 64 tane néronun her biri igin de
birer "bias" degeri olduguna goére birinci sakli katmandaki egitilebilir parametrelerin toplam sayisi 8 * 64 + 64 = 576
tane olacaktir.

- ikinci sakli katmanda da 64 néron bulunmaktadir. Birinci sakli katmanin 64 tane ¢ikisi olduguna gére ve birinci sakl
katman ikinci sakli katman ile "dense" bicimde baglandigina gore ikinci sakl katmanda ayarlanacak "w" degerlerinin
sayisi 64 * 64 = 4096 tanedir. Ote yandan ikinci sakli katmandaki 64 néronun her birinin de birer "bias" degeri vardir.
Bu durumda ikinci sakh katmandaki egitilebilir parametrelerin toplam sayisi 64 * 64 + 64 = 4160 tanedir.

- Modelin ¢ikti katmaninda 1 tane néron vardir. ikinci sakli katmandaki néron sayisi 64 tane olduguna gore ve ikinci
sakl katmandaki her néron cikti katmanindaki néronla "dense" baglandigina gore cikti katmani icin egitilebilir
parametrelerin ayisi 64 * 1 = 64 tanedir. Ote yandan ¢ikti katmanindaki néronda da bir tane "bias" degeri olacagina
gore cikti katmanindaki egitilebilir parametrelerin toplam sayisi 64 * 1 + 1 = 65 tanedir.

- Modeldeki tiim egitilebilir parametrelerin toplam sayisi ise 576 + 4160 + 65 = 4801 bigimindedir.

3) Modelin Derlenmesi: Modele katmanlar eklendikten sonra artik modelin derlenmesi gerekir. Buradaki "derleme"
terimi programlamadaki derleme anlaminda kullaniilmamaktadir. Bir c¢esit konfigire etmek anlaminda
kullaniimaktadir. Modelin konfigiire edilmesi islemi Sequential sinifinin compile metodu ile yapiimaktadir. compile
metodunun parametrik yapisi soyledir:

Dense.compile(optimizer="rmsprop",
loss=None,
metrics=None,
loss_weights=None,
weighted_metrics=None,
run_eagerly=None,
steps_per_execution=None,
**kwargs

compile metodundaki (i 6nemli parametre optimizer, loss ve metrics parametreleridir. Diger parametrelerin daha az
Onemi vardir. Yapay sinir aglari egitilirken veri kiimesinin her bir ele alinmasi isleminden sonra (buna "epoch"
denilmektedir) gercek degerlerle modelden elde edilen degerler arasindaki fark bir fonksiyonla hesaplanmaktadir. iste
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gercek degerlerle modelden elde edilen degerlerin arasindaki farki hesaplamak icin kullanilan fonksiyonlara "loss"
fonksiyonlari denilmektedir. Ornegin bir regresyon modelinde gercekte olmasi gereken ¢ikti degeri 172 iken agimizin
bunu 182 olarak buldugunu varsayalim. Burada bir fark s6z konusudur. Agin egitilmesi gercek degerlerle agin buldugu
degerlerin minimize edilmeye c¢alisilmasiyla yapiimaktadir. Bu baglamda islevinden dolayi loss fonksiyonuna "amag
fonksiyonu" da diyebiliriz. Loss fonksiyonlari problemin tiirline gore secilmektedir. Lojistik olmayan regresyon tarzi
problemlerle lojistik regresyon problemlerinde kullanilabilecek loss fonksiyonlari farkhdir.

Yapay sinir aglarinda cok kullanilan loss fonksiyonari sunlardir: "Mean squared error", "mean absolute error", "mean
absolute percentage error", "mean squared logarithmic error", "binary cross-entropy" ve "categorical-cross entropy".
ikili siniflandirma problemleri icin en ¢ok kullanilan loss fonksiyonu "binary cross-entropy" fonksiyonudur. Bu nedenle
biz diabetes veri kiimesinde loss fonksiyonu olarak bu fonksiyonu kullanacagiz. Loss fonksiyonlari compile metodunda

isimsel olarak girilebilmektedir. Ornegin:
model.compile(loss = 'binary_crossentropy', ...)

Loss fonksiyonlari ayrica tensorflow.keras.losses modiliindeki siniflar ya da fonksiyonlar kullanilarak da
girilebilmektedir. Ornegin:

model.compile(loss=binary_crossentropy, ...)
Loss fonksiyonlari izleeyen boliimde ayri bir baslik altinda ele alinmaktadir.

compile metodunun optimizer parametresi "w" degerlerinin ve bias degerlerinin iyilestirilmesi icin kullanilacak
algoritmayi belirtmektedir. Bu algoritma loss fonksiyonuyla karistiriilmamalidir. Loss fonksiyonu yalnizca bizim hedefe
yaklasma miktarimizi hesaplamakta kullaniimaktadir. Loss fonksiyonunun belirttigi hedefe daha iyi yaklasmak igin """
degerlerinin ve "bias" degerlerinin nasil glincellenmesi gerektigi optimizasyon algoritmasiyla ilgilidir. Cok kullanilan
ic optimizasyon algortimasi "rmsprop (root mean square propagation)", "adam (adaptive moment estimation)" ve
"sgd (stochastic gradient descent)" algoritmalaridir. Optimizasyon algoritmalari compile metodunun optimizer
parametresine asagidaki isimlerle yazi olarak girilebilir:

'rmsprop’
'sgd"
"adam'

Ornegin:
model.compile(optimizer="adam', loss=binary crossentropy, ...)

compile metodunun optimizer parametresinin "rmsprop" default degerini aldigina dikkat ediniz. Optimizer
algoritmalari aslinda tensorflow.keras.optimizers modiliindeki siniflar tarafindan gerceklestirilmektedir. Ornegin
"rmsprop" algoritmasi icin RMSProp isimli sinif, "adam" algoritmasi icin Adam isimli sinif, "sgd" algoritmasi icin SGD
isimli sinif bulunmaktadir. Boylece biz optimizer parametresine algoritmanin ismini vermek yerine ilgili siniflar
tiirinden nesne yaratarak bu nesneleri de verebiliriz. Ornegin:

from tensorflow.keras.losses import msle
from tensorflow.keras.optimizers import Adam

model.compile(optimizer=Adam(), loss=msle)

Aslinda programcinin kendisi de optimizer algoritmalarina iliskin fonksiyon ya da sinif yazabilmektedir. Ancak
kursumuzda bu konuyu ayrintilari oldugu gerekgesiyle ele almayacagiz. Optimizasyon algoritmalarinin nasil ¢alistigi
kursumuzun ilerleyen bolimlerinde ele alinmaktadir.

compile metodundaki metrics parametresi bir liste biciminde metrik fonksiyonlar denilen fonksiyonlari almaktadir.
Metrik fonksiyonlar da "loss" fonksiyonlari gibi kestirilen degerlerle gercek degerler arasindaki farklihg! ifade etmekte
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kullanilmaktadir. Ancak "loss" fonksiyonlarindan egitim slirecinde ve her batch islemi bittiginde (batch isleminin ne
anlam ifade ettigi ileride ele alinmaktadir) faydalanilirken metrik fonksiyonlardan egitim ve sinama (validation)
sirecinde her epoch bittiginde (epoch kavramindan ileride bahsedilecektir) faydalaniimaktadir. Metrik fonksiyonlari
uygulamaciya egitimdeki sinama siireglerinde "egitimin performansi hakkinda bilgi" vermektedir. Loss
fonksiyonlarinin algoritmanin isleyisi konusunda etkili olduguna, metrik fonksiyonlarinin ise yalnizca egitimin gidisati
hakkinda bilgi verdigine dikkat ediniz.

Metrik fonksiyonlarin egitimdeki sinama siireciyle ilgili oldugunu sdylemistik. Peki "sinama (validation)" nedir?
Sinama (validation) egitim sirasinda modelin gidisatini izlemek i¢in yapilan bir test islemidir. Sinama islemi her
"epoch" isleminden sonra yapilmaktadir. Biz sinama isleminin nasil devreye girip nasil gerceklestirildigini izleyen
adimda ele alacagiz. Sinama islemi de bir veri kiimesiyle yapilmaktadir. Uygulamaci isterse egitim veri kiimesinin bir
boliminl sinama amaciyla kullanabilir ya da sinama verilerini ayri bir bicimde olusturabilir. Sinama isleminde
kullanilacak veri kiimesine iliskin bu belirlemeler "fit" metodunda girilmektedir. Burada bir kez daha bir noktaya
dikkatinizi cekmek istiyoruz: Sinama islemini test islemi ile karistirmayiniz. Sinama egitim sirasinda egitimin gidisati
hakkinda bilgi edinmek icin test ise egitim bittikten sonra modelin basarisini test etmek icin yapilan islemdir.

Sinama islemi sirasinda kullanilabilecek ¢esitli metrik fonksiyonlar bulunmaktadir. Sinama i¢in birden fazla metrik
deger kullanilabildigi icin metrik degerler de compile metodunda bir liste biciminde girilir. Asagida compile
metodunda girilebilecek 6nemli bazi metrik fonksiyonlarin isimlerini veriyoruz:

'accuracy' ya da 'acc
'binary_accuracy’
'categorical_accuracy'

'mean_absolute_error' ya da 'mae’
'mean_absolute_percentage_error' ya da 'mape’
'mean_squared_error' ya da 'mse’

compile metodunun metrics paramtresine bu metrik fonksiyonlari asagidaki gibi girebiliriz:
model.compile(optimizer="adam', loss=binary crossentropy, metricc=[ 'binary_accuracy'])

Aslinda metrik fonksiyonlar da isimlerin yani sira tensorflow.keras.metrics moduliindeki siniflarla ve fonksiyonlarla da
temsil edilmistir. Ornegin biz compile metodunda metrik fonksiyonlari séyle de girebilirdik:

from tensorflow.keras.metrics import BinaryAccuracy

model.compile(optimizer="adam', loss='binary_crossentropy', metrics=[BinaryAccuracy()])

Aslinda tensorflow.keras.metric modilindeki siniflarin bir bélimi tensorflow.keras.losses moduliindeki siniflarla
aynidir. Dolayisiyla bazi metrik fonksiyonlar ve siniflar yerine bunlara karsi gelen loss fonksiyonlari ve siniflari da
kullanilabilmektedir. Ancak her loss fonksiyonu ve sinifi igin bir metrik fonksiyonu ve sinifi, her metrik fonksiyonu ve
sinifi icin de bir loss fonksiyonu ve sinifi yoktur. Ornegin binary_cross_entropy hem bir loss fonksiyonu hem de bir
metrik fonksiyonudur. Ancak binary_accuracy bir metrics fonksiyonudur fakat loss fonksiyonu degildir. Bu durumda
ornegin biz metrik olarak tensorflow.keras.metrics moddiliindeki binary_crossentropy fonksiyonu yerine
tensorflow.keras.losses modiilindeki binary_crossentropy fonksiyonunu kullanabilirdik:

from tensorflow.keras.losses import binary_crossentropy

model.compile(optimizer="adam', loss='binary_crossentropy', metrics=[binary_crossentropy])

Tabii bu durumun tersi de gecerlidir. Yani biz bir loss fonksiyonu ya da sinifi icin tensorflow.keras.metrics modilinde
ona karsi gelen metrik fonksiyonunu ve sinifini da kullanabiliriz.

4) Modelin Egitilmesi: Sequential.compile metodu ile modelin konfiglire edilmesinden sonra sira egitim asamasina
gelmistir. Yukarida da belirtildigi gibi egitim modeldeki néronlarin "w" katsayilarinin ve "bias" degerlerinin uygun
bicimde ayarlanmasini saglayan bir siirectir. Sliphesiz egitim veri kiimesi ne kadar biiylk ve anlamli ise ve kullanilan
optimizasyon algoritmasi ve loss fonksiyonu ne kadar uygun secilmisse egitimin sonucunda gerceklesen 6grenme de
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o kadar tatmin edici olacaktir. Egitim islemi Sequential sinifinin fit isimli metoduyla yapilmaktadir. fit metodunun
parametrik yapisi soyledir:

Sequential.fit(x=None,
y=None,
batch_size=None,
epochs=1,
verbose="auto",
callbacks=None,
validation_split=0.09,
validation_data=None,
shuffle=True,
class_weight=None,
sample_weight=None,
initial_epoch=0,
steps_per_epoch=None,
validation_steps=None,
validation_batch_size=None,
validation_freqg=1,
max_queue_size=10,
workers=1,
use_multiprocessing=False

)

Gorildigu gibi metodun ¢cok sayida parametresi vardir. Ancak parametrelerin en 6nemlileri x, y, batch_size ve
epochs parametreleridir. x ve y gozlemlerdeki girdi ve c¢ikti degerlerine iliskin egitim veri kiimesini belirtir. Bunlar
NumPy dizileri biciminde girilmelidir. Yani bu parametrelere biz training_dataset_x ve training_dataset_y biciminde
ayristirdigimiz NumpPy dizilerini girmeliyiz.fit

Metodunun batch_size parametresini aciklamadan 6nce "batch" kavrami lizerinde durmak istiyoruz.

Aslinda genellikle egitim sirasinda gozlemler teker teker isleme sokulup "w" ve "bias" degerleri incellenmemektedir.
Clnkd model parametrelerinin bu bicimde teker teker (satir satir) isleme sokularak glincellenmesi on binlerce hatta
milyonlarca egitim verisi s6z konusu oldugunda hem ¢ok zaman almakta hem de "overfitting" denilen olgu nedeniyle
egitimin basarisini diisiirebilmektedir. iste bu nedenle uygulamada egitim siireci gézlem verilerinin tek tek (satir
satir) isleme sokulmasi yoluyla degil grup grup isleme sokulmasi yoluyla yapilmaktadir. Burada tek hamlede isleme
sokulan bir grup satira "batch" denilmektedir. Béylece bir batch (yani bir grup satir) aga girdi olarak verilir. Sonra
buradan bir grup ¢ikti elde edilir. Bu bir grup cikti "loss" fonksiyonuna sokularak gercek degerlerle elde edilen
degerler arasindaki fark hesaplanir. Optimizasyon algoritmasiyla da bu fark minimize edilecek bicimde "w" ve "bias"
degerleri glincellenir. Gorildugl gibi aslinda egitim birer birer degil batch batch yapilmaktadir.

iste fit metodunun batch_size parametresi batch biyiikliigiiniin ka¢ gézlem verisinden (yani satirdan) olusacagini
belirtmektedir. Yukarida da belirttigimiz gibi her batch isleminden sonra loss fonksiyonu kullanilarak tahmin edilen
degerle gercek deger arasindaki fark hesaplanmakta ve optimizasyon algoritmasi ¢alistirilarak "w" ve "bias" degerleri
glincellenmektedir. Bu isleme "iterasyon" da denilmektedir. Yani "iterasyon" batch_size kadar gézlemin isleme sokup
bundan loss degerinin elde edilmesi ve daha sonra optimizasyon algoritmasi ile "w" ve "bias" degerlerinin
glincellenmesi slirecini belirtmektedir.

fit metodunun epochs parametresi icin de 6nce "epoch" kavramindan bahsetmek istiyoruz. Egitim veri kiimesi batch
batch isleme sokulup bitirildikten sonra yeniden isleme sokulabilmektedir. Egitim veri kiimesinin yeniden isleme
sokulmasina "epoch" denilmektedir. Genellikle egitim sirasinda egitim veri kiimesi bir kez degil birden ¢ok kez isleme
sokulmaktadir. Egitim sirasinda ayni veri kiimesinin birden fazla kez isleme sokulmasi size tuhaf gelebilir. Ancak bu
uygulamanin "w" ve "bias" degerlerini iyilestirmede belli bir faydasi vardir. (Ayni dersi birden fazla kez dinlerseniz
daha iyi 6grenirsiniz degil mi?) Cogu zaman epoch degerini ylkselttig§imizde 6grenmenin daha basarili oldugunu
goririz. Ancak belli bir epoch degerinden sonra artik 6grenme basarisi anlamli bicimde artmaya da bilir. Ayrica
epoch sayisinin ylksek tutulmasi egitim siiresinin uzamasina ve "overfitting" denilen sorununun ortaya ¢cikmasina da
yol acabilmektedir. Overfitting modelin arzu edilenin disinda baska seyleri 6grenmesi durumuna denilmektedir.
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Yukarida da belirttigimiz gibi fit metodunun epochs parametresi egitim veri kiimesinin egitim slirecinde bastan sona
toplamda kag kez kullanilacagini belirtmektedir. Her epoch isleminden sonra sonra sinama (validation) isleminin
yapildigini da animsayiniz. Sinama isleminde kullanilacak veriler fit metodu tarafindan bizim ona verdigimiz
training_dataset_x ve training_dataset_y icerisinden alinabilecegi gibi metodun validation_data parametresi ile
disaridan da alinabilmektedir. fit metodunun validation_split isimli parametresi bizim verdigimiz verilerin ylizde
kacinin sinama icin kullanilacagini belirtmektedir. Metot kendi icerisinde bizim ona verdigimiz training_dataset_x ve
training_dataset_y verilerini bu oranda bolip onun belli bir kismini epoch isleminden sonra sinama isleminde
kullanmaktadir. Yukarida da belirttigimiz gibi uygulamaci isterse sinama verilerini kendisi olusturup fit metodunun
validation_data parametresi ile de fit metoduna verebilmektedir. fit metodunda validation_split parametresinin
default olarak 0 olduguna dikkat ediniz. Bu durum egitim sirasinda epoch'lardan sonra hi¢ sinama yapilmayacagi
anlamina gelmektedir. validation_split parametresinin girilmesi durumunda sinama verilerinin secilmesi isin basinda
yapilmakta ve her epoch'ta ayni sinama verileri kullanilmaktadir. metotta validation_split ve validation_data
parametrelerinin yalnizca biri girilmelidir. Eger bu parametrelerin ikisi de girilirse valiadation_split parametresi hig
dikkate alinmaz. fit metodunun shuffle parametresinin default olarak True olduguna dikkat ediniz. Bu durumda
sinama verilerinden ayristirilmis olan egitim verileri her epoch isleminde kendi aralarinda yeniden karistiriimaktadir.

fit metodunun verbose parametresinin default durumda "auto" oldugunu goériiyorsunuz. Bu parametre egitim
sirasinda bilgilendirme yazilarinin hangi diizeyde ekrana (stdout dosyasina) yazdirilacagini belirtmektedir. Bu
parametre 0, 1 ya da 2 degerini alabilmektedir. O degeri fit islemi sirasinda ekrana hicbir seyin yazdiriimayacagi
anlamina gelir. 1 degeri ekrana bir "progress ba"r ¢ikartarak ilerlemeyi gosterir. 2 ise her epoch'ta loss ve metrik
degerleri ekrana yazdirmaktadir. Parametrenin default degeri olan "auto" duruma gore 2 degerine ya da 1 degerine
karsilik gelmektedir.

fit metodu geri donils degeri olarak History isimli sinif tirliinden bir nesne vermektedir. Bu nesne igcerisinde biz her
epoch sonrasindaki loss degerlerini ve metrik degerleri elde edebiliriz. History nesneleri "callback" mekanizmasinin
anlatildigi izleyen boliimlerde ele alinmaktadir.

Simdiye kadar gectigimiz asamalara iliskin 6rnek bir model soyle olabilir:

import pandas as pd

df = pd.read_csv('diabetes.csv')

dataset_x
dataset_y

df.iloc[:, :-1].to_numpy()
df.iloc[:, -1].to_numpy()

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test_split(dataset_x, dataset_y)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Sample')

model.add(Dense(64, activation='relu', input_dim=dataset_x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
model.fit(training_dataset_x, training_dataset_y, epochs=200, validation_split=0.2)

Bu modelin galistirilmasi sonucunda soyle bir ¢ikti elde edilmistir:

Epoch 1/200
15/15 [==============================] - 1s 17ms/step - loss: 3.3019 - binary_accuracy: 0.5717
- val loss: 1.9838 - val binary_accuracy: 0.6810
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Epoch 2/200

15/15 [==============================] - Qs 3ms/step
val loss: 0.7196 - val _binary_accuracy: 0.6983

Epoch 3/200

15/15 [==============================] - 0s 3ms/step
val loss: 0.8472 - val_binary_accuracy: 0.5948

Epoch 4/200

loss: 1.6029 - binary_accuracy: 0.5413 -

loss: 1.0796 - binary_accuracy: 0.6087 -

Epoch 198/200

15/15 [==============================] - @s 3ms/step
val loss: 0.7129 - val_binary_accuracy: 0.7414

Epoch 199/200

15/15 [==============================] - 0s 3ms/step
val _loss: 0.9950 - val_binary_accuracy: 0.5172

Epoch 200/200

15/15 [==============================] - Qs 3ms/step
val loss: 0.6406 - val _binary_accuracy: 0.7586

loss: 0.4536 - binary_accuracy: 0.7913 -

loss: 0.4524 - binary_accuracy: 0.7891 -

loss: 0.4474 - binary_accuracy: 0.7826 -

fit metodunun her epcoch'tan sonra sinama verisi lizerinden elde ettigi sinama degerlerini ekrana yazdirdigini
goriyorsunuz. fit metodu biz compile metodunda metrik girmesek bile her zaman epoch'tan elde edilen ortalama
loss degerini ve sinama verisinden elde edilen loss degerini yazdirmaktadir. Bunlara ek olarak fit metodu bizim
compile metoduna verdigimiz metriklere iliskin metrik degerlerini de sinama verileri Gizerinde uygulayarak ekrana
yazdirir. Ciktidaki "loss" epoch icerisindeki batch islemlerinden elde edilen ortalama loss degerini val_loss ise sinama
verisinden elde edilen loss degerini belirtmektedir. Her epoch bittiginde bu loss degeri yeniden o epcoch'taki
ortalamayi belirtecek bicimde hesaplanmaktadir. val_loss degeri ve diger metrik degerler ise her epoch'tan sonra
sinama verileri kullanarak her defasinda yeniden hesaplanmaktadir. Metrik degerlerin basina da val_xxx biciminde
onek getirildigine dikkat ediniz. Bu "val" 6neki ilgili sonucun sinama verisinden elde edildigini gostermektedir. Basina
"val" 6nekis getiriimeyen metrik degerler ise egitim sirasinda o epoch'tan elde edilen ortalama degerlerdir.

Burada 6nemli bir noktaya da dikkatinizi cekmek istiyoruz. Bir sinir agi modelini her egittigimizde elde ettigimiz
degerler birbirinden farkli olabilmektedir. Bunun temelde iki 6nemli nedeni vardir:

- Egitim ve sinama verileri her egitimde birbirinden farkl olacak bicimde degisebilmektedir.
- Her egitim slirecinde néronlarin baslangictaki "w" agirlik degerleri degisebilmektedir.

Tabii egitim veri kimesi ne kadar kiigclikse, uygulanan epoch ne kadar azsa egitimler arasindaki degerler o derece
degisme egiliminde olur. Eger her egitimde ayni sonuglari almak istiyorsaniz (buna "reproducible" sonuglar da

denilmektedir) sunlari deneyebilirsiniz:

- train_test_split fonksiyonunda tohum degeri random_state parametresiyle herhangi bir deger biciminde agik¢a
belirtmelisiniz. Ornegin:

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test split(dataset x, dataset_y, random state=1234567)

Burada bu tohum degerin ne oldugunun bir 6nemi yoktur.

- Dense sinifinda katmandaki néronlarin baslangic "w" degerlerinin rastgele alinmasi icin kullanilacak rastgele sayi
ureticilerinin tohum degerlerini de seed parametresiyle belli bir degerle set etmelisiniz. Ornegin:

from tensorflow.keras.initializers import GlorotUniform

model.add(Dense(64, activation='relu', input_dim=dataset x.shape[1],
kernel _initializer=GlorotUniform(seed=12345), name='Hidden-1"'))

Dense sinifinda zaten default durumda katmandaki tim noronlarin "bias" degerleri O alinmaktadir.
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- fit metodunda da her epoch'tan sonra egitim veri kiimesinin yeniden karistiriimasini engellemek igin shuffle
parametresini False girmelisiniz. Tabii her epoch isleminde karistirma yapilmasi iyi bir uygulamadir. Biz burada
yalnizca eger ayni degeri elde etmek istiyorsaniz ne yapmaniz gerektigini acikliyoruz.

Ornegin her egitimde ayni sonucu alacak bicimde modeli asagidaki gibi degistirebiliriz
import pandas as pd
df = pd.read_csv('diabetes.csv')

dataset x = df.iloc[:, :-1].to_numpy()
dataset y = df.iloc[:, -1].to_numpy()

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test split(dataset x, dataset_y, random state=1234)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense
from tensorflow.keras.initializers import GlorotUniform

model = Sequential(name='Sample’)

model.add(Dense(64, activation='relu', input_dim=dataset_x.shape[1],

kernel _initializer=GlorotUniform(seed=1234), name='Hidden-1"'))

model.add(Dense(64, activation='relu', kernel initializer=GlorotUniform(seed=1234),
name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', kernel _initializer=GlorotUniform(seed=1234),
name="0utput'))

model.summary()

model.compile(optimizer="rmsprop', loss='binary_ crossentropy', metrics=['binary_accuracy'])
model.fit(training_dataset_x, training_dataset_y, epochs=200, validation_split=0.2,
shuffle=False)

Artik her egitimde ayni sonuglari elde edebilecegiz. Ancak yukarida da belirttigimiz gibi genellikle gecerli nedenleriniz
yoksa bdyle bir uygulamadan kaginmalisiniz. Ornegin fit metodunda her epoch sonrasinda egitim veri kiimesinin
karistirilmasi 6nemli olabilmektedir. Bu karistirmayi yapmamak performansi distrebilir. Yukaridaki egitimden su 6zet
ciktilar elde edilmistir:

Epoch 198/200

15/15 [==============================] - 0s 3ms/step - loss: 0.3750 - binary_accuracy: 0.8130 -
val _loss: 0.7487 - val_binary_accuracy: 0.7069

Epoch 199/200

15/15 [==============================] - 0s 3ms/step - loss: ©0.3720 - binary_accuracy: 0.8217 -
val loss: 0.7062 - val _binary_accuracy: 0.7155

Epoch 200/200

15/15 [==============================] - 0s 3ms/step - loss: 0.3760 - binary_accuracy: 0.8109 -
val _loss: 0.7665 - val_binary_accuracy: 0.6983

Burada 6nemli bir noktaya da dikkatinizi cekmek istiyoruz. Biz yukarida egitimden ayni sonuglarin elde edilmesini
saglayabilmek i¢in resmi olarak yapabileceklerimizi agikladik. Ancak yine de yukaridaki kodun o anda galistiginiz
sistemde hep ayni sonuglari vermesi garanti degildir. Clinkli maalesef Tensorflow kiitliphanesinin kaynak kodlari
surekli yenilenmektedir ve kiitiphane baska bilesenlerin (6rnegin NumPy) rassal sayi lreticilerini de
kullanabilmektedir. Bu durumda TensorFlow kiitliphanesinin her versiyonunda deneme yanilma yoluyla
kutiphanenin kullandigi baska rassal sayi Ureticilerinin de tohum degerlerini set etmeniz gerekebilecektir.
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Pekiyi yukaridaki modele daha fazla sakli katman eklesek model daha basarili hale gelir mi? Bunun yaniti "hayir"
olacaktir. iste her modelde sakli katman sayisinin artirilmasi modeli daha basarili hale getirmemektedir. Daha 6nce
de belirttigimiz gibi pek cok regresyon modelinde iki sakli katman yeterli olmaktadir. Bu katmanlarin sayisinin
artirilmasi islem siresini uzattigl halde basariy1 artirmak bir yana "overfitting" denilen olgudan dolayi basariyi
duslrebilir.

Simdi bu noktaya kadar 6grendiklerimizin bir 6zetini yapalim:

- Toplam veri kiimesi baslangicta egitim ve test veri kiimesi olmak lizere ikiye ayrilmaktadir. Genellikle test veri
kiimesi toplam veri kiimesinin %20'si civarlarinda segilmektedir.

- Egitim veri kiimesi de kendi arasinda ikiye ayrilmaktadir. Asil kisim egitimde kullanilacak kisimdir. Diger kisim
sinama amaciyla kullanilan kisimdir. Veri kiimesinin sinama amaciyla kullanilan kismina "sinama veri kiimesi
(validation dataset)" diyoruz.

- Batch egitim verilerinin tek tek degil bir grup olarak isleme sokulmasi anlamina gelmektedir. Batch islemi hem bir
yandan egitim siresini kisaltirken hem de "overfitting" durumunu engelleyebilmektedir. Overfitting kavrami ileride
ele alinacaktir.

- Epoch toplam egitim verilerinin bastan sona kag kere egitimde kullanilacagini belirtmektedir.

- "w" degerleri ve "bias" degerleri her batch isleminden sonra giincellenmektedir.

- Sinama islemi her epoch'tan sonra yapilmaktadir.

Simdi de son olarak egitim batch ve epoch kavramlarini bir sekille 6zetleyelim:

Epoch Epoch
Batch | Batch [ Batch [ » Batch [
4 A o A
| T T L
Loss fonksiyonu ¢alistiriliyor s Loss fonksiyonu galistiriliyor i
Optimizasyon algoritmasi galistiriliyor Optimizasyon algoritmasi ¢calistiriliyor
w degerleri glincelleniyor w degerleri glincelleniyor
Sinama islemi yapiliyor Sinama islemi yapiliyor

5) Modelin Test Edilmesi: Simdi artik sira modelin test veri kimesiyle test edilmesine gelmistir. Bu islem Sequential
sinifinin evaluate metoduyla yapiimaktadir. evaluate metodunun parametrik yapisi sdyledir:

Sequential.evaluate(x=None,
y=None,
batch_size=None,
verbose=1,
sample_weight=None,
steps=None,
callbacks=None,
max_queue_size=10,
workers=1,
use_multiprocessing=False,
return_dict=False,
**kwargs
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Metodun ilk iki parametresi test veri kimesinin girdi ve ¢ikti degerlerini almaktadir. Yani biz bu parametrelere
siraslyla test_dataset_x ve test_dataset_y degerlerini girmeliyiz. Test sireci batch islemleriyle tek bir epoch olarak
gerceklestirilmektedir. Metodun batch parametresi batch buyilklGglni belirtmektedir. Metot bize test veri
kiimesinden elde edilen "loss" degerini ve metrik degerleri bir liste olarak vermektedir. evaluate metodunun verdigi
bu metrik degerler compile metodunda belirtilen metrik fonksiyonlarindan elde edilen degerlerdir. Biz bu degerlerin
hangi metriklere iliskin oldugunu Sequential sinifinin metrics_names 6rnek 6zniteliginden elde edebilmekteyiz.
evalute metodunun geri donls degeri olarak verilen listenin ilk elemani her zaman "loss" degerine diger elemanlari
da sirasiyla metrik degerlere iliskin olmaktadir. Ornegin:

eval result = model.evaluate(test dataset x, test dataset_y)
print(eval_result)

Ornek ¢ikti sdyledir:
[1.6450170278549194, ©.7239583134651184]

Burada listenin ilk elemani test veri kiimesi icin loss fonksiyonundan elde edilen loss degeridir. ikinci elemani ise
compile isleminde belirttigimiz metrik olan "binary_accuracy" degeridir. Yukarida da belirttigimiz gibi evaluate
metodunun bize verdigi degerlerin isimleri model sinifinin metrics_names 6rnek 6zniteligi ile de elde edilebilir. Bu
durumda yazdirma islemini soyle de yapabilirdik:

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

Buradan soyle bir cikti elde edilecektir:

loss: 1.6450170278549194
binary_accuracy: 0.7239583134651184

Benzer bicimde yazdirma islemi zip fonksiyonu kullanilarak séyle de yapabilirdi:

for name, val in zip(model.metrics_names, eval_result):
print(f'{name}: {val}"')

6) Model Uzerinde Kestirimlerin Yapilmasi: Model test edildikten sonra kullanima hazir hale gelmistir. Artik egitilmis
modelimizi kestirimlerde kullanilabiliriz. Bizim zaten 6grenen modellerden beklentimiz 6grenilmis olanlardan
hareketle yeni durumlar icin modelin kestirimler yapabilmesidir. Kestirim islemi Sequential sinifinin predict isimli
metoduyla yapilmaktadir. Metodun parametrik yapisi soyledir:

Seuential.predict(x,
batch_size=None,
verbose=0,
steps=None,
callbacks=None,
max_queue_size=10,
workers=1,
use_multiprocessing=False

)

Metodun birinci parametresi kestirimde bulunulacak girdi verilerini temsil etmektedir. Yani bu parametre girdi
katmanindaki néronlara uygulanacak degerleri belirtmektedir. Bu girdi verisi tek bir satirdan olabilecegi gibi bir grup
satirdan da olusabilir. batch_size eger girdi verisi birden fazlaysa yine bunlarin kagarli bicimde isleme sokulacagini
belirtir. batch_size parametresi metodun bir hamlede daha fazla satir icin kestirimde bulunmasini saglayarak islemin
hizlandirilmasi amaciyla diistinilmustir. Metodun ¢iktisi normal olarak yapay sinir aginin ¢ikti katmanindaki degerdir.
Tabii metoda birden fazla girdi verilirse ¢ikti da buna gore birden fazla degerden olusacaktir. predict metodunun x
parametresi iki boyutlu bir NumPy dizisi biciminde girilmelidir. Benzer bigcimde predict metodunun geri donlis degeri
de her zaman iki boyutlu bir NumPy dizisi olarak verilmektedir. Ornegin biz predict metoduna n tane gdzlemden
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olusan n satir girersek ve cikti da tek bir nérondan olusuyorsa metot bize bize nx1'lik bir matris verecektir. Girdi
matrisini sekilsel olarak soyle gosterebiliriz:

X11 X12 X13 ... Xin
X21 X22 X23 «.. Xon
X31 X32 X33 ... Xzn
Xa1 X42 Xa3 «.. Xan
Xs51 Xs52 Xs53 +.. Xsn

Burada 5 satirlik bilgi vardir. Her bir satir kestirim icin gereken girdileri belirtir. ESer modelin ¢iktisi bir tane ise ¢ikti
matrisini de sekilsel olarak soyle gosterebiliriz:

Buradaki her satir bir girdinin tahmin edilen ciktisini belirtmektedir. Cikti bir tane oldugu halde neden iki boyutlu bir
dizi ile temsil edildigini merak edebilirsiniz. Bunun nedeni aslinda ¢iktilarin da birden fazla degerden olusabilmesidir.

Yukaridaki model icin 6rnek bir kestirim séyle yapilabilir:

import numpy as np

predict _data = np.array([
[2, 148, 58, 37, 128, 25.4, 0.699, 24],
[7, 114, 67, 0, 0, 32.8, 0.258, 42],
[5, 99, 79, 27, @, 29, 0.203, 32]

D

predict result = model.predict(predict _data)

for i in range(len(predict_result)):
print(predict_result[i, ©])

print()

for i in range(len(predict_result)):
print("Seker Hastasi" if predict_result[i, @] > 0.5 else "Seker Hastasi Degil")

Burada biz kisinin 8 biyomedikal 6zelligini girdi olarak kullanip bir ¢ikti elde ettik. Elde ettigimiz ¢iktinin gdrinim
soyledir:

0.96362954
0.549283
0.044294357

Seker Hastasi
Seker Hastasi
Seker Hastasi Degil

Buradaki degerler agimizin ¢ikti katmanindaki degerdir. Bu degerin sigmoid fonksiyonun elde edildigini animsayiniz.
Halbuki biz bu islemden ikili (binary) bir deger elde etmek istiyorduk. iste bu durumda elde ettigimiz bu deger orta

nokta olan 0.5'ten bliylkse kisinin "seker hastas!" oldugu, 0.5'ten kiiclik ise "seker hastasi olmadigi" sonucunu
cikariyoruz.

Burada predict metoduna (g satirl bir matris argliman olarak verilmistir. Yani biz tek hamlede Ug farkl gézlem
sonucunu tahmin etmek istemekteyiz. O halde predict metodu da bize t¢ elemanl bir siitun matrisi verecektir. Bu
durumu sekilsel olarak asagidaki gibi gosterebiliriz.
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Pekiyi predict metodundaki batch_size parametresinin anlami nedir? Animsanacagi gibi fit isleminde batch_size bir
grup satirin tek bir satirmis gibi isleme sokulmasi anlamina geliyordu. Yani fit isleminde "w" ve "bias" degerlerinin
glncellenmesi batch_size kadar satir ile yapiliyordu. Ancak predict metodundaki batch_size farkl bir anlamdadir. Bu
metottaki batch_size parametresi predict isleminin ayni anda kagarli gruplar halinde yapilacagini belirtmektedir. Yani
buradaki batch_size degerinin predict sonucu tizerinde higbir etkisi yoktur. Ornegim biz buradaki batch_size degerini
32 versek de (deault durum) 1 versek de tamamen ayni sonucu elde ederiz. O halde bu parametrenin ne faydasi
vardir? iste bu parametre Keras'in predict islemini hizl yapmasi konusunda faydali olabilmektedir. Kestirimlerin birer
birer degil batch_size ile belirtilen miktarda gruplar halinde yapilmasi kestirim islemlerini hizlandirabilmektedir.

Keras'ta Modelin Egitiminde Kullanilan Kavramlarin Ozet Agiklamasi

Temel olarak bir sinir agi egitilirken t¢ veri kimesi s6z konusudur: Egitim Veri Klimesi (Training Dataset), Sinama Veri
Kimesi (Validation Dataset) ve Test Veri Kiimesi (Test Dataset). Bunlarin oranlari uygulamaya 6zgii olarak
belirlenebilmektedir. Ancak genellikle test veri kiimesi egitim veri kiimesinin %20'si olacak bicimde sinama veri
kiimesi de egitim veri kiimesinin %20'si olacak bicimde alinmaktadir. Egitim veri kiimesi egitim slrecinde egitim igin
kullanilan veri kiimesidir. Sinama veri kiimesi ise egitim slrecinde her epoch isleminden sonra sinama yapilirken
kullanilmaktadir. (Sinama veri kiimesinin her batch size kadar satirdan sonra degil her epoch'tan sonra uygulandigina
dikkat ediniz.) Test veri kiimesi ise tiim egitim bittikten sonra model test edilirken test icin kullanilan veri kiimesidir.
Pekiyi bu durumda sinama veri kiimesi ile test veri kimesi arasinda ya da sinama islemi ile test islemi arasinda ne
fark vardir? Sinama veri kiimesi her epoch isleminden sonra uygulandigi icin modelin epoch islemlerine gore
davranisi gozlenebilmektedir. Halbuki test veri kiimesi tim model egitildikten sonra performans olgitlerini
belirlemek icin kullaniimaktadir.

Model egitilirken her batch_size kadar satir bir araya getirilerek vektorel bicimde isleme sokulmaktadir. Yani egitim
islemi birer birer degil batch batch yiritilmektedir. Loss fonksiyonunun hesaplanmasi, optimizasyon algoritmasiyla
"w" ve "bias" degerlerinin glincellenmesi her batch isleminden sonra yapilmaktadir.

Loss fonksiyonu "w" ve "bias" degerlerinin glincellenmesi icin bir amag fonksiyonu olarak kullanilir. Optimizasyon
algoritmasi ise loss fonksiyonunu minimize etmek icin "w" ve "bias" degerlerinin nasil glincellenecegini belirten
algoritmadir.

Metrik fonksiyonlar sinama stireci ile ilgilidir. Sinama islemi icin birden fazla metrik fonksiyon kullanilabilmektedir.
Pekiyi loss fonksiyonu ile metrik fonksiyonlari arasinda ne fark vardir? iste loss fonksiyonu optimizasyon algoritmasini
uygulamak icin bir hedef belirtirken metrik fonksiyonlari ise egitim siirecinin gidisati hakkinda bilgi vermektedir.

Batch isleminin Anlami

Egitim ve test sirasinda girdi kimelerinin birer birer degil bir grup olarak isleme sokuldugunu belirtmistik. Bu grubun
blyikligine "batch size" denilmektedir. Pekiyi girdilerin teker teker egitime sokulmayip grup grup sokulmasinin
anlami nedir? Batch isleminin bir hizlandirma saglayacagi muhakkaktir. Ornegin biz batch biyikligini (batch_size)
32 kabul edelim. Bu durumda tipik olarak 32'lik bir kimenin elemanlari tek hamlede vektorel bir bicimde (yani tek
hamlede ama ayri ayri) aga sokulup buradan bir ortalama bir loss degeri hesaplanmaktadir. Sonra hesaplanan bu
ortalama deger optimizasyon algoritmasina verilmektedir. Boylece "w" ve "bias" degerlerinin glincellenmesi satir
satir degil batch batch yapiimaktadir. Loss degerinin, "w" ve "bias" degerlerinin bu bicimde batch batch
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hesaplanmasi genel olarak hesaplamayi hizlandirmaktadir. islemleri hizlandirmanin disinda batch islemleri ayni
zamanda "overfitting" olgusuna karsi da bir direng olusturabilmektedir. Overfitting olgusu sonraki bolimlerde ele
alinmaktadir.

Katman Néronlarinda Kullanilan Aktivasyon Fonksiyonlari

Katmanlardaki néronlarda degisik aktivasyon fonksiyonlari kullanilabilmektedir. Ara katmanlarda en ¢ok tercih
edilen aktivasyon fonksiyonu "ReLU (Rectified Linear Unit)" isimli fonksiyondur. ReLU fonksiyonu negatif degerler
icin 0 degerini, pozitif degerler icin de girdi ile ayni degerleri veren bir fonksiyondur. Fonksiyon matematiksel olarak
soyle ifade edilebilir:

relu(x) = maximum(@, x)
ReLU fonksiyonunu asagidaki gibi basit bir bicimde de yazabiliriz:

def relu(x):
return np.maximum(@, x)

Diger bir yazim bicimi de sdyle olabilir:

def myrelu(x):
return x * (x > Q)

Tabii fonksiyon tek bir ifadeden olustugu icin lambda ifadesi bigiminde de olusturulabilirdik:
relu = lambda x: np.maximum(x, ©)
ReLU fonksiyonun grafigini de soyle cizdirebiliiz:

import numpy as np
import matplotlib.pyplot as plt

def relu(x):
return np.maximum(9, x)

X = np.linspace(-10, 10, 100)
y = relu(x)

plt.title('RELU Fonksiyonunun Grafigi', pad=15, fontweight='bold")
axis = plt.gca()
axis.spines['left'].set_position('center")
axis.spines[ 'bottom'].set_position('center")
axis.spines['top'].set_color(None)
axis.spines['right'].set_color(None)
axis.set_ylim([-5, 5])
axis.set_yticks(range(-5, 6))
axis.set_xticks(range(-10, 11, 2))
plt.plot(x, y, linewidth=3)

plt.show()
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RELU Fonksiyonunun Grafigi
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ikili siniflandirma problemlerinde ¢ikti katmanlarinda kullanilan énemli bir aktivasyon fonksiyonu da "sigmoid" isimli
fonksiyondur. Bu fonksiyona "lojistik fonksiyon" da denilmektedir. Sigmoid fonksiyonunun matematiksel ifadesi
soyledir:

X

sigmoid(x) = T

Ayni fonksiyon kesrin pay ve paydasi e % ile carpilarak sdyle de yazilabilir:

Singid(X) = m

Sigmoid fonksiyonunun grafigini ¢izelim:

import numpy as np
import matplotlib.pyplot as plt

def sigmoid(x):
return 1 / (1 + np.e ** -x)

X = np.linspace(-10, 10, 100)
y = sigmoid(x)

plt.title('Sigmoid Fonksiyonunun Grafigi', pad=20, fontweight='bold")
axis = plt.gca()

axis.spines['left'].set_position('center")
axis.spines['bottom'].set_position('center")
axis.spines['top'].set_color(None)
axis.spines|['right'].set_color(None)

axis.set_ylim([-1, 1])

axis.set_xticks(range(-10, 11, 2))

plt.plot(x, y, linewidth=3)

plt.show()
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Sigmoid Fonksiyonunun Grafigi
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Sigmoid fonksiyonu sakli katmanlarda ve cikti katmanlarinda kullanilabilmektedir. Ancak yukarida da belirttigimiz gibi
bu fonksiyon ozellikle ikili siniflandirma problemleri icin c¢ikti katmanlari icin tercih edilmektedir. Sigmoid
fonksiyonunun S sekline benzedigine ve (0, 1) arasinda deger verdigine dikkat ediniz. Bu fonksiyon x = 0 icin y = 0.5
degerini vermektedir. x'in pozitif degerleri igin y degerinin 1'e yaklastigina, x'in negatif degerleri icin ise 0'a yaklastigina
dikkat ediniz. Sigmoid fonksiyonun en onemli Ozelligi x'in her degerini 0 ile 1 arasinda bir degere eslemesidir.

Dolayisiyla sigmoid fonksiyonu serbest x degerlerini O ile 1 arasina hapsetmektedir.

ikili siniflandirma problemlerinde genel olarak cikti katmaninda tek bir néron bulunur. Bu néronun aktivasyon
fonksiyonu da "sigmoid" fonksiyonudur. Béylece 0 ile 1 arasinda bir degere hapsedilmis olan ¢ikti ayni zamanda bir
olasilik belirten hale getirilmis olur. Cikti 1'e ne kadar yakinsa onun 1 olma olasiligl o kadar fazla, ¢ikti ne kadar 0'a
yakinsa onun 0 olma olasiligl o kadar fazladir. Tabii biz kestirimde bulunurken kesim degerini 0.5 olarak aliriz. Yani gikt

noronu 0.5'ten biylikse onu 1 olarak, 0.5'ten kiiclikse 0 olarak kabul ederiz.

Girdi Katmani ilk Sakli Katman ikinci Sakh Katman Cikt1 Katmani

C0: OO0

C0: OO
C0: OO0

Dense Baglanti Dense Baglanti Dense Baglanti

Simdi sigmoid fonksiyonunun birinci tirevini (first derivative) alip grafigini cizelim:

import sympy

X = sympy.Symbol('x")

fx = sympy.E ** x / (1 + sympy.E ** x)
dx = sympy.diff(fx, x)
print(dx)

import numpy as np
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np.linspace(-10, 10, 1000)
pdx = sympy.lambdify(x, dx)

X
y

np.linspace(-10, 10, 1000)
pdx(x)

import matplotlib.pyplot as plt

plt.title('Sigmoid Fonksiyonunun Birinci Tirevi', fontsize=14, pad=20, fontweight='bold")
axis = plt.gca()

axis.spines['left'].set_position('center")

axis.spines['bottom'].set_position('center")

axis.spines['top'].set_color(None)

axis.spines['right'].set_color(None)

axis.set _ylim(-0.4, 0.4)

plt.plot(x, y)
plt.show()

Soyle bir ¢ikti elde edilmistir:

exp(x)/(exp(x) + 1) - exp(2*x)/(exp(x) + 1)**2

Sigmoid Fonksiyonunun Birinci Tarevinin Grafigi
0.4 1

25 5.0 75 100

Gorildagu gibi grafik Gauss egrisine benzemektedir. Birinci tiirev ifadesini SciPy'da init_printing fonksiyonuyla grafiksel
olarak da goriintiileyebilirdik:

In [19]: from sympy import init_printing

In [20]: init_printing()

In [21]: dx
Out[21]:
ex er

eX+1 _(e"+1)2

Sigmoid fonksiyonuna benzeyen bir aktivasyon fonksiyonu da "hiperbolik tanjant (hyperbolic tangent)" fonksiyonudur.
Bu fonksiyon Keras'ta "tanh" ismiyle temsil edilmektedir. Hiperbolik tanjant fonksiyonunun matematiksel ifadesi
soyledir:

2x—1

e
tanh(x) = m

Simdi de fonksiyonun grafigini cizelim:
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import numpy as np
import matplotlib.pyplot as plt

X
y

np.linspace(-10, 10, 1000)
(np.e ** (2 * x) - 1) / (np.e ** (2 * x) + 1)

plt.title('Hiperbolik Tanjant (tanh) Fonksiyonunun Grafigi', fontsize=14, pad=20,
fontweight="bold")

axis = plt.gca()

axis.spines['left'].set_position('center")
axis.spines['bottom'].set_position('center")

axis.spines['top'].set_color(None)

axis.spines['right'].set_color(None)

axis.set_ylim(-1, 1)

plt.plot(x, y)
plt.show()

Hiperbolik Tanjant (tanh) Fonksiyonunun Grafigi
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Goruldigu gibi fonksiyon yine S sekline benzemektedir. Ancak fonksiyon ¢ikti olarak sigmoid fonksiyonundaki gibi (O,
1) araliginda degil (-1, 1) araliginda deger vermektedir. Baska bir deyisle "tanh" fonksiyonu ciktiy1 (-1, 1) araligina
hapsetmektedir.

Hiperbolik tanjant fonksiyonu cesitli pronblemler icin daha ¢ok ara katmanlarda kullanilmaktadir. Ancak bu fonksiyon
ikili siniflandirma problemleri icin ¢ikti katmaninda da kullanilabilir.

Hiperbolik tanjant fonksiyonun birinci tirevini alip grafigini gizelim:

import sympy

X = sympy.Symbol('x")

fx = (sympy.E ** (2 * x) - 1) / (sympy.E ** (2 * x) + 1)
dx = sympy.diff(fx, x)

import numpy as np

np.linspace(-10, 10, 1000)
pdx = sympy.lambdify(x, dx)

X
y

np.linspace(-10, 10, 1000)
pdx(x)

import matplotlib.pyplot as plt

plt.title('Hiperbolik Tanjant Fonksiyonunun Birinci Tirevinin Grafigi', fontsize=14, pad=20,
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fontweight="bold")

axis = plt.gca()
axis.spines['left'].set_position('center')
axis.spines[ 'bottom'].set_position('center")
axis.spines['top'].set_color(None)
axis.spines['right'].set_color(None)

axis.set_ylim(-1, 1)

plt.plot(x, y)
plt.show()

Soyle bir ¢ikti elde edilmistir:
-2*(exp(2*x)'- i)*expkz*x)/(exp(z*x) + 1)**2 + 2*exp(2*x)/(exp(2*x) + 1)

Hiperbolik Tanjant Fonksiyonunun Birinci Tirevinin Grafigi
100

T T T o6 T T T T
-100 -75 -50 -25 0[]0 25 50 5 10.0
—0.25 4
—0.50 4

—0.75 4

-1.00 -
Gorildagu gibi fonksiyonun birinci tlirevi sigmoid fonksiyonunda oldugu gibi Gauss egrisine benzemektedir.
Lojistik olmayan regresyon problemleri icin ¢ikti katmanlarinda en ¢ok tercih edilen aktivasyon fonksiyonu "linear"
fonksiyonudur. Bu aktivasyon fonksiyonu girdiyi degistirmeden ciktiya vermektedir. Matematiksel ifadesi soyle
belirtilebilir
linear(x) = x

Fonksiyonun grafigini de soyle cizebiliriz:

import numpy as np
import matplotlib.pyplot as plt

X
y

np.linspace(-10, 10, 1000)
X

plt.title('Linear Fonksiyonunun Grafigi', fontsize=14, pad=20, fontweight="'bold")
axis = plt.gca()

axis.spines['left'].set_position('center")
axis.spines['bottom'].set_position('center")

axis.spines['top'].set_color(None)

axis.spines['right'].set_color(None)

axis.set_ylim(-10, 10)

plt.plot(x, y)
plt.show()
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Linear Fonksiyonunun Grafigi
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Linear fonksiyonu girdiyi hi¢ degistirmeden cikti olarak verdiginden aslinda bir sey yapmamaktadir. Cikti katmanindaki
linear aktivasyon fonksiyonunun ¢iktiyr herhangi bir bicimde sinirlandirmadigina dikkat ediniz.

Yapay sinir aglarinda en sik karsilasilan aktivasyon fonksiyonlarindan biri de "softmax" isimli fonksiyondur. Softmax
fonksiyonu ¢ok sinifli siniflandirma problemlerinde ¢ikti katmanlarinda kullaniimaktadir. Softmax fonksiyonu tek bir
ciktiyr degil bir grup ciktiyr alarak islem yapmaktadir. Softmax fonksiyonu normalize edilmis Gstel fonksiyon gibidir.
Fonksiyon matematiksel olarak asagidaki gibi ifade edilebilir:

Xi

®

softmax(Xi=1.n) = <n o Xk
=1

Bu matematiksel ifadeden sunlari anlamaliyiz: Softmax fonksiyonuna biz n yane x degeri veririz. Fonksiyon da bize n
tane cikti degeri verir. Fonksiyonun verdigi ciktilarin payinda onun siitel fonksiyon degeri paydasinda da tiim giktilarin
Ustel fonksiyona sokulmus toplam degeri oldugunu goériyorsunuz. Bu durumda fonksiyonun bize verdigi cikti
degerlerinin toplami 1 olacaktir. Bunu sekilsel olarak séyle gosterebiliriz:

01+ 02+03++0n: 1

) DPO

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
108



Softmax fonksiyonun n tane girdi degerini toplamlari 1 olan n tane ¢ikti degerine donistirdigine dikkat ediniz.
Fonksiyonun ciktilari [0, 1] araliginda olacaktir.

Ornegin biz bir resmin "elma", "armut", "kayisi", "izim" ve "kiraz" resimlerinin hangisine iliskin oldugunu bulan bir
yapay sinir agl modeli tasarlayacak olalim. Bu modelin bes tane ciktisi olacaktir ve bu bes ciktinin toplami 1 olacaktir.
Boyle bir agin ¢iktl katmanini Keras'ta soyle olusturabiliriz:

model.add(Dense(5, activation='softmax', name='Output'))

Bu durumda c¢ikti katmanindaki tiim néronlarin aktivasyon fonksiyonlari "softmax" olur:

=—> elma

__, armut

elma + armut + kayist + tiziim + kiraz =1

kayisi
=—> Uzim
L kiraz

LT

Pekiyi cok sinifli siniflandirmalarda kestirim nasil yapiimaktadir? iste siniflandirma hangi ¢ikti néronu digerlerinden
ylksek degere sahipse o sinif secilecek bicimde yapilmaktadir. Yukaridaki érnekte ¢ikti katmanindaki degerler sunlar
olsun:

elma -->0.2
armut --> 0.15
kayisi --> 0.4
Gzim -->0.10
kiraz --> 0.15

Bu durumda en yiiksek ¢ikti degerine sahip olan "kayisi" oldugu icin biz agin s6z konusu resmi "kayisi" olarak kestirdigini
kabul ederiz. Softmax fonksiyonunda da ¢ikti néronlarinin degerlerinin birer olsilik belirttigine dikkat ediniz. Degerlerin
birbirlerine yakin olmasi kestirimin ¢ok iyi yapilamadigl anlamina gelmektedir.

Yapay Sinir Agi Modellerinde Kullanilan Loss Fonksiyonlari

Bu boliimde yapay sinir aglarinda en yaygin kullanilan loss fonksiyonlari hakkinda agiklamalar yapacagiz. Asagida
acikladigimiz fonksiyonlarin hepsinde n degeri batch icerisindeki satir sayisini belirtmektedir. Y; degerleri batch
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icerisindeki i'inci satirin gercek degerini 171 ise batch icerisindeki i'inci satirin agdan kestirilen degerini temsil
etmektedir.

Mean Squared Error (MSE): Bu loss fonksiyonu lojistik olmayan regresyon modelleri igin en fazla tercih edilen loss
fonksiyonudur. Bu fonksiyonda olmasi gereken degerlerle agdan elde edilen degerler arasindaki farklarin karelerinin
ortalamasi hesaplanmaktadir. Bu fark ne kadar kiiciikse olmasi gereken degerlerle agin verdigi degerler o kadar
birbirine yaklasmis olur. MSE fonksiyonunu matematiksel olarak soyle ifade edebiliriz:

n
1 -
= 35007
i=1

Burada Y; degeri batch igerisindeki i'inci satirin gergek degerini, 17L degeri ise batch icerisindeki i'inci satir icin kestirilen
degeri belirtmektedir.

Mean Absoute Error (MAE): Bu loss fonksiyonu da lojistik olmayan regresyon modellerinde kullaniimaktadir. Ana fikir
MSE ile aynidir. Yalnizca kare yerine mutlak deger islemi uygulanmaktadir:

n

Sy - ¥
mae = — = Y;
n 4 i lJ
i=1
Burada da yine Y; degeri batch icerisindeki i'inci satirin gercek degerini, 17L degeri ise batch icerisindeki i'inci satir igin

kestirilen degeri belirtmektedir.

Mean Absolute Percentage Error (MAPE): Lojistik olmayan regresyon modellerinde kullanilmaktadir. Asagidaki gibi
hesaplanir:

100 Vi— ?ij
mape = Z =
n & Y;

Burada da yine Y; degeri batch igerisindeki i'inci satirin gergek degerini, ¥; degeri ise batch igerisindeki i'inci satir igin
kestirilen degeri belirtmektedir.

Mean Squared Logarithmic Error: Lojistik olmayan regresyon modellerinde kullanilmaktadir. Fonksiyonda gergek
degerlerle kestirilen degerlerin logaritmik farklarinin karelerinin ortalamasi hesaplanmaktadir:

1% )2
msle = 52(108 (Y) — log (¥))
i=1

Burada da yine Y; degeri batch igerisindeki i'inci satirin gercek degerini, ¥; degeri ise batch igerisindeki i'inci satir igin
kestirilen degeri belirtmektedir.

Binary Cross-Entropy: Bu "loss" fonksiyonu iki sinifli siniflandirma modellerinde en ¢ok tercih edilen loss
fonksiyonudur. Ornegin biyomedikal verilerden hareketle kisinin seker hastasi olup olmadigini belirlemek igin
olusturulan model iki sinifh bir siniflandirma modelidir. Bu modelde loss fonksiyonu "binary cross-entropy" segilebilir.
Binary corss-entropy fonksiyonunun matematiksel ifadesi asagidaki gibidir:

n
1 . .
binary_crossentropy = —;Z Y. log¥p)+(1-Y) . log(l - Yi)
i=1
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Burada da yine Y; degeri batch icerisindeki i'inci satirin gergek degerini, Y; ise batch igerisindeki i'inci satir igin kestirilen
degeri belirtmektedir.

Categorical Cross-Entropy: Bu loss fonksiyonu ikiden fazla sinifli siniflandirma problemlerinde en ¢ok tercih edilen
loss fonksiyonudur. Ornegin bir resmin {izerinde yazan rakamin belirlenmesine yénelik bir model ¢ok sinifli bir
siniflandirma problemidir. Boyle bir modelde loss fonksiyonu "categorical cross-entropy secilebilir. categorical cross-
entropy fonksiyonu soyledir:

n m
DD Ya - log (Ta)

i=1k=1

S|r

categorical_crossentropy = —

Buradaki n batch'teki satir sayisini m ise ¢ikti katmanindaki néron sayisini belirtmektedir. Cikti katmanindaki
noronlarin giktilarinin toplami 1 olmalidir.Bu da cross-entropy loss fonksiyonu icin ¢ikti katmanindaki néronlarin
aktivasyon fonksiyonlarinin "softmax" olmasi gerektigi anlamina gelir. Tabii categorical cross-entropy fonksiyonu icin
kategorilerin (yani siniflarin) "one hot encoding" yontemi ile sayisal hale donustiiriiimis olmasi gerekir.
Fonksiyondaki Y;, ifadesi batch'teki i'inci satirin k'inci néronunun one hot encoding degerini, Y;; ifadesi ise batch'teki
i'inci satir icin k'inci ¢ikti néronunun gergek degerini belirtmektedir.

Yapay sinir aglarinda kullanilan baska loss fonksiyonlari da vardir. Biz burada yalnizca en ¢ok kullanilanlarini agikladik.

Yukaridaki loss fonksiyonlarini compile metoduna isimsel olarak girebiliriz. Bu fonksiyonlar igin kullanilabilecek
isimler sunlardir:

'mean_squared_error' ya da 'mse’

"mean_absolute_error' ya da 'mae
'mean_absolute_percentage_error' ya da 'mape’
'mean_squared_logarithmic_error' ya da 'msle’
'binary_crossentropy'
'categorical_crossentropy’

loss parametresi fonksiyon ya da sinif nesnesi olarak da girilebilir. Keras'taki tim loss fonksiyonlari
tensorflow.keras.losses modiiliinde bulunmaktadir. Buradaki dnemli fonksiyon isimleri soyledir:

mean_squared_error ya da mse
mean_absolute_error ya da mae
mean_absolute_percentage_error ya da mape
mean_squared_logarithmic_error ya da msle
binary_crossentropy
categorical_crossentropy

Boylece biz loss fonksiyonlarini isimsel olarak degil fonksiyon nesnesi olarak da girebiliriz. Ornegin:

from tensorflow.keras.losses import binary_crossentropy

model.compile(optimizer="rmsprop', loss=binary_crossentropy, metrics=['binary_accuracy'])

loss fonksiyonlari tensorfllow.kerass.losses modliinde gesitli siniflarla da temsil edilmistir. Programci daha detayl
islemler icin bu siniflari kullanabilir. Ornegin:

from tensorflow.keras.losses import BinaryCrossentropy

model.compile(optimizer="rmsprop', loss=BinaryCrossentropy(), metrics=['binary_accuracy'])

Tabii biz burada BinaryCrossentropy nesnesini argimansiz bir bicimde yarattik. Aslinda sinifin __init__metodu bazi
belirlemeleri __init__ metoduyla uygulamacidan alabilmektedir.
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Ayrica sunu da belirtmek istiyoruz. Hazir siniflarin disinda -pek gerekmiyor olsa da- programci kendisi de bir loss
fonksiyonu ya da sinifi yazip onu kullanabilmektedir.

Yapay Sinir Aglarinda Kullanilan Metrik Fonksiyonlar

Animsanacagi gibi metrik fonksiyonlar epoch sonrasinda egitimin gidisati hakkinda bilgi edinmek icin kullanilan
fonksiyonlardi. Loss fonksiyonlarinin da bu baglamda metrik fonksiyonlar gibi islev gorebildiginden bahsetmistik. Bu
boliimde yapay sinir aglarinda en fazla kullanilan metrik fonksiyonlar hakkinda bazi aciklamalar yapacagiz.

binary_accuracy: : Bu metrik fonksiyon ikili siniflandirma problemlerinde agin verdigi degerin ylizde kaginin gergek
degerle ayni oldugu hesabini yapmaktadir. Ornegin egitim icin 1000 adet veri kullaniliyor olsun. Bu 1000 adet veri
aga sokuldugunda eger bunlarin 800 tanesi gercek degerle ayni degerde ise bu durumda binary_accuracy degeri 800
/ 1000 = 0.8 olacaktir. Tabii binary_accuracy degeri hesaplanirken agin verdigi ¢ikti 0.5'ten buyukse 1 degerine,
kiicukse 0 degerine donustiruldikten sonra karsilastirma yapilmaktadir.

binary_crossentropy: binary_crossentropy loss fonksiyonun metrics bicimidir. iki sinifli lojistik regresyon
problemlerinde tercih edilmektedir.

categorical_accuracy: Bu fonksiyon da kestirilen degerle gercek deger arasindaki benzesmenin oranini vermektedir.
Ancak bu fonksiyon ikiden fazla sinifli lojistik regresyon modellerinde kullaniimaktadir. Baska bir deyisle agdan elde
edilen softmax ciktilarinin en blytgine iliskin sinif ile gercek degere iliskin sinif ayni mi diye bakilarak bir yiizde
degeri hesaplanmaktadir. iki sinifli bir problemdeki %50 basariyla 10 sinifli bir problemdeki %50 basariy:
karsilastirirsak ne soyleyebiliriz? iki sinifli problemdeki %50 basari rastgele secimden daha iyi bir degildir. Halbuki 10
sinifl bir siniflandirma problemindeki %50 basari rastgele secime gore oldukga daha iyidir.

mean_squred_error (mse): Lojistik olmayan regresyon problemlerinde en yaygin kullanilan metrik degerdir.
mean_squared_error isimli fonksiyonu ile ayni islemleri yapmaktadir. Lojistik olmayan regresyon modellerinde tercih
edilmektedir.

mean_absolute_error (mae): Lojistik olmayan regresyon problemlerinde sik kullanilan metrik degerlerdendir.
mean_absolute_error loss fonksiyonu ile ayni islemleri yapmaktadir. Lojistik olmayan regresyon modellerinde tercih
edilmektedir.

mean_absolute_percentage_errror (mape): mean_absolute_percentage_error loss fonksiyonu ile ayni islemleri
yapmaktadir. Lojistik olmayan regresyon modellerinde tercih kullaniimaktadir.

metrics parametresi icin kullanilacak fonksiyon isimleri de soyledir:

'accuracy' ya da 'acc

'binary_accuracy’

'categorical_accuracy'

'mean_absolute_error' ya da 'mae’
'mean_absolute_percentage_error' ya da 'mape’
"mean_squared_error' ya da 'mse'’

Metrik fonksiyonlar yukaridaki gibi yazisal bicimde girilebilecegi gibi fonksiyon nesneleri ya da sinif nesneleri
biciminde de girilebilmektedir. Ornegin biz binary_accurasy metrik degerini sdyle de girebiliriz:

from tensorflow.keras.metrics import binary_accuracy
model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=[binary_accuracy])
Ya da 6rnegin ayni islemi BinaryAccuracy sinifi ile yapabilirdik:

from tensorflow.keras.metrics import BinaryAccuracy

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=[BinaryAccuracy()])

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
112



Genel olarak siniflar parametrik bilgiler alabildigi icin daha ayrintili kullanimlara olanak saglamaktadir. Biz
kursumuzda genellikle isimleri yazisal bicimde girecegiz.

Keras Modelindeki N6ronlarin Agirlik Degerlerinin (W Degerlerinin ve Bias Degerlerinin) Elde Edilmesi ve
Yiklenmesi

Keras'ta egitim sonrasinda noronlarda olusan agirlik degerlerini almak isteyebiliriz. (Biz katmana iliskin "w" ve "bias"
degerlerine "agirhk degerleri" de diyecegiz.) Keras model olarak bu bilgileri katman nesnesi ile iliskilendirmistir.
Dolayisiyla bu bilgiler egitim sonrasinda katman nesnelerinden elde edilebilmektedir. iste Dense sinifinin (ve diger
katman siniflarinin) get_weights ve set_weights metotlari bu "w" ve "bias" degerlerinin alinmasi ve yiklenmesi icin
kullaniimaktadir. Tabii her katman kendi agirlik degerlerini bize verecektir.

,‘: L(,Jo;(c Y f\“r\’)
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Mademki néron agirliklari katman nesnelerinin icerisindedir o halde bizim katmanlardaki néronlarin agirliklarini elde
edebilmemiz icin yaratmis oldugumuz katman nesnelerine erisebilmemiz gerekir. Halbuki biz yukarida Dense katman
nesnelerini yaratir yaratmaz hemen Sequential sinifinin add metoduyla modele ekledik. Yani katman nesnelerini bir
degiskende tutmadik. Yukaridaki 6rnegin ilgili kismini animsayiniz:

model = Sequential()

model.add(Dense(64, input_dim=8, activation='relu', name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2'"))
model.add(Dense(1l, activation='sigmoid', name='Output'))

Katman nesnelerini elde edebilmenin bir yolu add metodunu uygulamadan 6nce onlari degiskenlerde saklamak
olabilir. Béylece egitimden sonra bu degiskenlerden agirlik degerlerini elde edebiliriz. Ornegin:

model = Sequential()

dl = Dense(64, input_dim=8, activation='relu', name='Hidden-1")
model.add(dl)

d2 = Dense(64, activation='relu', name='Hidden-2")
model.add(d2)

d3 = Dense(1l, activation='sigmoid', name='Output')
model.add(d3)

wdl = dl.get_weights()
wd2 = d2.get_weights()
wd3 = d3.get_weights()

Aslinda bu yonteme gerek yoktur. Clinki Sequential sinifinin zaten layers isimli 6rnek 6zniteligi bize katman
nesnelerini bir liste biciminde vermektedir. Bu durumda 6rnegin biz modelimizin katmanlarina iliskin agirlik
degerlerini soyle elde edebiliriz:

wdl = model.layers[@].get_weights()
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wd2
wd3

model.layers[1l].get_weights()
model.layers[2].get_weights()

get weights metodu bize iki elemanli ya da tek elemanli bir NumPy dizi listesi vermektedir. Soyle ki: Eger katman
yaratilirken Dense fonksiyonunda bias=False degeri gecilirse ilgili katmandaki néronlarda "bias" degerleri
kullanilmayacaktir. Bu durmda get_weights metodu da yalnizca "w" degerlerinden olusan tek elemanli liste
verecektir. Eger katman yaratilirken Dense fonksiyonunda bias=True degeri gecilirse (default durum zaten boyledir)
artik get_weights metodu iki elemanl bir listeye geri donecektir. Bu durumda netodun geri dondirdigu listenin ilk
elemani "w" degerlerine iliskin matrisinden diger elemani ise "bias" degerlerinden olusacaktir. Animsanacagi gibi bias
degeri noron icin olusturulan bir degerdir. Dolayisiyla 6rnegin eger katmanimizda 100 néron varsa 100 tane bias
degeri olacaktir. Bu bias degerlerinin ne ise yaradigi ileride ele alinacaktir. Ancak bu bias degerleri de egitilmis
modelin bir pargasini olusturmaktadir.

get_weights metotlarinin verdigi "w" degerleri dnceki katmanin ¢ikislarinin ilgili katmanin girislerine baglanmasinda
kullanilan "w" degerleridir. Ornegin get_weights metodunun cagrildigi katmanda 64 néron olsun. Onceki katmanda
da 8 nbron olsun. Bu durumda get_weights bize 8x64'lik bir agirlik matrisi verecektir. Bu matrisin satirlari dnceki
katman néronlarina siitunlari ise ilgili katmanin néronlarina iliskindir. Ornegin bdyle bir durumda geri déndiiriilen
matrisin i'inci satiri 6nceki katmanin i'inci gikisina iliskin "w" degerlerini k'inci situnu ise bu katmanin k'inci néronuna
iliskin girislerin "w" degerleridir.

Yukaridaki 6rnek modeldeki d1 katmanindan (birinci sakli katmandan) elde edilen agirlik degerlerine iliskin wb1
dizisinin eleman tirlerine ve uzunluklarina dikkat ediniz:

In [13]: type(wbl)
Out[13]: list

In [14]: len(wbl)
out[14]: 2

In [15]: wbl[@].shape
out[15]: (8, 64)

In [16]: wbl[1].shape
out[16]: (64,)

Listenin 0'inci indeksli elemani o katmandaki néronlarin agirliklarini vermektedir. 8 girdi néronu dense bir bicimde
katmandaki 64 nérona baglandigina goére toplamda her biri 8 elemandan olusan 64 agirlik deger olacaktir. Yine bu
katmandaki "bias" degerlerinin néron sayisi olan 64 tane olduguna dikkat ediniz.

Pekiyi simdi de yukaridaki modelin ikinci sakl katmanina iliskin agirlik degerlerinin kacar tane olduguna bakalim.
ikinci sakh katmandaki néronun her birine toplam 64 néron girecektir. Bu durumda ikinci sakh katmandaki agirlik
degerleri (64, 64) biciminde bir matris ile ifade edilecektir. Bu matrisin 64 * 64 = 4096 elemani olduguna dikkat
ediniz. Bu katmandaki toplam "bias" degerleri 64 tane (katmandaki néron sayisi) olacaktir. Bu agirlik degerlerini wb2
degiskeninde saklamis olalim. Asagidaki ciktilari inceleyiniz:

In [20]: len(wb2)
out[20]: 2

In [21]: wb2[@].shape
out[21]: (64, 64)

In [22]: wb2[1].shape
out[22]: (64,)

Simdi de ¢ikti katmanindaki agirlik degerlerinin hangi sayida olmasi gerektigine bakalim. Cikti katmaninin néron sayisi
1 tanedir. Onceki katmandaki 100 néron bu katmandaki bu tek nérona girdi yapilmistir. O halde ¢ikti katmanindaki
agirhk matrisinin (64, 1) olmasi gerekir. Cikti katmani tek nérondan olustuguna gore toplamda tek bir "bias" degeri
vardir. Cikti katmanina iliskin agirlik degerlerinin wb3 degiskeninde saklamis olalim. Asagidaki ¢iktiy1 inceleyiniz:
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In [26]: len(wb3)
Out[26]: 2

In [27]: wb3[@].shape
out[27]: (64, 1)

In [28]: wb3[1].shape
out[28]: (1,)

set_weights metodu da benzer bicimde agirlik degerlerini ilgili katmana ylklemek icin kullanilmaktadir. Yani 6rnegin
asagidaki gibi biz katmandaki agirlik degerlerini get_weights metodu ile alip set_weights metodu ile yikleyebiliriz:

wbl = model.layers[@].get_weights()

éé&el.layers[@].set_weights(wbl)

set_weights metodunun da iki elemanli uygun uzunluklarda indeksli dolasilabilir nesne aldigina dikkat ediniz.
Keras Modelinin Ozet Bilgisinin Goriintiilenmesi

Bir Keras modeli olusturulduktan sonra model siniflarinin summary isimli metotlari bize model hakkinda 6zet bilgiler
vermektedir. Ornegin asagidaki gibi bir model séz konusu olsun:

import pandas as pd

df = pd.read_csv('diabetes.csv')

dataset_x
dataset_y

df.iloc[:, :-1].to_numpy()
df.iloc[:, -1].to_numpy()

from sklearn.model selection import train_test_split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test_split(dataset_x, dataset_y, random_state=1234)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential()

model.add(Dense(64, input_dim=8, activation='relu', name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1l, activation='sigmoid', name='Output'))

model.summary()
Elde edilen summary bilgisi soyledir:

Model: "Sample"

Layer (type) Output Shape Param #
Hidden-1 (Demse)  (Nome, 64) 576
Hidden-2 (Dense) (None, 64) 4160
Output (Dense) (None, 1) 65

Total params: 4,801
Trainable params: 4,801
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Non-trainable params: ©

Burada birinci siitunda katmanin ismini gériiyorsunuz. ikinci siitunda ilgili katmanin ¢ikisindaki néron miktarlari
belirtiimektedir. Nihayet son slitunda her katmandaki tahmin edilecek parametre sayilarini gormektesiniz. Tahmin
edilecek parametrelerin sayisi soyle hesaplanmaktadir:

- Birinci katmana 8 noron girmistir. Bu katmanda 64 néron vardir ve her néronun da bir "bias" degeri bulunmaktadir.
Bu durumda bu katman igin tahmin edilecek parametrelerin sayisi 8 * 64 + 64 = 576 olacaktir.

- ikinci katmana 64 néron girmistir. Bu katmanda da 64 noron vardir ve her néronun da bir "bias" degeri
bulunmaktadir. Bu durumda bu katman icin tahmin edilecek parametrelerin sayisi 64 * 64 + 64 = 4160 olacaktir.

- Cikt1 katmanina 64 néron girmistir ve bu katmanda tek bir néron vardir. Bu durumda cikti katmanindaki tahmin
edilecek parametrelerin sayisi 64 * 1 + 1 = 65 tane olacaktir.

Olusturulan Modelin ve Modeldeki Tiim Agirlik Degerlerinin Bir Dosyada Saklanmasi ve Geri Yiiklenmesi

Bir modeli egittikten sonra bilgisayari kapadigimizda tiim egitim bilgileri kaybolacaktir. iste onun baska zaman
kullanilabilmesi i¢in bir dosyada saklanmasi gerekebilmektedir. Keras bu islemler icin HDF (Hierarchical Data Format)
dosya formatini kullanmaktadir. Sequential sinifinin save isimli metodu bizden .h5 ya da .hdf5 uzantili HDF dosyasinin
yol ifadesini alir; model bilgilerini, agirlik ve bias degerlerini bu dosyaya save eder. Ornegin:

model.save('diabetes.h5")

Arti biz tim modeli her seyiyle bir dosya icerisinde saklamis olduk. Onu geri almak icin tensorflow.keras.models
modiliindeki load_model fonksiyonu kullanilmaktadir. Bu fonksiyon da benzer bicimde HDF dosyasinin yol ifadesini
argliman olarak alir. Tim modeli agirlik ve bias degerleriyle yeniden yikler, yeni bir model nesnesi yaratarak bize onu
verir. Ornegin:

from tensorflow.keras.models import load_model

model = load _model('diabetes.h5")

Simdi yukaridaki 6rnegi save edip tekrar ylkleyerek predict islemi yapalim:
# Reras-model-save.py

import pandas as pd

df = pd.read_csv('diabetes.csv')

dataset_x
dataset_y

df.iloc[:, :-1].to_numpy()
df.iloc[:, -1].to_numpy()

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test split(dataset x, dataset_y, random state=1234)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential()

model.add(Dense(64, input_dim=8, activation='relu', name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()
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model.compile(optimizer="adam', loss='binary crossentropy', metrics=['binary_accuracy'])
model.fit(training_dataset_x, training dataset_y, batch_size=32, epochs=200,
validation_split=0.2)

eval result = model.evaluate(test_dataset x, test dataset_y)

for i in range(len(result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

model.save('diabetes.h5")
# kReras-model-Lload.py

import numpy as np
from tensorflow.keras.models import load_model

model = load _model('diabetes.h5")

predict_x = np.array([[5.0, 73.0, 60.0, ©., 0., 29.8, 0.368, 25.0],
[6.0, 43.0, 70.0, ©., ©., 29.8, 0.368, 25.0],
[6.0, 73.0, 70.0, 0., ©., 39.8, 0.668, 25.0]])

predict_result = model.predict(predict_x)

for i in range(len(predict_result)):
if predict_result[i, 9] < 0.5:
print('Seker hastasi degil')
else:
print('Seker hastasi')

Bazen programci yalnizca agirlik degerlerini (tabii bias degerleri de dahil olmak Uzere) saklayip geri yiiklemek
isteyebilir. Bu islem Sequential sinifinin save_weights ve load_weigths metotlariyla yapiimaktadir. Ornegin:

model.save _weights('diabtes_weights.h5")
model.load_weights('diabtes_weights.h5")

Tabii bu durumda biz bu agirlik degerlerini kullanabilmek icin modeli yeniden olusturmaliyiz. Clinkii save_weights
model bilgilerini saklamamaktadir. Yalnizca modeldeki tiim néronlarin agirlik degerlerini saklamaktadir.

istenirse load islemi yapilirken yalnizca ayni isimli katmanlarin agirliklar da yiiklenebilmektedir. Sdyle ki: Dense
fonksiyonunda name isimli parametre yoluyla katmanlara tek olan (unique) isimler verebilmekteyiz. iste Sequential
sinifinin load_weights isimli metodunun da by _name isimli bool deger alan bir parametresi vardir. Bu parametre
default durumda False bicimdedir. Eger bu parametre True yapilirsa bu durumda diskte saklanmis olan modeldeki
katman isimleriyle hali hazirda calismakta olan model nesnesindeki katmanlarin isimleri karsilastirilir. Ayni isimli olan
katmandaki agirlik ve bias degerleri yiiklenir. Ornegin:

model.load_weights('diabtes_weights.h5"', by name=True)

Burada diskte 'x' ve 'y' isimli iki katman olsun. Su andaki model nesnesinde de bu isimli iki katmanin bulundugunu
varsayalim. Artik load_weights metodu yalnizca bu katmanlarin agirlik ve bias degerlerini mevcut modeldekilerin
lzerine yUkleyecektir.

Bir modeli diske save ettikten sonra onu tekrar ylkleyerek egitime devam edebiliriz. Yani egitimin (fit metodunun)
yalnizca bir kez ayni zaman dilimi icerisinde yapilmasi gerekmemektedir.

Yapay Sinir Aglarini Kullanarak Kestirim Yapmak igin Asamalar
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Aslinda yapay sinir aglari bir regresyon modeli olusturmaktadir. Yani biz yapay sinir aginin egitilmesi sonucunda y =
f(x) gibi bir fonksiyon elde elde ederiz. Sonra bu fonksiyona x degerini verdigimizde fonksiyon da bize kestirilen y
degerini verir. Tabii yapay sinir aglarinin disinda istatistikte de regresyon amaciyla kullanilan ¢ok sayida istatistiksel
yontem vardir. Bu yontemler ileride ele alinacaktir. Ancak yapay sinir aglari ¢cok sayida 6zelligin (feature) oldugu ve
ozellikler arasinda karmasik etkilesimlerin bulundugu durumlarda diger yontemlere gore ¢ok daha iyi sonuglar
vermektedir.

Yapay sinir aglarinin kullanilmasi igin tipik asamalar sunlardir:

1) Hedefin Belirlenmesi Siireci: Once bizim yapay sinir agini neden olusturmak istedigimizi biliyor olmamiz gerekir.
Yani bizim agi olusturmaktaki amacimiz nedir? Biz agi kullanarak neyi kestirmeye calismak istemekteyiz? Ornegin bir
dershanedeki 6grenciler arasinda lniversite sinavinda belli bir puanin yukarisinda puan elde edebilecek kisileri
onceden tespit etmek isteyelim. Bu 6grencilere 6zel bazi olanaklarin sunulmasi s6z konusu olabilir ve kurum da bu
olanaklari sunacagi 6grencileri miimkiin oldugu kadar 6nce tespit etmek isteyebilir. Ya da 6rnegin bir kurumun cesitli
magazalari olabilir ve yonetim belli bir magazadaki donemsel ciroyu tahmin etmek isteyebilir. Bunun sonucu olarak
kurum bazi politikalari daha uygun belirleyebilecektir.

Amag kabaca tespit edildikten sonra bunun daha ayrintili ve operasyonel hale getirilmesi gerekmektedir. Yani s6zel
olarak ifade edilen amacg girdisi ¢iktisi belli degerlerle temsil edilen somut ve 6lgilebilir bir amag haline
donustiaridlmelidir.

2) Kestirimle ilgili Olabilecek Ozelliklerin (Features) Belirlenmesi Siireci: Veri bilimcisinin kestirimde bulunacagi
olguyu etkileyen etmenleri (features) bir bicimde tespit etmis olmasi gerekmektedir. Biz bunu 6nceki bélimlerde
"ozellik secimi (feature selection)" baslgi altinda kisaca ele almistik. Kestirimle ilgili olabilecek 6zelliklerin neler
olabileceginin belirlenmesi kestirim siirecinin dnemli adimlarindan biridir. Eger 6zellikler yanlis ya da yetersiz segilirse
dgrenme bizim istedigimiz élciide olamayacaktir. Ornegin bir tasitin kilometre basina yaktigi yakitin tahmin
edilmesinde rol oynayan 6zelliklerin bazilari sunlar olabilir:

- Aracin motor hacmi

- Aracin agirhgi

- Aracin benzinle mi motorinle mi gazla mi ¢alistig
- Aracin yasl

Biz simdi burada aracin motor hacmini bir 6zellik olarak agimiza dahil etmezsek agimiz ne kadar dogru kestirimlerde
bulunabilir ki?

Ornegin bir dgrencinin basarisina etki eden faktérler neler olabilir?

- Ogrencinin zeka diizeyi

- Ogrencinin derslere devam orani

- Ogrencinin gegmisteki not ortalamasi

- Ogrencinin ailesinin ekonomik durumu

- Ogrencinin ailesinin egitim diizeyi

- Ogrencinin anne babasinin ayri olup olmadig
- Ogrencideki saglik problemleri

- Ailedeki saglik problemleri

- Ogrencinin sinif disinda toplam giinliik ortalama ¢alisma zamani
- Ogrencinin daha 6nce nereden geldigi

- Ogrencinin hobilerine ayirdigi zaman

- Ogrencinin okul ile evi arasindaki uzakhk

Ornegin bir eczanenin cirosunu etkileyecek 6zellikler de sunlar olabilir:

- Eczanenin 6nlinden giinlik ortalama gecen insan sayisi
- Eczanenin bulundugu bélge (kategorik bir 6zellik)
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- Eczanenin yakinlarinda bir ya da birden fazla saglk kurumunun olup olmadigi bilgisi (kategorik bir 6zellik)
- Eczanenin hangi kurumlarla anlasmali oldugu

- Eczanenin yakinindaki eczane sayisi

- Eczanenin glizellik Girtin(i satip satmadigi (kategorik bir 6zellik)

- Eczanenin takviye Urinler satip satmadigi (kategorik bir 6zellik)

- Eczanenin blyuklGgu

Bu 6zellikler belirlendikten sonra onlarin mimkin oldugu kadar operasyonel hale getirilmeleri gerekir. Operasyonel
demek bir dzelligi 6lcilebilir bir bicimde ifade etmek demektir. Ornegin bir magazanin albenisi operasyonel bir dzellik
degildir. Ancak bunu likert tarzi bir 6lcekle operasyonel hale getirebiliriz.

Burada 6nemli bir noktayi vurgulamak istiyoruz. Ozelliklerin belirlenmesi uzmanlik gerektiren bir alandir. Eger veri
bilimcisi konu ile ilgili uzman bilgisine sahip degilse bu asamada mutlaka uzmanlardan yardim almasi gerekebilir. Biz
uzmani olmadigimiz konulardaki 6zellikleri isabetli bir bicimde belirleyemeyebiliriz.

3) Egitim igin Verilerin Toplanmasi Siireci: Veri bilimcisinin egitimde kullanacag ge¢mis birtakim verileri ve bunlara
karsi gelen gercek degerleri (dataset_x ve dataset_y) bir bicimde elde etmis olmasi gerekmektedir. Biz kursumuzda
genellikle zaten elde edilmis olan hazir veriler iizerinde galisacagiz. lyi de bu veriler kimler tarafindan ve nasil elde
edilmistir? iste veriler degisik kaynaklardan elde edilmis olabilirler. Ornegin bazi veriler zaten elde edilmis ve
veritabanlarimizda zaten bulunuyor olabilir. Bazi veriler birtakim kurumlardaki (6rnegin Tiirkiye istatistik Kurumu
gibi) veritabanlarindan elde edilebilir. Bazen verileri biz anketler yoluyla elde etmek zorunda kalabiliriz. Bazi veriler
ise sensorler yoluyla otomatik bir bicimde elde ediliyor olabilir. Ozellikle son 20 yildir sensérler yoluyla verilerin elde
edilmesi konusunda ¢ok ilerlemeler kaydedilmistir. IOT uygulamalarinin yayginlasmasiyla otomatik veri elde etme
cok yayginlasmistir. Ornegin biz belli bir kavsakta hangi giiniin hangi saatinde ne kadar aracin bulunuyor olabilecegini
tahmin etmeye calisalim. Burada verileri kavsaga yerlestirecegimiz sensorler yoluyla elde edebiliriz. (Artik diinyada
adaptif kavsak yonetim sistemlerinde bu tir sensorler yaygin olarak kullanilmaktadir.)

4) Verilerin Kullanima Hazir Hale Getirilmesi Siireci: Veriler toplandiktan sonra bunlarin dnisleme sokulmasi
gerekebilmektedir. Biz daha dnce bu konuda 6zet bilgiler vermistir. Onislem sirasinda gecersiz verilerin atiimasi ya da
duzeltilmesi, kategorik verilerin sayisallastiriimasi, gereksiz ve yliksek korelasyonlu sttunlarin atilmasi en ¢ok
uygulanan yéntemlerdendir.

5) Yapay Sinir Ag1 Modelinin Kurulmasi Siireci: Artik sira sinir ag1 yapay modelinin kurulmasina gelmistir. Agimizin
mimarisi nasil olacaktir? Agimizda kag sakli katman bulunacaktir? Katmanlardaki aktivasyon fonksiyonlari, ag icin
kullanilacak loss fonksiyonu ve optimizasyon fonksiyonu nasil olacaktir? Bu asamada bu belirlemeler yapilmalidir.

6) Modelin Egitilmesi ve Test Edilmesi Suireci: Bundan sonra model gergek verilerle egitilir ve test edilir. Artik
elimizde kestirimde kullanilabilecek ve basarisi hakkinda fikrimiz olan bir model vardir.

7) Kestirimde Bulunma Siireci: Artik agimiz hazir olduguna gore istedigimiz zaman kestirimde bulunabiliriz.
Keras Modelinde Callback Mekanizmasi

Keras kiitliphanesinde bazi islemlerde programcinin bilgilendirilmesi icin "callback" denilen bir mekanizma
bulundurulmustur. (Programlamada bir kiitliphane ya da Framework'lin belli durumlarda programcinin belirledigi bir
fonksiyonu ¢agirmasi durumuna "callback mekanizmas!", ¢agrilan fonksiyona da "callback fonksiyon" denilmektedir.)
Bu mekanizma sayesinde fit, evaluate ve predict metotlari islemlerini yaparken programcinin belirledigi kodlari
calistirabilmektedir. fit, evaluate ve predict metotlarinin callbacks isimli parametreleri vardir. Bu parametrelere
callback gorevini yapacak fonksiyonlar ya da sinif nesneleri (callable nesneler) yerlestirilebilmektedir. Bazi callback
siniflar zaten hazir bir bicimde kitliphanede bulunmaktadir. Bu nedenle programcinin kendi callback siniflarini
yazmasi genellikle gerekmemektedir. Ancak programci isterse kendi callback siniflarini da yazabilir. Biz burada 6nce
hazir birkag callback sinifini ele alacagiz sonra da calback siniflarinin nasil yazilacagi hakkinda bir 6rnek verecegiz.
Diger callback siniflari icin Keras doklimanlarina basvurulabilirsiniz. Keras'taki tiim callback siniflar
tensorflow.keras.callbacks modiilindeki Callback isimli siniftan tiretilmis durumdadir.
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History isimli callback sinif kayit islemi yapmaktadir. Ornegin biz bu History isimli callback sinif yoluyla egitim
sirasinda fit metodunun bizim icin birtakim kayitlari tutmasini saglayabiliriz. Biz de fit metodunun ¢alismasi bittikten
sonra bu kayitlari alip kullanabiliriz. Aslinda bizim fit islemi sirasinda kayit tutmak icin bir History callback nesnesini fit
metodunun callbacks parametresine gecirmemize gerek de yoktur. Clinki fit metodu zaten bu kayitlari otomatik
olarak tutup bize History nesnesi biciminde vermektedir. Yani History callback nesnesi zaten fit metodu tarafindan
yaratilip bize geri donlis degeri biciminde verilmektedir. Biz fit metodunun yaptig kayitlari fit metodunun geri donis
degerinden alarak kullanabiliriz. Ornegin:

hist = model.fit(training_set_x, training_set_y, batch_size=30, epochs=100)

History nesnesinin history isimli 6rnek 6zniteligi dict tirlindendir. Bu sézliik nesnesinin anahtarlari "elde edilecek
bilginin isimlerini", degerleri de her epoch icin ilgili degerleri bize vermektedir. history 6rnek 6zniteligi ile biz verilen
sozllikte her zaman "loss" ve "val_loss" isimli iki anahtar bulunmaktadir. Bu s6zIGgln diger anahtarlari ise bizim
compile metodunda metrics parametresiyle verdigimiz metrik isimlerinden olusacaktir. Ornegin yukaridaki model
soyle konfigire edilmis olsun:

model.compile(optimizer="adam', loss="'binary_crossentropy', metrics=['binary_accuracy'])

Bu durumda history nesnesinin keys metodu bize dort anahtar verecektir:

In [38]: hist.history.keys()
Out[38]: dict_keys(['loss', 'binary_accuracy', 'val_loss', 'val_binary_accuracy'])

Burada basi "val_" ile baslayan anahtarlar epoch sonrasindaki sinama islemlerinden elde edilen degerleri, basi "val_"
ile baslamayan anahtarlar ise dogrudan egitim veri kiimesine iliskin degerleri belirtmektedir. Bu anahtarlari biz
sozlige verdigimizde sézliik bize her epoch sonrasindaki ilgili degeri bir liste biciminde vermektedir. Ornegin burada
100 epoch uygulandigina gore bu listenin elemanlari 100'lik olacaktir.

Epoch numaralarini da History nesnesinin icerisindeki epoch 6zniteliginden elde edebiliriz. Nesnenin epoch 6zniteligi
bir liste biciminde tiim epoch numaralarini vermektedir. Grafik gizerken epoch degerleri sinifin bu 6rnek
Ozniteliginden girilebilir.

Bu durumda biz fit isleminde her epoch'tan elde edilen metrik degerlerinin grafigini soyle cizdirebiliriz:
import pandas as pd
df = pd.read_csv('diabetes.csv')

dataset x = df.iloc[:, :-1].to_numpy()
dataset y = df.iloc[:, -1].to_numpy()

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test split(dataset_x, dataset_y)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Diabetes')

model.add(Dense(64, activation='relu', input_dim=dataset_x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()
model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
hist = model.fit(training_dataset_x, training_dataset_y, batch_size=32, epochs=100,

validation_split=0.2)
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import matplotlib.pyplot as plt

figure = plt.gcf()

figure.set_size inches((15, 5))
plt.title('Loss - Epoch Graphics"')
plt.xlabel('Epoch')

plt.ylabel('Loss")

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

figure = plt.gcf()

figure.set_size inches((15, 5))

plt.title('Binary Accuracy - Epoch Graphics')
plt.xlabel('Epoch')

plt.ylabel('Binary Accuracy')

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_ accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()
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Pekiyi history bilgilerine neden gereksinim duyulmaktadir? iste modeli egitirken en uygun epoch degerini
belirlemede bu grafiklerden faydalanabiliriz. Clinkt grafikler ¢izildiginde belli epoch degerlerinden sonra anomaliler
gozle gorilebilmektedir. Ayni zamanda grafiklerden hangi epoch degerinden sonra artik epoch'u artirmanin bir fayda
saglamadigl da goriilebilmektedir. Ayrica yukaridaki grafikler bize epoch kaynakli overfit durumu hakkinda da bilgi
verebilmektedir. Ornegin epoch degerini 100'den 1000'e ¢ikartarak grafikleri yeniden olusturalim:
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Loss - Epoch Graphics
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Gorduglniz gibi 100 civarinda bir epoch'tan sonra egitim verilerinin verdigi metrik degerleriyle sinama verilerinin
verdigi metrik degerler birbirinden kopmaya baslamistir. Bu olguya "overfitting" denilmektedir. Overfitting olgusu
ileride ayri bir baslikta ele alinacaktir.

CSVLogger isimli callback sinifi tipki History sinifi gibi epoch temelinde kayit yapmaktadir. Ancak History sinifindan
farkli olarak bu kayitlari bir CSV dosyasina yazar. Ornegin:

csv_callback = CSVLogger('diabetes.csv')
hist = model.fit(training set_x, training_set_ y, batch_size=30, epochs=500,
callbacks=[csv_callback])

Burada CSVLogger callback sinifi sayesinde egitim sonucunda elde edilen bilgiler ayni zamanda "diabetes.csv" isimli
dosyaya da yazilacaktir.

Metotlardaki callbacks parametresinin bir liste olduguna dikkat ediniz. Yani biz bu metotlara birden fazla callback
nesnesi gegcirebiliriz.

Diger ¢ok kullanilan hazir callback siniflarindan biri de LambdaCallback isimli siniftir. Bu sinifin __init__ metodu
bizden aldigi fonksiyonlari bazi olaylar gergeklestiginde ¢agirmaktadir. LambdaCallback sinifinin __init__ metodu
soyledir:

tf.keras.callbacks.LambdaCallback(
on_epoch_begin=None,
on_epoch_end=None,
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on_batch_begin=None,
on_batch_end=None,
on_train_begin=None,
on_train_end=None,
**kwargs

)

Metodun parametreleri olaylari anlatmaktadir. Biz bu parametreler icin fonksiyonlar girebiliriz. Ancak bu
parametreler icin girdigimiz fonksiyonlarin da belli parametrelere sahip olmasi gerekmektedir. Asagida metodun
parametreleri i¢in girilecek fonksiyonlarin sahip olmasi gereken parametrelerini bir tablo halinde veriyoruz:

Fonksiyon Parametreler
on_epoch_begin epoch ve logs
on_epoch_end epoch ve logs
on_batch_begin batch ve logs
on_batch_end batch ve logs
on_train_begin logs
on_train_end logs

Buradaki epoch ve batch parametreleri epoch ve batch numaralarini vermektedir. logs parametresi ise bir sozlik
bicimindedir. logs parametreleri tipki History nesnesinde oldugu gibi bize loss ve metrik degerleri verir. logs
parametresinin verdigi loss ve metrik degerler on_xxx_begin fonksiyonlarinda batch ya da epoch baslangicindaki
degerler, on_xxx_end fonksiyonlarinda ise batch ya da epoch sonundaki degerlerdir.

Programci kendisi de (custom) callback sinif yazabilir. Bunun igin sinifini tensorflow.keras.callbacks moduliindeki
Callback sinifindan tiiretmesi gerekir. Eger programci bu Callback sinifindan bir sinif tiretip asagidaki metotlari bu
sinifta tanimlarsa (yani "override" ederse) ilgili islemde bu metotlar ¢agrilacaktir:

on_epoch_begin
on_epoch_end
on_batch_begin
on_batch_end
on_train_begin
on_train_end

Ornegin:
from tensorflow.keras.callbacks import Callback

class MyCallback(Callback):
def on_epoch_begin(self, epoch, logs):
print('epoch {} begins...'.format(epoch))

def on_epoch_end(self, epoch, logs):
print('epoch {} ends...'.format(epoch))

my callback = MyCallback()

hist = model.fit(training_dataset_x, training_dataset_y, batch_size=32, epochs=10,
validation_split=0.2, callbacks=[my_callback])

eval_result = model.evaluate(test_dataset_x, test_dataset_y)

Genel olarak buradaki metotlarin parametrik yapilari tensorflow.keras.callbacks. Callback sinifinda asagidaki bicimde
belirtilmistir. Programcinin metotlarini yazarken bu parametrik yapilara uymasi gerekir:

class Callback(object):
def __init_ (self):
self.validation_data = None
self.model = None
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def set_params(self, params):
self.params = params

def set_model(self, model):
self.model = model

def on_epoch_begin(self, epoch, logs=None):
pass

def on_epoch_end(self, epoch, logs=None):
pass

def on_batch_begin(self, batch, logs=None):
pass

def on_batch_end(self, batch, logs=None):
pass

def on_train_begin(self, logs=None):
pass

def on_train_end(self, logs=None):
pass

Metotlardaki batch parametresi o andaki batch uzunlugunu, epoch parametresi ise o andaki epoch numarasini
belirtmektedir. logs parametresi ise yine metrik degerlerinin bulundugu biz s6zIik nesnesidir.

Verilerin Kullanima Hazir Hale Getirilmesi Siirecinde Ozellik Olgeklendirmesi (Feature Scaling)

Biz daha 6nce verilerin kullanima hazir hale getirilmesi siirecini cesitli alt bashklar halinde gruplandirmistik. iste bu alt
basliklardan "veri dénistirmesi (data transformation)" grubundaki dnemli bir teknik de "6zellik 6lceklendirmesi
(feature scaling)" denen tekniktir. Eger bir veri tablosundaki situnlarda bulunan degerlerin mertebeleri birbirinden
cok farkli ise yapay sinir aglarinin bu durumlarda basarisi diismektedir. Verilerin farkli mertebelere sahip olmasi ayni
zamanda "ge¢ yakinsama" sorunlari da olusturmaktadir. Ornegin bir evin fiyatinin tahmin edilmesi érneginde
stunlarin birinde evin kira geliri 1000'li mertebede iken diger bir siitunda bulunan evin yasi cok kiictk bir
mertebededir.

Ozellik 6lceklendirmesinin neden gerektigi sezgisel olarak da anlasilabilir. Bir nérona giren degerlerin agirliklarla
carpilarak toplandigini biliyorsunuz. Bu durumda ytiksek mertebedeki degerler diisiik mertebedeki degerlerin etkisini
azaltabilecektir degil mi? Tabii 6zellik 6lceklendirmesi yalnizca yapay sinir aglarinda degil makine 6grenmesinin diger
bazi konularinda da uygulanan bir tekniktir. Ancak "rassal ormanlar (random forest)", "karar agaclari (decision trees)
gibi bazi makine 6grenmesi yontemlerinde 6zellik 6lceklendirmesine gerek duyulmamaktadir.

Standart Olgekleme (Standard Scaling): Bu ydntemde siitunun ortalamasi ve standart sapmasi bulunur. Sonra
stitundaki her deger ortalamadan ¢ikartilip standart sapmaya boélinerek yeniden siituna yazilir.

Y — %

U'K

IJ/“I:

Animsayacaginiz gibi aslinda bu islem farkl ortalama ve standart sapmaya iliskin normal dagilim degerlerinin
standart normal dagilim degerlerine (ortalamasi 0, standart sapmasi 1 olan normal degerlerine) donlstirilmesiigin
de kullanildigini biliyorsunuz. Bu nedenle bu yénteme "6zelliklerin standart hale getirilmesi (feature
standardization)" de denilmektedir.

Bu islemi asagidaki matris icin NumPy'da yapalim:
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import numpy as np

def standard_scale(dataset):
for col in range(dataset.shape[1]):
coldata = dataset[:, col]
dataset[:, col] = (coldata - np.mean(coldata)) / np.std(coldata)

Simdi asagidaki yazdigimiz fonksiyonu test edelim. Asagidaki gibi bir "test.csv" dosyasi bulunuyor olsun:

1,10,13400
2,12,14200
4,4,15000
2,6,12000
4,6,11700
8,9,14200
3,1,34444

Test islemini sdyle yapabiliriz:

dataset = np.loadtxt('test.csv', delimiter=",")
standard_scale(dataset)
print(dataset)

Sonug da soyle olacaktir:

[-1.14096529 ©.90267093 -0.40588721]
[-0.67115606 1.47709789 -0.29838776]
[ ©.26846242 -0.82060994 -0.19088831]
[-0.67115606 -0.24618298 -0.59401125]
[ ©.26846242 -0.24618298 -0.63432354]
[ 2.14769938 ©.61545745 -0.29838776]
[-©.20134682 -1.68225038 2.42188583]]

Bu islem aslinda daha pratik bir bicimde sklearn.preprocessing modiliindeki StandardScaler sinifiyla
yapilabilmektedir. Bu sinif tiiriinden bir nesne yaratip fit_transform islemi ile doniistiirmeyi yapabiliriz.

from sklearn.preprocessing import StandardScaler

ss = StandardScaler()
scaled_dataset = ss.fit_transform(dataset)
print(scaled dataset)

Bu islemden de ayni ¢ikti elde edilmistir:

[-1.14096529 ©.90267093 -0.40588721]
[-9.67115606 1.47709789 -0.29838776]
[ ©.26846242 -0.82060994 -0.19088831]
[-0.67115606 -0.24618298 -0.59401125]
[ ©.26846242 -0.24618298 -0.63432354]
[ 2.14769938 ©.61545745 -0.29838776]
[-9.20134682 -1.68225038 2.42188583]]

Aslinda bu islemleri tek adimda fit_transform ile yapmak yerine dnce fit sonra transform biciminde iki adimda da
yapabilirdik. Ornegin:

import numpy as np
from sklearn.preprocessing import StandardScaler

ss = StandardScaler()

ss.fit(dataset)

scaled_dataset = ss.transform(dataset)
print(scaled_dataset)
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Burada fit metodu 6nce veri tablosundaki siitunlarin ortalamalarini ve standart sapmalarini heaplayarak sinifin
mean_ ve scale_ isimli 6rnek 6zniteliklerinde saklamakta transform metodu da bu degerlerden hareketle standart
Olgeklendirmeyi yapmaktadir.

Standart 6lceklendirme situnlarin normal dagihima uydugu durumlarda uygulanmasi tavsiye edilen bir tekniktir.
Situnlarin bu bicimde standart hale getirilmesi sonucunda degerlerin belli bir aralikta dlceklendirilmedigine ancak
bliylk 6lclide 0 degerinin etrafinda kiimelendirildigine dikkat ediniz.

Olgeklendirme konusunda dikkat edilmesi gereken &nemli bir nokta veri kiimesini dnce "egitim" ve "test" biciminde
ayirdiktan sonra 6lceklendirmenin yapilmasi gerekliligidir. Test veri kiimesi de evaluate metodu ile test islemi
yapiimadan 6nce oOl¢eklendirilmis olmalidir. Ancak test veri kiimesinin 6l¢ceklendirilmesinde egitim veri kiimesindeki
Olgeklendirme bilgileri kullanilmalidir. Yani 6nce biz train_test_split ile veri kimemizi "egitim" ve "test" biciminde
ayristirmaliyiz. Daha sonra da "egitim" veri kiimesini 6lceklendirip bu 6lgeklendirme bilgisini "test" veri kiimesinin
olceklendirmesinde kullanmaliyiz. Bu nedenle uygulamada 6lgeklendirme sirasinda fit ile transform islemini ayirmak,
fit islemini egitim veri kimesi i¢in bir kez yapip transform islemini hem egitim veri kiimesi icin hem de test veri
kiimesi icin yapmak daha uygun bir yontemdir. Simdi standart 6l¢eklendirmeyi bu bicimde "diabetes.csv" dosyasi
Gzerinde yapalim:

import numpy as np
from sklearn.model selection import train_test_split
from sklearn.preprocessing import StandardScaler

dataset = np.loadtxt('diabetes.csv', skiprows=1, delimiter=",")
dataset_x = dataset[:, :-1]

dataset_y = dataset[:, -1]

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test_split(dataset_x, dataset_y, test_size=0.2)

ss = StandardScaler()

ss.fit(training_dataset_x)

scaled_training_dataset_x = ss.transform(training_dataset_x)
scaled_test_dataset_x = ss.transform(test_dataset_x)

Biz burada yalnizca test amagli olarak "diabetes.csv" lizerinde standart 6lceklendirme yaptik. Yukarida da
belirttigimiz gibi standart 6lceklendirme situn verilerinin normal dagildigi durumlarda tercih edilmesi gereken bir
tekniktir. Dolayisiyla "diabetes.csv" stitunlarinin normal dagildigini bilmedikten sonra bu teknigi kullanmamamiz
gerekir. Pekiyi acaba bu siitunlardaki verile gercekten normal dagiliyor mu, histogram cizerek bakalim. Bu
histogramlari DataFrame sinifinin hist metodunu kullanarak ¢ok daha kolay ¢izebiliriz:

import pandas as pd

df = pd.read_csv('diabetes.csv')
df.iloc[:, :-1].hist(figsize=(10, 8))

Elde edilen histogramlar soyledir:
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Burada situnlarin bazilarinin normal dagilima benzedigini ancak bazilarinin ise benzemedigini gértiyorsunuz. Normal
dagilmayan sttunlarin bulundugu veri tablolarinda standart 6lceklendirme yapmak uygun degildir.

Olgeklendirmede diger 6nemli bir nokta da eger veriler dlgeklendirme ile olusturulmussa predict islemi yapilirken
predict metoduna gecirilecek degerlerin de ayni ortalama ve standart sapma degerleriyle 6lceklendirmeye sokulmasi
gerektigidir. Ornegin:

predict_result = model.predict(ss.tranform(predict_data))

Burada ss daha 6nce egitim verileriyle fit ya da fit_transform yapilmis StandardScaler nesnesini belirtmektedir.

Min-Max Olgeklendirmesi: Bu 6lceklendirmede siitunun en kiigiik ve en biiyiik elemanlari bulunur. Bu elemanlara
gore Olgeklendirme yapilir:

X —'Yﬂl\q
ju\i X _—

'Xrung oo Xt‘“lf\

Buradan elde edilen degerler her zaman [0, 1] arasinda olacaktir. Min-Max 6lceklemesini yapan fonksiyonu soyle
yazabiliriz:

import numpy as np

def minmax_scale(dataset):
maxcol = np.max(dataset, axis=0)
mincol = np.min(dataset, axis=0)
diff = maxcol - mincol
for col in range(dataset.shape[1]):
dataset[:, col] = (dataset[:, col] - mincol[col]) / diff[col]

dataset = np.loadtxt('test.csv', delimiter="',")
minmax_scale(dataset)
print(dataset)

Kodun calistirilmasi sonucunda soyle bir ¢ikti elde edilmistir:
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[[e. 0.81818182 0.07474499]
[0.14285714 1. 0.1099191 ]
[0.42857143 ©.27272727 ©.14509321]
[0.14285714 ©.45454545 ©.01319029]
[0.42857143 ©.45454545 0. ]
[1. ©.72727273 ©.1099191 ]
[0.28571429 O. 1 11

sklearn.preprocessing moduliindeki MinMaxScaler sinifi bu islemi otomatik olarak yapmaktadir. Sinifin kullanimi
tamamen StandardScaler sinifinda oldugu gibidir. Once MinMaxScaler sinifi tiiriinden bir nesne yaratilir. Ondan
sonra sinifin fit ve transform metotlari cagrilir. Yine istenirse bu iki islem fit_transform metodu ile tek hamlede de
yapilabilmektedir. Ornegin:

import numpy as np

from tensorflow.keras import Sequential

from tensorflow.keras.layers import Dense

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import MinMaxScaler

dataset = np.loadtxt('diabetes.csv', skiprows=1, delimiter=',")
dataset_x = dataset[:, :-1]

dataset_y = dataset[:, -1]

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test split(dataset_x, dataset_ y,

test _size=0.20)

mms = MinMaxScaler()

mms.fit(training_dataset_x)

scaled_training_dataset_x = mms.transform(training_dataset_x)
scaled_test_dataset x = mms.transform(test_dataset x)

model = Sequential(name='Diabetes')

model.add(Dense(64, input_dim=8, activation='relu', name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1, activation='sigmoid', name='Output'))

model.compile(optimizer="adam', loss='binary crossentropy', metrics=['binary_accuracy'])

hist = model.fit(scaled_training_dataset_x, training_dataset_y, batch_size=32, epochs=100,
validation_split=0.2)

import matplotlib.pyplot as plt

figure = plt.gcf()

figure.set_size_inches((15, 5))

plt.title('Loss - Epoch Graphics")

plt.xlabel('Epoch")

plt.ylabel('Loss")

plt.plot(range(l, len(hist.history['loss']) + 1), hist.history['loss'])
plt.plot(range(l, len(hist.history['val loss']) + 1), hist.history['val_loss'])
plt.legend(['Loss', 'Validation Loss'])

plt.show()

figure = plt.gcf()

figure.set_size_inches((15, 5))

plt.title('Binary Accuracy - Epoch Graphics")
plt.xlabel('Epoch')

plt.ylabel('Binary Accuracy')

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend([ 'Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
128



eval result = model.evaluate(scaled test dataset x, test dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

Elde edilen ciktilar sdyledir:
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loss: ©0.48281770944595337
binary_accuracy: ©.7857142686843872

Buradan elde ettigimiz degerleri Min-Max 6lceklemesi yapilmadan elde edilen degerlerle kiyaslayalim. Olgekleme
yapmadan elde ettigimiz degerler soyleydi:

loss: ©.5974747538566589
binary_accuracy: 0.6623376607894897]

Gorduglniz gibi Min-Max Olgeklemesi modeli %13 civarinda iyilestirmistir.

Mutlak Max Olgeklendirmesi (Absolute Max Scaling): Bu dlgeklendirmede siitundaki degerler siitunun en biyiik
degerinin mutlak degerine bolinerek donistirilmektedir:

X
Yenix = —————
|max(x)|

Bu islem sonucunda degerlerin [min, 1] araliginda 6lceklendirildigine dikkat ediniz. Eger tim degerler pozitif ise bu
Olgeklendirme Min-Max 6l¢ceklendirmesine benzemektedir. Mutlak Max 6lceklendirmesi sklearn.preprocessing.
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MaxAbsScaler sinifiyla temsil edilmistir. Sinifin kullaniimasi benzer bicimdedir. Ornegin en son érnekte kullandigimiz
"test.csv" dosyasindaki situnlari mutlak max dlgeklendirmesiyle 6lgeklendirelim:

import numpy as np
from sklearn.preprocessing import MaxAbsScaler

dataset = np.loadtxt('test.csv', delimiter=",")
mas = MaxAbsScaler()

scaled_dataset = mas.fit transform(dataset)
print(dataset)

print()

print(scaled_dataset)

Kodun ciktisi sdyle olacaktir:

[[1.0000e+00
[2.0000e+00 1.2000e+01 1.4200e+04]
[4.0000e+00 4.0000e+00 1.5000e+04 ]

1.0000e+01 1
1 1
4 1
[2.0000e+00 6.0000e+00 1.2000e+04]
6 1
9 1
1 3

.3400e+04 ]

[4.0000e+00 6.0000e+00 1.1700e+04]
[8.0000e+00 9.0000e+00 1.4200e+04]

[3.0000e+00 1.0000e+00 3.4444e+04]]
[[0.125 ©.83333333 0.38903728]
[0.25 1. 0.41226338]
[0.5 ©.33333333 0.43548949]
[0.25 0.5 0.34839159]
[0.5 0.5 0.3396818 ]
[1. .75 0.41226338]
[0.375 ©.08333333 1 11

Yukarida da belirttigimiz gibi eger stitun verileri normal dagiimissa standart 6lgeklendirme daha uygun olmaktadir.
Boyle bir normallik s6z konusu degilse ve slitundaki verilerin en bliylik degeri dnceden biliniyorsa Min-Max
Olgeklendirmesini kullanmak uygun olur. Biz de kursumuzda hep bu iki 6lceklendirmeyi kullanacagiz.

Yapay Sinir Aglarinin Egitilmesinde Overfitting ve Underfitting Olgulari

Yapay sinir aglarinin egitilmesinde ¢ok karsilasilan iki terim "overfitting" ve "underfitting" terimleridir. Overfitting
kabaca modelin "egitim veri kimesinde iyi performans gosterdigi halde sinama ve test veri kiimelerinde distk bir
performans gostermesi" anlamina gelmektedir. Yani egitim sirasinda model bir seyi 6grenmis olabilir ancak 6grendigi
sey bizim arzu ettigimiz sey olmayabilir. (Ornegin derste ¢oziilen sorularin aynisini ¢ézebilen ama derste ¢oziilmeyen
sorularda ayni basariy1 gosteremeyen bir 6grenci disliniin. Bu 6grenciye derste ¢oziilen sorular sorulursa o ¢ok
basarili olacaktir. Ancak ayni konuyla ilgili derste ¢oziilmeyen sorular soruldugunda basarisi diisecektir. Bu durumda
Ogrencinin konuyu iyi bir bicimde 6grendigini sdyleyebilir miyiz?) Overfitting olgusunu sinyal-girilti (singal-noise)
teorisiyle de aciklayabiliriz. Egitim verilerimizde 6grenilmesi gereken kaliplar "sinyallerdir" ancak bu sinyallarin
arasinda "gurultller" de vardir. Eger modelimiz sinyalleri degil de giriltileri 6grenme egilimindeyse overfitting
olusmaktadir.

Pekiyi overfitting olusturan kaynaklar nelerdir? iste overfitting cesitli nedenlerden dolayi olusabilmektedir. Bazi
overfitting durumlari modelin dogru bir bicimde olusturulamamasindan kaynaklanirken bazi overfitting durumlari ise
egitim verilerinin uygun bicimde olusturulamamasindan kaynaklanabilir. Egitim sirasinda fazla epoch uygulamak da
overfitting olgusuna yol acabilmektedir.

Ornegin modelin ¢ok fazla parametreye sahip olmasi overfitting sorununa yol agabilmektedir. Bu durumda model
parametrelerinin (yani "w" degerlerinin) toplam sayisinin ¢esitli tekniklerle distrilmesi gerekebilir. Yukarida da
belirttigimiz gibi modelin egitilmesi sirasinda fazla epoch uygulamak da overfitting durumuna yol agabilmektedir.
Eger overfitting epoch temelli olarak ortaya ¢ikiyorsa veri bilimcisinin egitimi uygun bir epoch'ta kesmesi gerekir.
Keras kiitliphanesi belli kosullarda egitimin sonlandirilmasina (early stopping) izin vermektedir.
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Egitim veri kimesinin uygun secilmis olmamasi da overfitting sorununa yol acabilmektedir. Egitim veri kiimesi yanl
(bias) bir bicimde segilmis olabilir. Bu durumda egitim sirasinda ag 6grenmesi gerekenleri degil baska seyleri
ogreniyor olabilir. Yanhlik disinda egitim veri kiimesinin degiskenliginin (variance) disik olmasi da bir "overffting"
kaynagini olusturabilmektedir. Clinki diisik degiskenlik (low variance) ana kiitlenin iyi bir bicimde temsil
edilememesi anlamina gelmektedir.

Pekiyi "overfitting" durumunu nasil anlariz? iste egitim sirasinda egitim verilerinin verdigi metrik degerler iyilesirken
bu iyilesme sinama verilerinde géziikmUiyorsa yani egitim verilerinin kendisinden elde edilen basari sinama sirasinda
ortaya ¢ikmiyorsa bu durumda bir "overfitting" stiphesi akla gelmelidir. Bu nedenle egitim sirasinda egitim
kiimesinden elde edilen metrik degerlerle sinama kiimesinden elde edilen metrik degerlerin belli bir uyumda olup
olmadiginin bir bicimde kontrol edilmesi gerekmektedir. Bu kontroliin gézle yapilmasi kolaydir. Biz Keras'ta egitim
sirasinda fit metodunun verdigi history nesnesinden hareketle egitim verileri ve sinama verileri icin elde edilen
metrik degerlerin grafigini birlikte cizebiliriz. Grafikteki ayrismayi bu yolla gorebiliriz.

Overfitting olgusunun tersine "underfitting" denilmektedir. Underfitting olgusu da yine modelin yanlis
olusturulmasindan ve egitim veri kiimesindeki sorunlardan kaynaklaniyor olabilir. Ornegin 6zelliklerin (yani tablo
sttunlarinin) yanhs ve eksik segilmesi, modeldeki néronlarin sayisinin azligi, yanlis optimizasyon algoritmalarinin ve
loss fonksiyonlarinin kullanilmasi modelin yanlis olusturulduguna iliskin akla gelen en dnemli unsurlardir. Ote yandan
nasil disiik varyans overfitting durumuna yol aglyorsa yiiksek varyans da underfitting durumuna yol agabilmektedir.
Egitim veri kimesindeki ylksek varyanstan dolayr metrik degerler bir tlrli iyilesemeyebilir. Egitim veri kiimesinin
azligi, egitim verilerinin ylksek bir entropide olmasi da 6nemli underfitting kaynaklarindandir. Underfitting olgusunu
yine sinyal-glirlilt teorisiyle aciklayabiliriz. Eger girilti sinyalden ¢ok daha fazla ise bu durumda sinyal bir tirli elde
edilemeyecektir.

Regresyon Kavrami ve Regresyon Modellerinin Siniflandirilmasi

Girdi ile ¢iktr arasinda iliski kurma siirecine istatistikte "regresyon" denilmektedir. Girdiyle ¢ikti arasindaki iliski bir
fonksiyonla ifade edilebildigine gére regresyon stirecini de biz aslinda girdi ile ¢ikti arasindaki iliskiyi belirten uygun
bir fonksiyonun bulunmasi siireci olarak ele alabiliriz. Matematiksel bicimde agiklarsak regresyon aslinda y = f(x)
biciminde bir f fonksiyonun bulunmasi siirecidir. (Burada x ve y birer vektor olarak dusinilmelidir. Yani x bir tane
degil xo, X1, ... X» biciminde n tane olabilecegi gibi y de bir tane degil y,, y1, ... ym biciminde m tane olabilir.)

Pekiyi girdi ile ¢ikti arasinda iliski kurmanin amaci ne olabilir? Stiphesiz en 6nemli amacg kestirimde bulunmaktir.
Ornegin elimizde birtakim ge¢mis veriler vardir. Biz de gelecekteki durumun ne olabilecegiyle ilgili karar vermek
isteyebiliriz. Bu durumda gelecekteki verileri regresyon sonucunda buldugumuz f fonksiyonuna girdi yaparak sonucu
elde ederiz. Biz kursumuzda girdiler yoluyla giktilarin tahmin edilmesine yénelik problemlere "regresyon problemleri"
diyecegiz.

Regresyon problemlerinin ¢6ziimi icin degisik yontemler kullanilmaktadir. istatistiksel regresyon analizi makine
o6grenmesinin popller hale gelmesinden ¢ok dnceleri uygulanan ve oldukca bilinen bir teknikler toplulugudur. Ancak
makine 6grenmesinde istatistiksel regresyon analizinin disinda kullanilan baska 6zel teknikler de bulunmaktadir.
Ornegin yapay sinir aglari da aslinda bir regresyon siirecidir ve regresyon problemlerinde kestirim amaciyla
kullanilmaktadir.

Regresyon modelleri ve problemleri istatistikte ¢esitli bicimlerde siniflandirilabilmektedir. Maalesef herkesin hemfikir
oldugu bir siniflandirma bicimi yoktur. Biz burada regresyon modellerini tipik olarak bazi alt basliklarla
siniflandiracagiz. Regresyon sonucunda elde edilecek fonksiyonun genel yapisina goére regresyon modelleri tipik
olarak asagidaki gibi siniflandiriimaktadir:

- Dogrusal Regresyon (Linear Regression): Girdi ¢ikti arasindaki iliskinin dogrusal oldugu kabuliiyle yapilan regresyon
sirecine denilmektedir. Yani dogrusal regresyonla girdi ile ¢ikti arasinda dogrusal bir fonksiyon bulunmaya calisilir.
Ornegin:
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Burada diizlemde cesitli noktalari ortalayan bir dogru elde edilmistir. Bu dogru aslinda noktalarin dogruya
uzakliklarinin en kiiclik oldugu dogrudur ve istatistikte bu dogrunun elde edilmesi yontemine "en kii¢lik kareler"
yontemi denilmektedir. istatistiksel dogrusal regresyon kursumuzda ileride ele alinmaktadir.

Dogrusal regresyonda girdi (yani bagimsiz degisen) bir tane ve ¢ikti da (bagimli degisken) bir tane ise buna "basit
dogrusal regresyon" denilmektedir. Tabii gercek yasama iliskin problemlerde genellikle girdi bir tane olmaz. Ornegin
bizim kullandigimiz veri tablolarindaki 6zellikler (stitunlar) girdileri olustururlar. Béylece regresyon modelinde ¢ok
sayida girdi s6z konusu olur. iste eger dogrusal regresyonda girdiler (yani bagimsiz degiskenler) birden fazla ise buna
"coklu dogrusal regresyon (multiple linear regression)" denilmektedir. Dogrusalligin degisken sayisi ile ilgili
olmadigina degiskenlerin dereceleri ile ilgili olduguna dikkat ediniz. Ornegin n tane degisken iceren dogrusal bir
fonksiyonun genel bigimi soyledir:

f(X) = a1X1 + axX2 + asXz + ... + anXn + b
Biz bu dogrusal fonksiyonu vektorel bicimde sdyle de ifade edebiliriz:
f(X) = AX

Burada A bir satir vektorini X ise bir stitun vektorini belirtmektedir. Aslinda AX isleminin bir "dot product"
olusturduguna dikkat ediniz.

iki boyutlu diizlemde tek degiskenli dogrulara biz cok asinayiz. Burada eksenlerden biri bagimsiz degiskeni digeri ise
bagimh degiskeni belirtir. Eger bagimsiz degisken iki tane ise dogru denklemi de bir dogru degil bir diizlem belirtir
hale gelir. Dlizlem de li¢ boyutlu uzayda bir dogru gibi distintlmelidir. O halde n boyutlu uzayin n — 1 degiskenle
ifade edilebilen bir diizlemi vardir. Burada anlatmak istedigimiz sey dogrusalligin genel prensiplerinin degismedigidir.
iki boyutlu uzaydaki tek degiskenli dogrusallikla n boyutlu uzaydaki n — 1 boyutlu dogrusallik ayni prensiplere sahiptir.

- Polinomsal Regresyon (Polynomial Regression): Verilerin grafigini ¢izdigimizde iliskinin dogrusal olup olmadigi
hemen gozle gorilebilmektedir. Bagimsiz degiskenlerin herhangi birinin Gssii 1'den blyikse bu tiir regresyon
modellerine polinomsal regresyon modelleri denilmektedir. Baska bir deyisle polinomsal regresyon asagidaki gibi bir
polinomsal fonksiyonun bulunmasi stirecidir:

f(x) = agx® + a;x + a,x? + apx™

Polinomsal regresyona asagidaki gibi bir 6rnek verebiliriz:
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Alinti Notu: Gorsel https://developpaper.com/polynomial-regression-and-model-generalization-in-machine-learning/ adresinden alinmistir.

Burada s6z konusu noktalardan bir dogru degil bir polinom gecirilmistir. Aslinda polinomsal regresyon eger
katsayilarla degiskenler yer degistirirse dogrusal regresyona benzemektedir:

f(x) = x%q +x'a; + x%a, + x"a,
Polinomsal regresyon kursumuzun ilerleyen boliimlerinde ayri bir baslik halinde ele alinacaktir.

- Dogrusal Olmayan Regresyon (Nonlinear Regression): Her ne kadar polinomlar dogrusal fonksiyonlar degilse de
katsayilarla degiskenler yer degistirdiginde dogrusal gibi ele alinabilmektedir. istatistikte dogrusal olmayan regresyon
denildiginde katsayilarla degiskenler degistirildiginde yine dogrusal olmayan fonksiyonlarin elde edildigi regresyonlar
anlasiilmaktadir. Bu tir fonksiyonalar genel olarak Ustel ifadeler, logaritmik ifadeler, pay ve paydasinda bagimsiz
degiskenlerin bulundugu oransal ifadeler icermektedir.

10

Alinti Notu: Gorsel https://stackoverflow.com/questions/15837763/b-spline-confusion adresinden alinmistir.

Aslinda dogrusal olmayan regresyonlari da elde edilmek istenen fonksiyonlara gore logaritmik regresyon, Ustel
regresyon gibi alt siniflara ayirmak mimkdnddr.

Lojistik Regresyon (Logistic/Logit Regression): Bagimli degiskenin stirekli bir deger almadig, kategorik deger aldig
durumlarda uygulanan regresyonlara lojistik regresyon ya da logit regresyonu denilmektedir. Lojistik regresyon
terimi tipik olarak ¢iktinin 0 ya da 1 gibi ikili degerlere sahip oldugu durumlar igin kullanilmaktadir. (Ornegin cikti "evli
mi bekar mi", "hasta mi saghkli mi", "film iyi mi kot mi" gibi iki secenekten biri olabilmektedir.) Ancak zamanla bu
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terim genisletilmistir. Ciktinin ikiden fazla kategoriye ayrildigi durumlar igin de "ok sinifli lojistik regresyon
(multinomial logistic regression)" terimi kullanilmaktadir. Ayrica "sirali lojistik regresyon (ordinal logistic regression)"
denilen bir lojistik regresyon modelinde girdi ve giktilar kategorik degil siral 6lgeklere iliskin olabilmektedir.

Regresyonlar bagimli ve bagimsiz degisken sayilarina gore de siniflandiriimaktadir:

- Basit Regresyon (Simple Regression): Bagimsiz degisken sayisi bir tane ise budyle regresyonlara basit regresyonlar
denilmektedir.

- Coklu Regresyon (multiple regression): Bagimsiz degisken sayisinin (yani girdilerin) birden fazla oldugu fakat
bagiml degisken sayisinin (yani ¢ciktinin) bir tane oldugu regresyon modelleri icin kullanilan bir terimdir. Ornegin bir
otomobilin 8 6zelliginden onun yakit harcamasinin tahmin edilmek istendigi regresyon modeli coklu regresyon
modelidir. Ya da 6rnegin "diabestes.csv" 6rneginde oldugu gibi kisinin 8 biyomedikal bilgisinden hareketle kisinin
seeker hastasi olup olmadiginin tahmin edilmesi icin olusturulan model de ¢oklu lojistik regresyon modelidir.

- Cok Degiskenli Regresyon (Multivariate Regression): Eger regresyon modelinde bagimli degiskenin sayisi birden
fazlaysa (yani cikti birden fazlaysa) buna da "¢ok degiskenli (multivariate)" regresyon denilmektedir. Ornegin
0grencinin bazi girdi bilgileri olsun (bagimsiz degiskenler) biz de onun sinavda alacagi notu ve ortalama kag saat
uyudugunu tahmin etmek isteyelim. Burada tahmin etmek istedigimiz sey birden fazladir. Stiphesiz cok degiskenli
regresyonlarda giktilar birbirlerinden bagimsiz ve teker teker olarak da ele alinabilirler. O zaman iki farkh ¢oklu
regresyondan soz ederdik. Fakat ¢cok degiskenli regresyonlarda ayni anda birden fazla ¢iktinin degisiminin
belirlenmesi hedeflenmektedir. Yani 6rnegin 15 tane biyomedikal tetkike bakarak biz bir kisinin "diyabetli olup
olmadigin1", "kalp hastasi olup olmadigini", "hipertansiyonunun olup olmadigini" ayri ayri ¢coklu lojistik regresyonla
anlamaya calisabiliriz. Ancak bu Ug hastalik birbirlerini de etkiliyor olabilir. O halde bu t¢ hastaligin birlikte
degerlendirilmesi gerekir. iste bu durum cok degiskenli lojistik regresyon olarak modellenebilir.

Yapay Sinir Aglari ve Derin Aglarla Regresyon Modelleri ile istatistiksel Regresyon Modellerinin Karsilastiriimasi

Yukarida da belirttigimiz gibi aslinda regresyon modellerini ¢c6zmek icin degisik teknikler kullanilabilmektedir.
Kursumuzun ilerleyen zamanlarinda regresyon problemlerinin baska tekniklerle ¢6zim{ Gizerinde de durulacaktir.
Pekiyi yapay sinir aglari ve derin aglar klasik istatistiksel regresyon analizine gore hangi durumlarda avantaj
saglamaktadir? Bu durumlari soéyle ifade edebiliriz:

- Bagimsiz degisken sayisinin (girdi sayilarinin) fazla oldugu durumlarda (6rnegin 25'ten fazla oldugu durumlarda)
- Bagimsiz degiskenler arasinda korelasyonlarin oldugu durumlarda

- Bagimsiz degiskenler arasinda karmasik iliskilerin oldugu durumlarda

- Bagimsiz degiskenlerle bagiml degiskenler arasinda dogrusal olmayan iliskilerin bulundugu durumlarda

- Bagimsiz degiskenlerin bazilarinin kategorik, bazilarinin strekli oldugu durumlarda

- Bagimli degisken sayisinin fazla oldugu ve onlarin arasinda da iliskilerin bulundugu

Bu tir durumlarda istatistiksel regresyon analizleri genellikle sinir agi modellerine gére hem daha disik performans
gostermekte hem daha fazla bilgisayar zamani almakta hem de modellemesi daha zor olmaktadir.

Tabii aslinda klasik istatistiksel regresyon analizi modellerinin yapay sinir aglari ve derin aglardan daha yiiksek
performans gostermesi de s6z konusu olabilmektedir. Ozellikle girdi ile ¢ikti arasindaki iliskilerin cok belirgin oldugu
durumlarda istatistiksel regresyon analizi tercih edilebilmektedir. Yine benzer bicimde elde ¢ok veri oldugu durumda
yapay sinir aglarinin egitilmesi bir sorun olusturabilmektedir. Bu durumlarda istatistiksel regresyonlar yapay sinir
aglarina tercih edilebilmektedir.

Yapay Sinir Aglari ile Olusturulan Regresyon Modellerinde Onemli Parametrelerin Belirlenmesi

Yapay sinir aglarinda ve derin aglarda regresyon modeli olusturulurken genellikle bazi sezgisel yontemler
izlenmektedir. Tabii daha 6nceden de bahsedildigi gibi aslinda veri biliminde genel yaklasim her zaman o andaki
modele ve amaca 6zgli olarak degisebilmektedir. Ancak yine de ¢esitli problem gruplari icin kaba bazi model
belirlemeler s6z konusu olabilmektedir. Bunlari birkag maddede ele almak istiyoruz:
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- Siniflandirma (ya da lojistik olmayan regresyon) problemlerinde genellikle sakli katmanlar icin "relu" aktivasyon
fonksiyonu tercih edilmektedir. Cikti katmani igin ikili siniflandirma problemlerinde "sigmoid", ¢oklu siniflandirma
problemlerinde ise "softmax", lojistik olmayan regresyon problemlerinde ise "linear" aktivasyon fonksiyonlari tercih
edilmektedir.

- Modeldeki optimizer algoritmasi icin genellikle "rmsprop”, "adam" ve "sgd" secilmektedir. Problemden probleme
secilen optimizasyon algoritmalari arasinda performans bakimindan farkliliklar s6z konusu olabilir. Ancak genel
olarak bu optimizasyon algoritmalarinin benzer performanslara sahip oldugunu soyleyebiliriz.

- Modelin loss fonksiyonu icin genellikle ikili siniflandirma modelleri icin "binary_crossentropy", ¢coklu siniflandirma
modelleri icin "categorical_crossentropy" ve lojistik olmayan regresyon modelleri icin de "mse
(mean_squared_error)" tercih edilmektedir.

- Sinama islemi icin kullanilacak metrikler de genellikle ikili siniflandirma modelleri i¢in "binary_accuracy ", coklu
siniflandirma modelleri icin "categorical_accuracy", lojistik olmayan regresyon modelleri icin ise "mae
(mean_absolute_error") secilmektedir.

Regresyon modelleri igin 6zel durumlar haricinde mimari konusunda da genellikle sunlar uygulanmaktadir:

- Model katmanlari "dense" bicimde (yani 6nceki katmandaki tiim néronlarin ¢iktilarinin sonraki katmandaki tiim
noronlara baglanmasi biciminde) olusturulur. Ancak 6zel durumlarda ileride de goéreceginiz gibi baska mimariler de
kullanilabilmektedir.

- Katmandaki néron sayilari 32, 64, 100, 200 gibi orta degerlerde tutulmaktadir.

- Once tek sakli katman denenir, eger performans diisiik kalirsa katman sayisi ikiye, lice, dorde ve duruma gére daha
ylksek derecelere cikartilir. Pek cok problem icin iki sakl katman yeterli olmaktadir. Ancak 6zel problemler icin
ikiden fazla sakli katman gerekebilmektedir.

- Fazla miktarda katmanla hala iyilesme saglanamiyorsa katmanlardaki néron sayilari artirilir.

- Hala yeterli bir performans elde edilmiyorsa bu durumda mimariden, secilen 6zelliklerden (siitunlardan) ya da
egitim icin kullanilan verilerden sliphe edilmelidir.

Yapay Sinir Aglariyla Lojistik Olmayan Regresyon Ornegi: Otomobillerin Mil Basina Yaktiklari Yakiti Tahmin Etme
Simdi lojistik olmayan regresyon problemlerinde ¢ok kullanilan klasiklesmis bir 6rnek tizerinde duracagiz.
Ornegimizdeki veriler 70'li yillarin sonlarina dogru toplanmistir. Dolayisiyla degerler o yillara 6zgtidiir. Simdi asama
asama ornegimizi gerceklestirmeye ¢alisalim.

1) Modelimizde kullanacagimiz veri kiimesini asagidaki baglantidan indirilebilirsiniz:

https://archive.ics.uci.edu/ml/datasets/auto+mpg

Bu baglantidan "auto-mpg.data" ve "auto-mpg.names" isimli dosyalar indirilebilir. Gercek veri dosyasi "auto-
mpg.data" dosyasidir. "auto-mpg.names" dosyasina aciklama bilgileri vardir. Veri kiimesi 8 situndan olusmaktadir:

Aracin Mil basina yaktigi yakitin galon miktari (1 galon 3.78 litredir)
Aracin Silindir Sayisi

Aracin Motor Hacmi

Aracin Beygir Glcu

Aracin Agirhg

Aracin 100 km/h ya ¢ikma suiresi (ivmelenmesi)

Aracin Orijini (Kategorik 1: USA, 2: Europe, 3: Japan)
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Aracin Markasi

Sutunlar dosyada birbirlerinden SPACE karakterleriyle ayrilmistir. Ancak Markadan 6nce bir tane TAB karakteri
bulunmaktadir. Verilerin 6rnek gérinimi séyledir:

1fis.e 8 307.8 130.0 3504. 12,0 76 1 “chevrolet chevelle malibu®
215.0 8 356.0 165.@ 3693. 11.5 701 A "buick skylark 320"
318.0 8 318.0 150.@ 3436. 11.0 70 1 "plymouth satellite"
116.0 8 304.0 150.@ 3433. 12.0 786 1 "amc rebel sst"
517.0 8 302.0 140.@ 3449, 18.5 70 1 "ford torino"
615.0 8 429.0 198.@ 4341. 18.0 701 "ford galaxie 500"
714.@ 8 454.0 220.0 4354 9.8 70 1 "chevrolet impala"
814.0 8 440.0 215.@ 4312. 8.5 786 1 "plymouth fury iii"
914.¢ 8 455.0 225.9 44725, 19.8 70 1 "pontiac catalina"
1815.6 8 390.0 190.0 3850. 8.5 70 1 "amc ambassador dpl"
1115.6 8 383.0 170.0 3563. 19.06 76 1 "dodge challenger se"
1214.0 8 346.0 160.0 3609. 8.0 78 1 "plymouth 'cuda 34"
1315.6 8 400.9 150.0 3761. g5 7819 "chevrolet monte carlo"
1414.6 8 455.0 225.0 3086. 19.06 76 1 "buick estate wagon| (sw)"
1524.6 4 113.0 95.00 2372. 15.8 76 3 "toyota corona mark ii"
16 22.0 6 198.0 95.00 2833. 15.5 78 1 "plymouth duster"
1718.0 6 199.0 97.00 2774. 15.5 78 1 "amc hornet"
1821.0 6 200.0 85.00 2587. 16.0 70 1 "ford maverick"
1927.6 4 97.00 88.00 2130. 14.5 79 3 "datsun pl510"
2026.6 4 97.80 46.00 1835. 2.5 78 2 "volkswagen 1131 deluxe sedan”
2125.6 4 110.9 87.00 2672. 175, 70 2 "peugeot 504"
2224.6 4 187.9 90.00 2430. 14.5 78 2 "audi 100 1s"
2325.6 4 184.9 95.00 2375. 145 70 2 "saab 99e"
2426.6 4 121.e 113.@ 2234. 125 78 2 "bmw 2082"
2521.0 6 199.0 90.00 2648. 15.0 78 1 "amc gremlin"
2610.0 8 366.0 215.0 4615. 14.0 70 1 "ford f250"
2710.0 8 307.0 200.0 4376. 15.0 78 1 "chevy c20"
2811.0 8 318.0 210.0 4382. 13°5 786 1 "dodge d200"
19, 8 304.0 193.0@ 4732. 18.5 70 1 "hi 1200d"
4 97.080 88.00 2130. 14.5 1.3 "datsun pl5ie”
4  140.0 20.00 2264. 15:5 71, 41 "chevrolet vega 2300"
4 113.0 95.00 2228. 14.e 71 3 "toyota corona"
4 98.00 ? 2046. 19.0 71,4 "ford pinto"

Son situndaki otomobil markalarinin bizim i¢cin nemi olmadigini varsayarak bu siitunu atabiliriz. Ayrica dosya
incelendiginde 3'Unci indeksli situnda (bu stitun araglarin beygir gliclerinden olusmaktadir) '?' karakterlerinin
oldugu gériilmektedir. Bu '?' karakterleri ilgili aracin beygir giiciiniin bilinmedigi anlamina gelir. Ornegimizde bu
satirlari tamamen atabiliriz ya da bu eksik veriler igin "imputation" uygulayabiliriz. Simdi dosyayi okuyup bu hazirhk
islemlerini yapalim:

import pandas as pd
df = pd.read_csv('auto-mpg.data', header=None, sep=r'\s+', usecols=range(8))
print(df)

Dosya icerisinde bir baslk kismi olmadigina dikkat ediniz. Okuma sonucunda asagidaki gibi bir DataFrame nesnesi
elde etmis olduk:

2 g a4 5 8

0 1 7
%] 18.0 8 307.0 130.0 3504.0 12.0 70 1
1 15.0 8 350.0 165.0 3693.0 11.5 70 1
2 18.0 8 318.0 150.0 3436.0 11.0 70 1
3 16.0 8 304.0 150.0 3433.0 12.0 70 1
4 17.0 8 302.0 140.0 3449.0 10.5 70 1
393 27.0 4 140.0 86.00 2790.0 15.6 82 1
394 44.0 4 97.0 52.00 2130.0 24.6 82 2
395 32.0 4 135.0 84.00 2295.0 11.6 82 1
396 28.0 4 120.0 79.00 2625.0 18.6 82 1
397 31.0 4 119.0 82.00 2720.0 19.4 82 1

Okuma sirasinda son situnu attigimiza ve siitun isimlerinin numaralardan olustuguna da dikkat ediniz.
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Son situn haricinde dosyadaki tiim verileri okumus olduk. Simdi G¢lni indeksli stitunda '?" ile belirtilmis eksik
verilerin sayilarina bakalim:

In [3]: len(df)

Out[3]: 397
In [4]: (df.iloc[:, 3] == "?").sum()
Oout[4]: 6

Eksik veri iceren yalnizca 6 tane satir vardir. Imputation iglemi yerine bu 6 satiri timden atma yoluna gidebiliriz:
dataset_df = df[df.iloc[:, 3] != '?']

6'inci indeksli stitun olan "arabanin orijini" kategorik 6lcektedir. Bu stitunu "one hot encoding" donistiirmesine
sokalim:

import numpy as np
dataset = pd.get_dummies(dataset_df, columns=[7]).to_numpy(dtype=np.float32)

Artik elimizde eksik verilerden arindiriimis ve np.float32 formatina déndstirilmis bir NumPy dizisi vardir. Simdi veri
kiimesinden x ve y verilerini ayristiralim. Arabanin mil basina yaktigi galon miktarinin veri kiimesinin ilk siitununda
oldugunu animsayiniz:

dataset[:, 1:]
dataset[:, 9]

dataset_x
dataset_y

Simdi veri kimemizi egitim ve test amaciyla ikiye ayiralim:
from sklearn.model selection import train_test _split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test split(dataset x, dataset_ y, test size=0.20)

Veri kimemizdeki stitunlarin mertebeleri arasinda ciddi farklar vardir. Bunun i¢in "6zellik 6lceklendirmesi (feature
scaling)" yapmamiz gerekir. Min-Max 6lgeklemesini tercih edebiliriz:

from sklearn.preprocessing import MinMaxScaler

mms = MinMaxScaler()

mms.fit(dataset x)

scaled_training_dataset_x = mms.transform(training_dataset_x)
scaled_test_dataset_x = mms.transform(test_dataset_x)

Artik modeli kurabiliriz. Modelimizde iki sakli katman olabilir. Sakli katmanlar igin aktivasyon fonksiyonlarini "relu"
¢ikti katmani icin de "linear" alabiliriz. Optimizer algoritmasi olarak yukarida belirttigimiz "sgd", "adam" ya da
"rmsprop" algoritmalarindan herhangi birini segebiliriz. Ornegimizde biz "rmsprop" kullanacagiz. Lojistik olmayan
regresyon modellerinde loss fonksiyonunun genellikle "mse" ve metrik degerin de "mae" olarak alindigini
belirtmistik:

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='AutoMPG")

model.add(Dense(64, input_dim=training dataset_x.shape[1l], activation='relu', name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='linear', name='Output'))
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model.compile( 'rmsprop', loss='mse', metrics=['mae'])
model.summary()

Modelimizin 6zet bilgisi soyledir:

Model: "Auto-MPG"

Layer (type) Output Shape Param
Hidden-1 (Dense)  (None, 64) 60
Hidden-2 (Dense) (None, 64) 4160
Output (Dense) (None, 1) 65

Total params: 4,865
Trainable params: 4,865
Non-trainable params: ©

Artik modelimizi egitebiliriz:

hist = model.fit(scaled_training_dataset_x, training_dataset_y, validation_split=0.2,
batch_size=32, epochs=200)

Egitimden elde ettigimiz history bilgilerine dayanarak epoch temelinde ve metrik degerlerin grafiklerini gizelim:

import matplotlib.pyplot as plt

figure = plt.gcf()

figure.set_size inches((15, 5))
plt.title('Loss - Epoch Graphics")
plt.xlabel('Epoch")

plt.ylabel('Loss")

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

figure = plt.gcf()

figure.set_size inches((15, 5))

plt.title('Mean Absolute Error - Epoch Graphics')

plt.xlabel('Epoch")

plt.ylabel('Mean Absolute Error')

plt.plot(hist.epoch, hist.history['mae’'])

plt.plot(hist.epoch, hist.history['val mae'])

plt.legend([ '"Mean Absolute Error', 'Validation Mean Absolute Error'])
plt.show()
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Loss - Epoch Graphics
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Grafiklerden egitim veri kiimesi ile elde edilen metrik degerlerin sinama veri kiimesi ile elde edilenlerle benzer
oldugunu goriyorsunuz. Bu durum bir overfitting sorununun olmadigini goésteriyor. Biz egitimde 200 epoch kullandik.
Ancak aslinda 75 epoch civarindan sonra performansta bir artma olmamaktadir.

Simdi modelin testini yapalim:

eval _result = model.evaluate(scaled test dataset x, test dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

Soyle bir ¢ikti elde edilmistir:

loss: 9.255475044250488
mae: 2.0870883464813232

Mean absolute error degerinin 2.08 oldugunu goriiyorsunuz. Bu deger gercek degerle tahmin edilen deger arasindaki
ortalama sapmayi belirtmektedir. Yani biz bir kestirim yaptigimizda kestirdigimiz deger gercek degerin ortalama 2.08
kadar uzaginda olabilecektir.

Simdi de kestirim islemini yapalim:

predict _data = np.array([[4., 113., 95., 2228., 14., 71, o0, 0, 1]], dtype='float32')
predict_data = mms.transform(predict_data)

predict_result = model.predict(predict_data)

print(predict_result[e, 0])
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Predict islemi yapilirken de kategorik verilerin yine one hot encoding donistirmesiyle kullanildigina ve kestirilecek
verilerinin yine ayni MinMaxScaler nesnesiyle 6l¢eklendirildigine dikkat ediniz. Buradan su sonug elde edilmistir:

21.865719

Yukaridaki 6rnegin tiim kodlarini biitlin olarak da vermek istiyoruz. Denemeleri bu koddan faydalanarak
yapabilirsiniz:

import pandas as pd

df = pd.read_csv('auto-mpg.data', header=None, sep=r'\s+', usecols=range(8))
print(df)

dataset_df = df[df.iloc[:, 3] != "?']

import numpy as np

dataset = pd.get_dummies(dataset_df, columns=[7]).to_numpy(dtype=np.float32)

dataset_x
dataset_y

dataset[:, 1:]
dataset[:, 9]

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test split(dataset x, dataset_y,test size=0.20)

from sklearn.preprocessing import MinMaxScaler

mms = MinMaxScaler()

mms.fit(dataset x)

scaled_training dataset_x = mms.transform(training_dataset_x)
scaled_test_dataset_x = mms.transform(test_dataset_x)

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Auto-MPG")

model.add(Dense(64, input_dim=training_dataset_x.shape[1l], activation='relu', name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='linear', name='Output'))

model.compile( ' rmsprop', loss='mse', metrics=['mae'])
model.summary()

hist = model.fit(scaled_training_dataset_x, training_dataset_y, validation_split=0.2,
batch_size=32, epochs=200)

import matplotlib.pyplot as plt

figure = plt.gcf()

figure.set_size_inches((15, 5))
plt.title('Loss - Epoch Graphics"')
plt.xlabel('Epoch')

plt.ylabel('Loss")

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()
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figure = plt.gcf()

figure.set_size inches((15, 5))

plt.title('Mean Absolute Error - Epoch Graphics')

plt.xlabel('Epoch")

plt.ylabel('Mean Absolute Error")

plt.plot(hist.epoch, hist.history['mae’'])

plt.plot(hist.epoch, hist.history['val mae'])

plt.legend(['Mean Absolute Error', 'Validation Mean Absolute Error'])
plt.show()

eval result = model.evaluate(scaled test dataset x, test dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

predict_data = np.array([[4., 113., 95., 2228., 14., 71, @0, 0, 1]], dtype="'float32")
predict_data = mms.transform(predict_data)
predict result = model.predict(predict _data)

print(predict_result[0, 0])

Tabii uygulamada kestirim icin degerler kullanici arayliziinden, varitabanlarindan ya da CSV dosyalarindan da
alinabilmektedir. Ornegin kestirilecek degerler "predict-data.csv" isimli bir dosyada asagidaki gibi bulunuyor olsun:

8,307,130,3504,12,70,1
8,350,165,3693,11.5,70,2
8,318,150,3436,11,70,2
8,304,150,3433,12,70, 3
8,302,140,3449,10.5,70,1

Bu dosyayi okuyarak predict islemini séyle yapabiliriz:

predict_df = pd.read_csv('predict-data.csv', header=None)
predict_data = pd.get_dummies(predict_df, columns=[6]).to_numpy()

scaled_predict_data = mms.transform(predict_data)
predict _result = model.predict(scaled predict_data)

for val in predict_result[:, 0]:
print(val)

Soyle bir ¢ikti elde edilmistir:

16.915913
12.904784
13.797576
15.652666
16.953794

Burada bir noktaya dikkat ediniz. Eger kestirilecek verilerdeki kategorik degerler gercek verilerdeki kategorik
degerlerle ayni sayida degilse get_dummies fonksiyonuyla elde ettigimiz DataFrame nesnesinde sorun olusacaktir.
Ornegin "predict-data.csv" dosyasi asagidaki gibi olsun:

8,307,130,3504,12,70,1
8,350,165,3693,11.5,70,1
8,318,150,3436,11,70,2
8,304,150,3433,12,70,1

Simdi biz son slitunu get_dummies fonksiyonu ile "one hot encoding" yapmaya calisirsak get_dummies bize iki siitun
Uretecektir. Halbuki bizim (¢ stituna gereksinimimiz vardir. Bu tiir durumlarda OneHotEncoder sinifinin tercih
edebilirsiniz. OneHotEncoder sinifinin __init__ metodunun categories parametresi ile gercek kategori degerleri
girilebilmektedir. Ornegin:
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predict_data = pd.read_csv('predict-data.csv', header=None).to_numpy()
from sklearn.preprocessing import OneHotEncoder

ohe = OneHotEncoder(categories=[[1, 2, 3]], sparse=False)

ohe _data = ohe.fit_transform(predict_data[:, 6].reshape(-1, 1))
predict_data = np.delete(predict data, 6, axis=1)

predict_data = np.append(predict_data, ohe_data, axis=1)
predict_data = mms.transform(predict_data)

predict_result = model.predict(predict_data)
print(predict_result)

Simdi model bilgilerini saklamak isteyelim. Bunun i¢in Sequential sinifinin save metodunun kullanildigini animsayiniz:
model.save('autompg.h5")

Ancak burada bir noktaya dikkatinizi cekmek istiyoruz. Modeli yiikledikten sonra predict islemi yapmadan 6nce bizim
yine "0zellik 6lgeklendirmesi (feature scaling)" yapmamiz gerekir. Halbuki bunun igin olusturmus oldugumuz
MinMaxScaler nesnesini biz herhangi bicimde diskte saklamadik. Pekiyi bunun icin ne yapabiliriz? iste -"Python
Uygulamalari" kursunda da ele aldigimiz gibi- aslinda sinif nesnelerini iclerindeki verilerle diske bir dosya icerisinde
saklayabiliriz. Bu isleme nesne yonelimli programlama tekniginde "nesnelerin seri hale getirilmesi (object
serialization)" denilmektedir. Python'da nesnelerin seri hale getirilmesi icin pickle isimli standart bir modill
bulunmaktadir. Bu modiildeki dump fonksiyonu nesneyi saklamak icin load fonksiyonu da geri almak icin
kullanilmaktadir. Ornegin:

import pickle

with open('autompg.pickle', 'wb') as f:
pickle.dump(mms, f)

Simdi de "autompg.h5" ve "autompg.pickle" dosyasinda saklamis oldugumuz nesne bilgilerini diskten geri yikleyerek
predict islemi yapalm:

Geri ylkleme isleminin de nasil yapildigini biliyorsunuz:

import numpy as np
from tensorflow.keras.models import load_model
import pickle

model = load_model('autompg.h5")

with open('autompg.pickle', 'rb') as f:
mms = pickle.load(f)

predict _data = np.array([[4., 113., 95., 2228., 14., 71, @, @, 1]], dtype='float32')
predict_data = mms.transform(predict_data)

predict_result = model.predict(predict_data)
print(predict_result[e, 0])

Lojistik Olmayan Regresyon Modeli igin "Boston Housing Prices" Ornegi

Simdi de lojistik olmayan regresyon icin baska bir 6rnek lzerinde calisalim. Boston Housing Prices veri kiimesi
Boston'da 70'li yillarin sonlarina dogru ev fiyatlarinin tahmin edilmesi icin toplanmis verilerden olusmaktadir. Veri
kiimesi https://www.kaggle.com/vikrishnan/boston-house-prices adresinden indirilebilir. Dosyanin genel goriinim
soyledir:

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
142



0.00632 18.00 2.310 © ©.5380 6.5750 65.20 4.0900 1 296.6 15.30 396.90 4.98 24.00
0.02731 8.e0 7.070 © 0.4690 6.4210 78.90 4.9671 2 242.0 17.80 396.90 9.14 21.60
0.02729 @.006 7.070 © 0.4690 7.1850 6l1.10 4.9671 2 242.0 17.80 392.83 4.03 34.70
0.83237 0.00 2.180 © 0.4580 6.9980 45.80 6.0622 3 222.0 18.70 394.63 2.94 33.40
0.06905 0.00 2.180 © 0.4580 7.1470 54.20 6.0622 3 222.0 18.70 396.90 5.33 36.20
0.02985 0.00 2.180 © ©.4580 6.4300 58.70 6.0622 3 222.0 18.70 394.12 5.21 128.70
©.08829 12.50 7.870 © 0©.5240 6.0120 66.60 5.5605 5 311.0 15.20 395.60 12.43 22.90
©.14455 12.50 7.870 © ©.5240 6.1720 96.10 5.9505 5 311.0 15.20 396.90 19.15 27.10
0.21124 12.50 7.870 © ©.5240 5.6310 100.00 6.0821 5 311.6 15.20 386.63 29.93 16.50
0.17004 12.50 7.870 © 0.5240 6.0040 85.90 6.5921 5 311.0 15.20 386.71 17.10 18.90
0.22489 12.5@¢ 7.870 © 0.5240 6.3770 94.30 6.3467 5 311.6 15.20 392.52 20.45 15.00
©.11747 12.5@ 7.870 © ©.5240 6.0090 82.90 6.2267 5 311.6 15.20 396.90 13.27 18.90
0.09378 12.50 7.870 © ©.5240 5.8890 39.00 5.4509 5 311.e 15.20 3%9e.50 15.71 21.7@
0.62976 ©.00 8.140 © ©0.5380 5.9490 61.80 4.7075 4 307.0 21.00 396.90 8.26 20.40
0.63796 ©.00 8.140 © ©.5380 6.0960 84.50 4.4619 4 307.0 21.00 380.62 10.26 18.20
0.62739 ©.006 8.140 © ©.5380 5.8340 56.50 4.4986 4 307.0 21.00 395.62 8.47 19.90
1.95393 ©.00 8.140 © ©.5380 5.9350 29.30 4.4986 4 307.0 21.00 386.85 6.58 23.1@
©.78420 ©.00 8.140 © 0.5380 5.99e@ 81.70 4.2579 4 307.0 21.00 386.75 14.67 17.50

Dosyada stiitunlarin bosluk karakterleriyle birbirlerinden ayrildigini gériyorsunuz. Dosyanin son slitunu evin 1000
dolar cinsinden fiyatini belirtmektedir. Biz burada diger stitun 6zelliklerinin neler oldugu tzerinde durmayacagiz.
Ancak yukarida verdigimiz "Kaggle" baglantisindan stitun 6zelliklerinin anlamlarini 6grenebilirsiniz. Biz yukaridaki
baglanti yoluyla veri kiimesi dosyasinin "housing.csv" ismiyle calisma dizini icerisine indirildigini varsayacagiz.

Dosyayi asagidaki gibi yikleyip egitim ve test veri kiimelerini ayristirabiliriz:
import pandas as pd
df = pd.read _csv('housing.csv', delimiter=r'\s+', header=None)

dataset_x
dataset_y

df.iloc[:, :-1].to_numpy(dtype="'float32")
df.iloc[:, -1].to_numpy(dtype="float32")

from sklearn.model selection import train_test_split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test_split(dataset_x, dataset_y, test_size=0.2)

Aslinda bu veri kimesi makine 6grenmesi 6grencileri tarafindan érnek veri kiimesi olarak ¢ok kullanildigi igin
tensorflow.keras.datasets.boston_housing modiiliinde de hazir bir bicimde bulundurulmustur. Modiliin load_data
fonksiyonu verileri bize "ikili demetten olusan ikili demet biciminde" vermektedir. Biz de asagidaki gibi verileri
kullanima hazir hale getirebiliriz:

from tensorflow.keras.datasets import boston_housing

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
boston_housing.load_data()

Ornegimiz icin verileri dosyadan ya da hazir bir bicimde Keras'tan yiikleyebilirsiniz. Biz buradaki érnekte verileri
dosyadan ylikleyecegiz

Veriler incelendiginde bir 6zellik 6lgeklendirmesi yapilmasi gerektigi goriilmektedir. Veri kimesinin 3'lincl indeksli
siitunu aslinda 0 ve 1 degerlerinden olusan kategorik bir siitundur. ikili kategoriler icin one hot encoding isleminin
gerekmedigini animsayiniz. O halde bu veri kiimesi icin 6rnek modeli séyle olusturabiliriz.

from tensorflow.keras.datasets import boston_housing

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
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boston_housing.load_data()
from sklearn.preprocessing import MinMaxScaler

mms = MinMaxScaler()

mms.fit(training_dataset_x)

scaled_training_dataset_x = mms.transform(training_dataset_x)
scaled_test _dataset x = mms.transform(test _dataset x)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Boston-Housing-Prices")

model.add(Dense(64, activation='relu', input_dim=training_dataset_x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='linear', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='mse', metrics=["'mae'])
hist = model.fit(scaled_training_dataset_x, training_dataset_y, batch_size=32, epochs=200,
validation_split=0.2)

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel( 'Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Mean Absolute Error Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['mae’'])

plt.plot(hist.epoch, hist.history['val mae'])

plt.legend(['Mean Absolute Error', 'Validation Mean Absolute Error'])
plt.show()

Egitimde 200 epoch uyguladik. Egitim sirasindaki loss ve metrik grafiklerine bakalim:
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Epoch-Loss Graph
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Grafiklerden herhangi bir overfitting siiphesinin olmadigi gorillyor. Ayrica epoch isleminin 100 civarindan sonra
performansin pek degismedigini goriiyoruz. Artik modeli test edebiliriz:

eval_result = model.evaluate(scaled_test_dataset x, test_dataset_y)

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}')

Soyle bir ¢ikti elde edilmistir:

loss: 25.33271598815918
mae: 3.243098497390747

Hedeften ortalama sapmanin 3.24 civarinda oldugunu gortyorsunuz. Simdi de bir kestirim yapalim:

import numpy as np

predict_data = np.array([[0.11747, 12.50, 7.870, @, ©.5240, 6.0090, 82.90, 6.2267, 5, 311.0,
15.20, 396.90, 13.27]])

scaled_predict_data = mms.transform(predict_data)
predict_result = model.predict(scaled_predict_data)

for val in predict_result[:, 0]:
print(val)

Soyle bir ¢ikti elde edilmistir:
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20.71646
Modelimizi yine benzer bicimde saklayabiliriz:

model.save('boston.h5")
import pickle

with open('boston.pickle', 'wb') as f:
pickle.dump(mms, f)

Asagida tim kodu bir bitln olarak veriyoruz:

from tensorflow.keras.datasets import boston_housing

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
boston_housing.load_data()

from sklearn.preprocessing import MinMaxScaler

mms = MinMaxScaler()

mms.fit(training_dataset_x)

scaled_training dataset_x = mms.transform(training_dataset_x)
scaled_test_dataset_x = mms.transform(test_dataset_x)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Boston-Housing-Price")

model.add(Dense(64, activation='relu', input_dim=training_dataset_x.shape[1l], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='linear', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='mse', metrics=["'mae'])
hist = model.fit(scaled_training_dataset_x, training_dataset_y, batch_size=32, epochs=200,
validation_split=0.2)

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Mean Absolute Error Graph', fontsize=14, fontweight='bold")
plt.xlabel( 'Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['mae’'])
plt.plot(hist.epoch, hist.history['val mae'])
plt.legend([ '"Mean Absolute Error', 'Validation Mean Absolute Error'])
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plt.show()
eval result = model.evaluate(scaled test dataset x, test dataset_y)

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

import numpy as np

predict_data = np.array([[0.11747, 12.50, 7.870, @, ©.5240, 6.0090, 82.90, 6.2267, 5, 311.0,
15.20, 396.90, 13.27]])

scaled_predict_data = mms.transform(predict_data)
predict_result = model.predict(scaled_predict_data)

for val in predict_result[:, 0]:
print(val)

model.save( 'boston.h5")
import pickle

with open('boston.pickle', 'wb') as f:
pickle.dump(mms, f)

Yapay Sinir Aglarinda Cok Degiskenli (Multivariate) Regresyon Modelleri

Aslinda sinir aglarinda tek degiskenli regresyon modelleri ile ¢cok degiskenli (multivariate) regresyon modelleri
arasinda mimari olarak ve parametre belirleme baglaminda énemli bir fark yoktur. Yalnizca ¢ok degiskenli
modellerde ¢ikti katmanindaki néronlarin sayisi bagimli degisken sayisi kadar olmaktadir. Ornegin biz ev fiyati
tahmininde evin fiyatinin yani sira kirasini da tahmin etmek isteyebiliriz. Tek yapacagimiz sey ¢ikti katmanindaki
noron sayisini 1 yerine 2 yapmak olacaktir. Tabii egitim ve test veri kiimesinde bu iki degerin bulunuyor olmasi
gerekir. Lojistik regresyon modelleri icin "¢cok degiskenli (multivariate)" terimi yerine "cok etiketli (multilabel)" terimi
daha ¢ok tercih edilmektedir.

Yapay Sinir Aglarinda Lojistik Regresyon Modelleri

Daha 6nceden de belirttigimiz gibi istatistikte siniflandirma icin "lojistik regresyon" terimi de kullaniimaktadir. Lojistik
regresyon problemleri kendi aralarinda "etiket (label)" ve "sinif (class)" sayilarina gore gruplandiriimaktadir. Etiket
ciktidaki degisken sayisini belirtmektedir. Ornegin modelin giktisi "kisinin egitim durumuna" ve "obez olup
olmadigina" iliskin olsun. Burada iki tane etiket vardir. Tabii etiketler de kendi aralarinda iki sinifa ya da daha fazla
sinifa sahip olabilirler. Ornegin egitim durumu bes sinifla, obez olup olmama iki sinifla temsil edilebilir. Bu durumda
lojistik regresyon modellerini Gi¢ gruba ayirabiliriz:

1) Tek etiketli iki sinifli lojistik regresyon modelleri
2) Tek etiketli cok sinifli lojistik regresyon modelleri
3) Cok etiketli cok sinifli lojistik regresyon modelleri

Simdi bu modeller lizerinde biraz daha ac¢iklama yapalim.

1) Tek Etiketli-ikili (Single-Label Binary) Lojistik Regresyon Modelleri: Bu modeller tipik lojistik regresyon
modelleridir. Daha 6nce (izerinde ¢alistigimiz kisinin seker hastasi olup olmadigini kestirmek i¢in kullandigimiz
"diabetes" modeli bu tiir modellere tipik bir 6rnek olusturmaktadir. Daha 6nceden de belirttigimiz gibi bu
modellerde yapay sinir aginin ¢ikti katmaninda tek bir néron bulunur. Bu néronun ¢ikti degeri "dogru-yanlis", "var-
yok", "hasta saglam" gibi ikili bir degeri kestirmek icin kullanilmaktadir. Tek etiketli ikili siniflandirma modellerinde
genellikle sakh katmanlardaki aktivasyon fonksiyonlarinin "relu" olarak, ¢ikti katmanindaki aktivasyon fonksiyonun
ise "sigmoid" olarak alindigini animsayiniz. Yine animsayacaginiz gibi sigmoid fonksiyonu O ile 1 arasinda "S" sekli

biciminde bir deger veriyordu. Bu durumda ¢ikti katmanindaki néronun ¢ikis degerinin "var-yok", "hasta-saglhkh",
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"dogru-yanlis" gibi yorumlanmasini bu degerin 0.5 gibi bir esik degerinden bilyiik ya da kii¢lik olup olmamasina
bakarak yapiyorduk. Yine daha dnce de belirttigimiz gibi tek etiketli ikili modellerdeki optimizasyon algoritmasi
"adam" "sgd" ya da "rmsprop" secilebiliyordu. Bu tiir modellerde loss fonksiyonu i¢in genellikle
"binary_crossentropy" metrik deger icin "binary_accuracy" fonksiyonu seciliyordu. Bu tiir modellerde veri
kiimesindeki sttunlar arttikca sakli katmanlarin ve sakli katmanlardaki sayilarinin artirilmasi tavsiye edilmektedir. Bu
tir modellerin denemelerine iki sakl katmanla baslayabilirsiniz. Duruma gore sakli katmanlarin sayilarini
artirabilirsiniz. Baslangicta sakl katmanlardaki néron sayilari girdi katmanindaki néron sayilarinin iki kati biciminde
alip duruma gore artirabilirsiniz. Yukaridaki "diabetes.csv" 6rneginde biz katmanlardaki néron sayilarini 64 olarak
almistik. Aslinda bu modelde katmanlardaki néron sayilarini 16 ya da 32 gibi bir degerde tutmak sonucu ¢ok fazla
etkilemeyebilecektir.

2) Tek Etiketli-Cok Sinifh (Single-Label Multi-Class) Lojistik Regresyon Modelleri: Bu modellerin giktilari kategoriktir
fakat ikiden fazla siniftan olusmaktadir. Ornegin sinir agi kisinin egitim durumunu "ilkokul", "ortaokul", "lise",
"Universite" biciminde tahmin etmek icin olusturulmus olabilir. Ya da 6rnegin sinir agi resmini aldigi meyvenin "elma"
mi "armut"” mu "kayis1" mi oldugunu belirlemek igin olusturulmus olabilir. Daha 6nce de belirttigimiz gibi bu tir
modellerde ¢ikti katmanindaki néron sayisi toplam sinif sayisi kadar olur. Ornegin modelimiz girdiyi A, B, C, D, E
biciminde siniflandiracak olsun. Bu modeldeki ¢ikti katmanindaki néronlarinin sayisi 5 olacaktir. Bu tiir modellerde
sakl katmanlar igin yine genellikle "relu" aktivasyon fonksiyonu kullaniimaktadir. Ancak ¢ikti katmanindaki
aktivasyon fonksiyonu ise "softmax" alinmaktadir. Aktivasyon fonksiyonlarini ele aldigimiz bélimde de belirttigimiz
gibi softmax aktivasyon fonksiyonu néron ciktilarinin toplaminin (yani siniflarin olasiliklari toplaminin) 1 oldugu bir
aktivasyon fonksiyonudur

}’\ y . A+B+C+D+E=1
/ /
/ / \\ D

- o o E '
activation="relu’ activation="relu' activation="softmax

Pekiyi cikti katmanindaki néronlarin toplam degeri 1 olduguna gére hangi sinifin secildigi nasil anlasilacaktir? iste cok
sinifli bu tir modellerde hangi ¢ikti néronunun degeri daha yliksekse agin o sinifi sectigi varsayilabilir. NumPy'da bir
NumPy dizisi icerisindeki degerlerin en blylginin max fonksiyonuyla en biiylik elemanin indeksinin ise maxarg
fonksiyonuyla elde edildigini animsayiniz. Ornegin ¢ikti katmanindaki néron degerlerinin A=0.3,B=0.2,C=0.1,D =
0.35 ve E = 0.05 biciminde oldugunu ve "output" isimli NumPy dizisi icerisinde bulundugunu varsayalim:

In [8]: output
oOut[8]: array([e.3 , 6.2 , 8.1 , 8.35, 0.85])

In [9]: np.sum(output)
Out[9]: 1.0

In [18]: np.max(output)
out[1e]: @.35

In [11]: np.argmax(output)
Out[11]: 3

Burada np.argmax fonksiyonu ile ictincii indeksli néronun en yiksek degerde oldugu bulunmustur.
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Cok sinifl modellerde en uygun loss fonksiyonu "categorical_crossentropy" isimli fonksiyondur. Optimizasyon

algoritmasi icin yine "adam", "sgd" ya da "rmsprop" kullanilabilir. Tek etiketli cok sinifl modeller igin metrik
fonksiyonu da genellikle "categorical_accuracy" olarak segilmektedir.

Cok sinif modellerde deneme yine iki sakli katmanla baslatilabilir. Ancak sinif sayisi cok fazlaysa sakli katmanlarin
sayisini artirmak gerekebilir. Fazla sinifli modellerin yiiksek miktarda verilerle egitilmesi 6nerilmektedir.

3) Cok Etiketli (Multi-Label) Lojistik Regresyon Modelleri: Cok etiketli modeller bagimli degiskenin birden fazla
oldugu modellerdir. Yukarida da belirttigimiz gibi istatistikte bu tiir modellere "cok degiskenli (multivariate)"
modeller de denilmektedir. Cok etiketli modellerdeki her bir degisken (yani etiket) iki ya da daha fazla siniftan
olusabilmektedir. Ornegin biz bir sinir ag ile cesitli biyomedikal tetkik degerlerinden hareketle hem kisinin seker
hastasi olup olmadigini hem de kalp hastaliklarina yatkinlik derecesini tahmin etmek isteyebiliriz. Kisinin seker hastasi
olup olmadigi iki sinifh bir ¢ikti olustururken, kalp hastaliklarina yatkinhk derecesi ¢ sinifli bir ¢ikti olusturabilir.

Asagidaki tabloda hangi lojistik regresyon modellerinde hangi parametrik degerlerin segilecegi 6zet olarak

belirtilmistir:

Lojistik Regresyon Optimizasyon Loss Fonksiyonu Sakl Katman Cikti Katmani

Modeli Algoritmasi Aktivasyon Aktivasyon
Fonksiyonlari Fonksiyonu

Tek Etiketli-iki 'rmsprop’, 'adam’, | 'binary_crosss_entropy' relu’ 'sigmoid'

Sinifl Modeller 'sgd'

Tek Etiketli- Cok 'rmsprop’, 'adam', | 'categorical_cross_entropy' | 'relu’ 'softmax’

Sinifl Modeller 'sgd'

Cok Etiketli 'rmsprop’, 'adam’, | iki Sinifli Ciktilar igin 'relu’ iki Simifli Ciktilar

Modeller 'sgd' 'binary_crossentropy', Cok igin 'sigmoid', Cok

Sinifli Ciktilar igin
‘categorical_crossentropy'

Sinifli Ciktilar igin
'softmax’

Pekiyi birden fazla sinifin igerisine girebilen siniflandirma modelleri i¢in ne yapilabilir? Ornegin bir mizik pargasinin

tlrtnd siniflandirmak isteyelim. Parcanin tird "pop", "rock”, "jazz", "slow

nn n n
’

rap-,

new wave" gibi kategorilerin

birden fazlasina sahip olabilsin. Bu nasil bir siniflandirma modelidir? Bu model aslinda ¢ok etiketli bir model olarak

duslintlebilir. Yani aslinda burada toplamda 6 etiket vardir. Bu 6 etiket "var", "yok" biciminde iki sinif icermektedir. O
halde bu model igin 6 ¢iktiya sahip olan bir ag olusturulabilir. Bu 6 giktinin hepsi de "sigmoid" aktivasyon
fonksiyonuna sahip olabilir. Diger bir secenek de problemi tek etiketli cok sinifli olarak modellemektir. Bu durumda
cikti katmaninda yine 6 noéron bulunur fakat ¢ikti katmaninin aktivasyon fonksiyonu "softmax" alinir. Béylece en
ylksek oranl ¢iktilari veren birden fazla sinif alinabilir. Veri bilimcileri bu tiir durumlarda ¢ok etiketli iki sinifli model
olusturmayi tercih etmektedir.

Yazilardan Duygu veya Kanilara iliskin Sonuglarin Gikartilmasi - IMDB Ornegi

Belli bir konuya iliskin gesitli kisilerin yazi biciminde yorumlar yaptigi uygulamalarla cok sik karsilasiimaktadir. Ornegin
bir film hakkinda, bir restoran hakkinda, bir otel hakkinda, bir kafe hakkinda kisiler 6znel gorislerini belirten yorum
yazilari yazabilmektedir. Bu tiir yorumlardan yorumlari yapan kisilerin 6znel duygulari ve kanilari hakkinda analizler
yapmak isteyebiliriz. Yazilarin bu bicimde analiz edilmesine "duygusal/kanisal analiz (sentiment analysis)"
denilmektedir. Biz burada "duygusal/kanisal analiz" islemine IMDB veri kiimesini kullanarak bir 6rnek verecegiz.

IMDB veri kiimesi filmler hakkindaki yorumlardan olusmaktadir. Her yorum "olumlu (positive)" ya da "olumsuz

(negative)" bicimde degerlendirilmektedir. Biz burada icerige bakarak bir yorumun olumlu mu yoksa olumsuz mu
oldugunu tahmin edecek bir model izerinde ¢alisacagiz. IMDB veri kiimesini "IMDB Dataset.csv" ismiyle asagidaki
baglantidan indirebilirsiniz:

https://www.kaggle.com/lakshmi25npathi/imdb-dataset-of-50k-movie-reviews
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Bu CSV dosyasi iki situndan olusmaktadir. Birinci slitunda yorum yazisi ikinci situnda yorumun olumlu mu olumsuz
mu oldugunu belirten "positive" ya da "negative" yazisi vardir. Yorum yazisi iki tirnak igerisine alinmistir. Dosyanin
gorinim soyledir:

feview,sentiment

"One of the other reviewers has mentioned that after watching just 1 Oz episode you'll be hooked. They are right, as this is exactly what happened with me.<br ,
"A wonderful little production. <br /><br />The filming technique is very unassuming- very old-time-BBC fashion and gives a comforting, and sometimes discomfori
"I thought this was a wonderful way to spend time on a too hot summer weekend, sitting in the air conditioned theater and watching a light-hearted comedy. The
"Basically there's a family where a little boy (Jake) thinks there's a zombie in his closet & his parents are fighting all the time.<br /><br />This movie is s!
"Petter Mattei's ""Love in the Time of Money"" is a visually stunning film to watch. Mr. Mattei offers us a vivid portrait about human relations. This is a mov:
"Probably my all-time favorite movie, a story of selflessness, sacrifice and dedication to a noble cause, but it's not preachy or boring. It just never gets ol
"I sure would like to see a resurrection of a up dated Seahunt series with the tech they have today it would bring back the kid excitement in me.I grew up on bl
"This show was an amazing, fresh & innovative idea in the 70's when it first aired. The first 7 or 8 years were brilliant, but things dropped off after that. B
"Encouraged by the positive comments about this film on here I was looking forward to watching this film. Bad mistake. I've seen 950+ films and this is truly o
"If you like original gut wrenching laughter you will like this movie. If you are young or old then you will love this movie, hell even my mom liked it.<br /><t
"Phil the Alien is one of those quirky films where the humour is based around the oddness of everything rather than actual punchlines.<br /><br />At first it w:
"I saw this movie when I was about 12 when it came out. I recall the scariest scene was the big bird eating men dangling helplessly from parachutes right out o
“So im not a big fan of Boll's work but then again not many are. I enjoyed his movie Postal (maybe im the only one). Boll apparently bought the rights to use F:
“"The cast played Shakespeare.<br /><br />Shakespeare lost.<br /><br />I appreciate that this is trying to bring Shakespeare to the masses, but why ruin somethi
This a fantastic movie of three prisoners who become famous. One of the actors is george clooney and I'm not a fan but this roll is not bad. Another good thing
"Kind of drawn in by the erotic scenes, only to realize this was one of the most amateurish and unbelievable bits of film I've ever seen. Sort of like a high s
"Some films just simply should not be remade. This is one of them. In and of itself it is not a bad film. But it fails to capture the flavor and the terror of 1
"This movie made it into one of my top 10 most awful movies. Horrible. <br /><br />There wasn't a continuous minute where there wasn't a fight with one monster
"I remember this film,it was the first film i had watched at the cinema the picture was dark in places i was very nervous it was back in 74/75 my Dad took me my
“An awful film! It must have been up against some real stinkers to be nominated for the Golden Globe. They've taken the story of the first famous female Renais:
"After the success of Die Hard and it's sequels it's no surprise really that in the 1990s, a glut of 'Die Hard on a ..... ' movies cashed in on the wrong guy, wr
"I had the terrible misfortune of having to view this ""b-movie"" in it's entirety.<br /><br />All I have to say is--- save your time and money!!! This has got
"What an absolutely stunning movie, if you have 2.5 hrs to kill, watch it, you won't regret it, it's too much fun! Rajnikanth carries the movie on his shoulder
"First of all, let's get a few things straight here: a) I AM an anime fan- always has been as a matter of fact (I used to watch Speed Racer all the time in Pre
This was the worst movie I saw at WorldFest and it also received the least amount of applause afterwards! I can only think it is receiving such recognition base¢
“"The Karen Carpenter Story shows a little more about singer Karen Carpenter's complex life. Though it fails in giving accurate facts, and details.<br /><br />C
"""The Cell"" is an exotic masterpiece. a dizzving trip into not onlv the vast mind of a serial killer. but also into one of a verv talented director. This is

Yazi igerisinde satir basi icin HTML <br /> kullanildigina dikkat ediniz. Burada her satirda tek bir yorum ve sonug
oldugu icin ve yorum yazisi da uzun oldugu i¢in sonug kismi gorilemiyor. Simdi s6zciik sarmalamayi (word wrap)
etkin hale getirip gorlntiyi bir kez daha verelim:

feview,sentiment

"One of the other reviewers has mentioned that after watching just 1 0z episode you'll be hooked. They are right, as this is exactly what happened with me.<br /
><br />The first thing that struck me about Oz was its brutality and unflinching scenes of violence, which set in right from the word GO. Trust me, this is not
a show for the faint hearted or timid. This show pulls no punches with regards to drugs, sex or violence. Its is hardcore, in the classic use of the word.<br /
><br />It is called OZ as that is the nickname given to the Oswald Maximum Security State Penitentary. It focuses mainly on Emerald City, an experimental
section of the prison where all the cells have glass fronts and face inwards, so privacy is not high on the agenda. Em City is home to many..Aryans, Muslims,
gangstas, Latinos, Christians, Italians, Irish and more....so scuffles, death stares, dodgy dealings and shady agreements are never far away.<br /><br />I
would say the main appeal of the show is due to the fact that it goes where other shows wouldn't dare. Forget pretty pictures painted for mainstream audiences,
forget charm, forget romance...0Z doesn't mess around. The first episode I ever saw struck me as so nasty it was surreal, I couldn't say I was ready for it,
but as I watched more, I developed a taste for 0z, and got accustomed to the high levels of graphic violence. Not just violence, but injustice (crooked guards
who'll be sold out for a nickel, inmates who'll kill on order and get away with it, well mannered, middle class inmates being turned into prison bitches due to
their lack of street skills or prison experience) Watching 0z, you may become comfortable with what is uncomfortable viewing....thats if you can get in touch
with your darker side.",positive

"A wonderful little production. <br /><br />The filming technique is very unassuming- very old-time-BBC fashion and gives a comforting, and sometimes
discomforting, sense of realism to the entire piece. <br /><br />The actors are extremely well chosen- Michael Sheen not only ""has got all the polari"" but he
has all the voices down pat too! You can truly see the seamless editing guided by the references to Williams' diary entries, not only is it well worth the
watching but it is a terrificly written and performed piece. A masterful production about one of the great master's of comedy and his life. <br /><br />The
realism really comes home with the little things: the fantasy of the guard which, rather than use the traditional ‘'dream' techniques remains solid then
disappears. It plays on our knowledge and our senses, particularly with the scenes concerning Orton and Halliwell and the sets (particularly of their flat with
Halliwell's murals decorating every surface) are terribly well done.",positive

"I thought this was a wonderful way to spend time on a too hot summer weekend, sitting in the air conditioned theater and watching a light-hearted comedy. The
plot is simplistic, but the dialogue is witty and the characters are likable (even the well bread suspected serial killer). While some may be disappointed when
they realize this is not Match Point 2: Risk Addiction, I thought it was proof that Woody Allen is still fully in control of the style many of us have grown to
love.<br /><br />This was the most I'd laughed at one of Woody's comedies in years (dare I say a decade?). While I've never been impressed with Scarlet
Johanson, in this she managed to tone down her ""sexy"" image and jumped right into a average, but spirited young woman.<br /><br />This may not be the crown
jewel of his career, but it was wittier than Devil Wears Prada"" and more interesting than ""Superman a great comedy to go see with friends.",positive
"Basically there's a family where a little boy (Jake) thinks there's a zombie in his closet & his parents are fighting all the time.<br /><br />This movie is
slower than a soap opera... and suddenly, Jake decides to become Rambo and kill the zombie.<br /><br />0K, first of all when you're going to make a film you
must Decide if its a thriller or a drama! As a drama the movie is watchable. Parents are divorcing & arguing like in real life. And then we have Jake with his
closet which totally ruins all the film! I expected to see a BOOGEYMAN similar movie, and instead i watched a drama with some meaningless thriller spots.<br /
><br />3 out of 10 just for the well playing parents & descent dialogs. As for the shots with Jake: just ignore them.",negative

"Petter Mattei's ""Love in the Time of Money"" is a visually stunning film to watch. Mr. Mattei offers us a vivid portrait about human relations. This is a
movie that seems to be telling us what money, power and success do to people in the different situations we encounter. <br /><br />This being a variation on
the Arthur Schnitzler's play about the same theme, the director transfers the action to the present time New York where all these different characters meet and
connect. Fach one is connected in one wav. or another to the next nerson. hut no one seems to know the nrevious noint of contact. Stvlishlv. the film has a

Boyle bir duygusal/kanisal analizi nasil yapabiliriz? Oncelikle yorum yazilarini bir bigcimde sayisallastirmamiz gerekir.
Clnkd yapay sinir aglarina girdi olarak yazilari degil ancak sayilari verebiliriz. Pekiyi bu 6rnekte yorum yazilarini nasil
sayisallastirabiliriz? iste yazilarin sayisallastiriimasi i¢in uygulanan tipik bir yéntem soyledir: Once tiim yorumlardaki
tim sozclikler elde edilir. Buna "s6ézclk haznesi (vocabulary)" denilmektedir. Sonra bu s6ézcik haznesindeki tim
sozcliklere "tek olan (unique)" bir sayi karsilik getirilir. Sonra da her s6zciik yerine ona karsi getirilen sayi kodlanir.
Tabii genel olarak (ama her zaman degil) bir s6zctglin "bliyik harflerle yazilmasi ile kiiglik harflerle yazilmasi arasinda
fark olmadigi icin s6zciik haznesi (vocabulary) "blylk harf kiicik harf duyarhligi olmadan (case insensitive)" bicimde
olusturulabilir. Ornegin yorum yazisi sdyle olsun:
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"film ¢ok gizeldi, oyuncular iyi oynamislar"”

Bu yorum yukarida belirtildigi gibi sayisallastirildiginda asagidakine benzer bir dizi elde edilecektir.:
21, 6, 82, 2162, 32, 91, 27834

Biz burada sayilari temsili olarak atadik. Bu durumda sozciiklere karsi gelen sayilar soyle olacaktir:

"film': 21

'cok': 6

'glizeldi': 2162
'oyuncular': 32
"iyi': 91
'oynamislar': 27834

Tabii boyle bir atamayi yapmanin Python'da pratik yontemi bir s6zlik kullanmaktir.
Yorum yazilarini yukaridaki gibi sayisallastirdiktan sonra yapay sinir agi modeli i¢cin ¢dzmemiz gereken iki sorun vardir:

1) Sayilarin bu bicimde kodlanmasi bir aralik 6lcegi etkisi olusturmaktadir. Halbuki s6zcliklerin kategorik bir dlcekle
ifade edilmesi daha uygundur.

2) Yorumlardaki sézcliklerin sayisi her yorumda farkli olabilmektedir. Halbuki sinir aginin girdilerinin hep ayni sayida
olmasi gerekir.

iste yukaridaki sorunlari gidermek icin "vektdrizasyon (vectorization)" denilen bir yéntem kullanilmaktadir. Bu
yontemde her yorum igin toplam s6zciik haznesinin uzunlugu kadar bir dizi acilip dizi sifirlanir. Sonra dizinin yorum
icerisindeki s6zciik numaralarina karsi gelen indeksteki elemanlari 1 yapilir. Boéylece her yorum hem ayni uzunlukta
bir vektorle temsil edilmis olur hem de "bir ¢esit binary encoding" yontemiyle kategori kodlamasi yapilmis olur.
Ornegin toplam sézciik haznesinin 30000 oldugunu varsayalim. Bu durumda yukaridaki yazinin vektérizasyon
yapilmis hali asagidaki gibi olacaktir:

0 6 21 32 82 91 2162 .. 27384 .. 29999

0 0..0 1 0..0 1 0..0 1 0..0 1 0..0 1 0..0 1 0..0 0 0..0 0

Bu tarzda vektorizasyon islemi manuel olarak yapilabilecegi gibi scikit-learn icerisindeki CountVectorizer sinifi
yardimiyla da yapilabilir. Bu vektorizasyon isleminde bir noktaya dikkatinizi cekmek istiyoruz. Bir yorumda ayni
sdzclik birden fazla kez gecerse yukaridaki gibi bir vektérizasyon buradaki bilgiden faydalanamayacaktir. iste
uygulamaci isterse olusturacagi vektori 0 ve 1 biciminde ikili degil de gecen sozcliklerin sayisi biciminde de
olusturabilir. Yani bu bicimde 6rnegin "cok" so6zclgl yazi icerisinde 4 kez geciyorsa vektoriin "cok" so6zcligiine karsi
gelen indeksindeki eleman 1 yapilmayip 4 yapilir. Boylece vektoriin elemanlari ilgili s6zctgiin yazi igerisinde kag kere
gectigini belirtir duruma gelir.

Simdi vektdrizasyon islemini manuel olarak yapalim. Once dosyayi Pandas'in read_csv fonksiyonuyla okuyabiliriz:
import pandas as pd

df = pd.read _csv('IMDB Dataset.csv')

Simdi tiim yorumlardaki tiim sézciklerden sézciik haznesi olusturalim. Bunun icin bir dongli icerisinde DataFrame
nesnesinin tiim satirlarini dolasarak yaziyi regex modiili ile s6zciiklerine ayristiracagiz ve bu bigcimde elde edilen

sozclikleri bir set nesnesinde biriktirecegiz. set sinifinin yinelenenleri atmak amaciyla da kullanildigini animsayiniz:

import regex
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word_set = set()

for text in df['review']:
words = regex.findall("[A-Za-z-0-9'-]+", text.lower())
word_set.update(words)

Burada yorum vyazilarini sozcliklerine ayirmadan 6nce kigik harfe dontstlirdiglimuize dikkat ediniz. Bu durumda
"GOOD" bigciminde yazilmis bir sézciikle "good" biciminde yazilmis s6zclik arasinda bir fark kalmayacaktir. Bazen
kisiler bazi sdzcukleri bliylk harflerle yazarak onlara vurgu katmak isteyebilirler. Biz boylesi bir durumu ihmal ederek
kalime haznesini azaltmayi tercih ediyoruz. Simdi de bu set nesnesinden bir s6zlik nesnesi olusturalim. So6zIGglin
anahtarlari sézclkler degerleri de onlara karsi gelen sayilar olsun. Béylece anahtari verdigimizde degeri elde
edebilecegiz:

word_dict = {word: index for index, word in enumerate(word set)}

Artik vektorizasyon islemini yapabiliriz. Bunun icin 6nce "yorum sayisi kadar satirdan sozcik haznesi kadar siitundan"
olusan ici sifirlarla dolu bir Numpy dizisi olusturacagiz. Sonra da bu diziye iliskin satirlarin ilgili yorumlardaki
sozcuklere karsi gelen indeks degerlerini 1 yapacagiz:

for row, text in enumerate(df['review']):
words = regex.findall("[A-Za-z-0-9'-]+", text.lower())
word_indices = [word_dict[word] for word in words]
dataset_x[row, word _indices] =1

Simdi de dataset_y verilerini olusturalim:

dataset_y = np.zeros(len(df), dtype='int8")
dataset_y[df['sentiment'] == 'positive'] =1

Boylece "positive" yazilariicin 1, "negative" yazilari icin O kodlamis olduk. Tabii ayni islemi LabelEncoder sinifyla séyle
de yapabilirdik:

from sklearn.preprocessing import LabelEncoder

le = LabelEncoder()
dataset_y = le.fit_transform(df[ 'sentiment'])

Simdi artik modelimizi kurabiliriz:

from sklearn.model selection import train_test_split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test_split(dataset_x, dataset_y)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB")

model.add(Dense(64, activation='relu', input_dim=dataset x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()

Modelimizde yine iki sakli katman kullandik. Sakh katmanlardaki néron sayilarini 64 olarak belirledik. Model ikili
siniflandirma amaciyla olusturuldugu i¢cin modelimizin ¢ikti katmaninda "sigmoid" aktivasyon fonksiyonuna sahip tek
bir néron bulunmaktadir. Simdi de modelimizi derleyip egitelim:
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model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])

hist = model.fit(training_dataset_x, training_dataset_y, batch_size=32, epochs=10,
validation_split=0.2)

Bu bicimdeki modellerin egitimi uzun zaman alabilmektedir. Bu nedenle biz burada 10 epoch uygulamakla yetindik.
Simdi epoch grafiklerimizi gizelim:

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])

plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])

plt.show()
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Epoch-Loss Graph
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Burada epoch sayisi arttik¢ca performansin ylikselmedigini overfitting durumunun ortaya ¢iktigini gérilyorsunuz. Bu
grafiklerden modele yalnizca birka¢ epoch uygulamanin yeterli oldugu sonucunu cikarabiliriz. Simdi modelimizin
testini yapalim:

eval result = model.evaluate(test_dataset x, test dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

Su sonuglar elde edilmistir:

loss: 0.8563486933708191
binary_accuracy: 0.8747199773788452

Simdi de kestirimde bulunalim:

texts = ['the movie was very good. The actors played perfectly. I would recommend it to
everyone.', 'this movie is awful. The worst film i have ever seen', 'this movie not so good and
not so bad. It is average film']

predict _vect = np.zeros((len(texts), len(word dict)), dtype='int8")
for i in range(len(texts)):
words = regex.findall("[A-Za-z-0-9'-]+", texts[i].lower())
word_indices = [word_dict[word] for word in words]
predict_vect[i, word_indices] =1

predict_result = model.predict(predict_vect)
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for i in range(len(texts)):
if predict_result[i, 9] > 0.5:
print(f'Positive ({predict_result[i, ©]})")
else:
print(f'Negative ({predict_result[i, ©0]})")

Soyle bir sonug elde edilmistir:

Positive (0.8735596537590027)
Negative (0.010014891624450684)
Negative (0.2651446461677551)

Artik modelimizi de saklayabiliriz:
model.save('imdb.h5")
Asagida tiim kodu bir bitiin olarak veriyoruz:

import pandas as pd
import numpy as np

df = pd.read _csv('IMDB Dataset.csv')
word_set = set()
import regex
for i in range(len(df)):
words = regex.findall("[A-Za-z-0-9'-]+", df.iloc[i, ©@].lower())

word_set.update(words)

word_dict

{word: index for index, word in enumerate(word_set)}

dataset_x = np.zeros((df.shape[@0], len(word_dict)), dtype='int8")

for row, text in enumerate(df['review']):
words = regex.findall("[A-Za-z-0-9'-]+", text.lower())
word_indices = [word_dict[word] for word in words]
dataset_x[row, word_indices] = 1

dataset_y = np.zeros(len(df), dtype='int8")
dataset_y[df['sentiment’'] == ‘'positive'] =1

from sklearn.model_selection import train_test_split

training dataset_x, test_dataset_x, training dataset_y, test dataset_y =
train_test split(dataset_x, dataset_y)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB")

model.add(Dense(64, activation='relu', input_dim=dataset_x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()
model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])

hist = model.fit(training_dataset_x, training_dataset_y, batch_size=32, epochs=10,
validation_split=0.2)
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import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])

plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_ accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])

plt.show()

eval_result = model.evaluate(test_dataset_x, test_dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

texts = ['the movie was very good. The actors played perfectly. I would recommend it to
everyone.', 'this movie is awful. The worst film i have ever seen', 'this movie not so good and
not so bad. It is average film']

predict_vect = np.zeros((len(texts), len(word dict)), dtype="int8")
for i in range(len(texts)):
words = regex.findall("[A-Za-z-0-9'-]+", texts[i].lower())
word_indices = [word_dict[word] for word in words]
predict_vect[i, word_indices] =1

predict_result = model.predict(predict_vect)

for i in range(len(texts)):
if predict_result[i, 9] > 0.5:
print(f'Positive ({predict_result[i, ©]})")
else:
print(f'Negative ({predict_result[i, ©0]})")

model.save('imdb.h5")

Vektorizasyon islemi ile yukaridaki gibi yazilardan duygusal/kanisal anlamlar ¢ikartma isleminin bazi sorunlarindan da
bahsetmek itiyoruz:

1) Yukaridaki gibi bir vektorizasyon isleminde sozciiklerin hangi baglamda kullanildiklarinin bir 6nemi olmamaktadir.
Ornegin "¢ok giizel" ile "gok koti" sdzciiklerinde "gok" sdzciigliniin" neyi nitelendirdigi belirlenememektedir. Baska
bir deyisle bu yontemde yorum yazilari igerisindeki sdzciiklerin yerlerini degistirdigimizde aslinda kestirimde degisen
bir sey olmayacaktir. Clinkii modelimizde s6zciiklerin nerede olduklarinin bir 5nemi yoktur. Yalnizca onlarin bir arada
ayni yazli icerisinde bulunuyor olmalarinin dnemi vardir.

2) Yukaridaki 6rnekte biz yorum yazilarini ikili (binary) bir bicimde esit uzunluklu vektoérlerle ifade ettik. Bu durumda
yorum vyazilari icerisinde bir s6zctiglin birden fazla kez gegmesinin kestirim sirecinde bir etkisi olmayacaktir. Eger
yorum vyazisi icerisindeki bir s6zctiglin birden fazla kez gegmesinin bir etkisinin olmasi isteniyorsa vektdrizasyon
isleminde vektérin elemanlarinin ikili (binary) degil ilgili s6zctigiin sayisi kadar degere sahip olmasi saglanabilir.
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3) Vektorizasyon isleminde egitim veri kiimesi sdzclk haznesi kadar siitundan olustugundan dolayi cok
blylimektedir. Gergi bu vektor "seyrek (sparse)" matris durumunda olsa da biyiik girdiler egitim slrecini ¢cok
yavaslatmaktadir.

Bu tlr uygulamalarda vektorizasyon islemini yapmak icin scikit-learn kitiphanesinde
sklearn.feature_extraction.text. modiliinde CountVectorizer isimli bir sinif da bulundurulmustur. Bu sinif sayesinde
vektdrizasyon islemi cok kolay bir bicimde yapilabilmektedir. CountVectorizer sinifinin genel kullanimi diger scikit-
learn siniflarinda oldugu gibidir. Once CountVectorizer sinifi tiiriindne bir nesne yaratilir. Sonra da sirasiyla sinifin fit
ve transform metotlari (ya da dogrudan fit_transform metodu) ¢agrilir. CountVectorizer nesnesi sinifin _init__
metodundaki default parametrelerle olusturulabilir. Ancak metodun vektor elemanlarinin uzunlugunu belirten dtype
parametresinin 'uint8' gibi kili¢lik bir tlr olarak secilmesi uygun olacaktir:

from sklearn.feature_extraction.text import CountVectorizer

cv = CountVectorizer(dtype="'int8")

fit islemine dogrudan vektorizasyon islemine sokulacak yazilar verilir. Bu yazilarin hepsini dikkate alarak s6zcik
haznesini olusturmak fit metodunun gérevidir. Ornegin:

texts = ['bugilin hava gilizel, evet hava glizel', 'hava sicakligi yuksek, ¢ok yikek', 'yeni bir
giin, giizel bir giin']

cv.fit(texts)

fit isleminden sonra sézciik hannesi olusturulmus durumdadir. Nesnenin vocabulary_ 6zniteligi ile bunu bir 6zlik
olarak elde edebiliriz:

In [38]: cv.vocabulary_

Out[38]:
{'bugiin': 1,
'hava': 5,
'guzel': 4,
'evet': 2,

'sicakligi': 6,

'yiksek': 9,
'cok': 10,
'yukek': 8,
'yeni': 7,
'bir': 0,
'gin': 3}

Artik transform islemi ile vektorizsyon islemi yapilabilir:

transformed_result = cv.transform(texts)
print(transformed_result)

Soyle bir sonug elde edilmistir:

(0, 1)
(e, 2)
(0, 4)
(e, 5)
(1, 5)
(1, 6)
(1, 8)
(1, 9)
(1, 10)
(2, 0)

NRPRRRRRNOMNBRR
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(2, 3) 2
(2, 4) 1
(2, 7) 1

transform metodu her zaman bize "seyrek matris (sparse matrix)" vermektedir. Biz seyrek matrisler konusunu ileri
ele alacagiz. Bir seyrek matirisi normal bir matris haline getirmek igin i¢in todense metodu kullanilmaktadir. Ornegin:

transformed_result = cv.transform(texts).todense()
print(transformed_result)

Soyle bir ¢ikti elde edilmistir:

— e,
N
[
[
N OO
R OoON
oL N
oORr o
R, oo
ORr o
O Rr o
oORr o
—

Tabii biz bu islemleri tek hamlede fit_transfrom metodu ile de yapabilirdik:

transformed_result = cv.fit_transform(texts).todense()
print(transformed_result)

CountVectorizer sinifinin __init__metodunun lowercase parametresi default olarak True bicimdedir. Bu parametre
False girilerek sdzciik haznesi icin kiiciik harf donilstlirmesi yapiimasi engellenebilir. Metodun binary parametresi ise
default durumda False bicimdedir. Bu durumda elde edilecek vektoriin elemanlari sézciik sayilarindan olusur. Bu
parametreyi True yaparak transform metodunun ikili (binary) ¢ikti Gretmesi saglanabilir.

Simdi yukaridaki IMDB 6rnegini CountVectorizer sinifi kullanarak yeniden gerceklestirelim:

import pandas as pd

df = pd.read _csv('IMDB Dataset.csv')

from sklearn.feature_extraction.text import CountVectorizer
cv = CountVectorizer(dtype="int8', binary=True)

dataset_x = cv.fit_transform(df[ 'review']).todense()

import numpy as np

dataset_y = np.zeros(len(df), dtype='int8")
dataset_y[df['sentiment'] == 'positive'] =1

from sklearn.model selection import train_test_split

training_dataset_x, test_dataset_x, training_dataset_y, test_dataset_y =
train_test_split(dataset_x, dataset_y)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB")

model.add(Dense(64, activation='relu', input_dim=dataset x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='sigmoid', name='Output'))

model.summary()
model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
hist = model.fit(training dataset_x, training_dataset_y, batch_size=32, epochs=1,

validation_split=0.2)
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import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])

plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_ accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])

plt.show()

eval_result = model.evaluate(test_dataset_x, test_dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

texts = ['the movie was very good. The actors played perfectly. I would recommend it to
everyone.', 'this movie is awful. The worst film i have ever seen', 'this movie not so good and
not so bad. It is average film']

predict_vect = cv.transform(texts)
predict_result = model.predict(predict_vect)

for i in range(len(texts)):
if predict_result[i, 9] > 0.5:
print(f'Positive ({predict_result[i, ©]})")
else:
print(f'Negative ({predict_result[i, ©0]})")

model.save('imdb.h5")

Keras igerisindeki Hazir Veri Kiimeleri

Keras icerisinde tensorflow.keras.datasets paketi icerisinde hazir bir bicimde asagidaki popdiler veri kiimeleri
bulundurulmustur:

boston_housing
cifarl0
cifar100
fashion_mnist
imdb

mnist

reuters

Bu veri kiimelerinin kullanimi benzerdir. Veri kiimeleri modiiliin load_data isimli fonksiyonu ile yiklenir. load_data
fonksiyonunun veri kiimesiyle ilgili bazi parametreleri vardir. Bazi modullerde ek birtakim fonksiyonlar da
bulunmaktadir.

Ornegin IMDB veri kiimesi icin tensorflow.keras.datasets paketindeki imdb modili kullaniimaktadir. Modiiliin
load_data fonksiyonu veri kiimesini yliklemekte kullanilir. load_data fonksiyonunun num_words isimli parametresi
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en ¢ok kullanilan n tane s6zcligli yorumlarda bulunduracak bicimde veri kiimelerini bize vermektedir. (Yani 6rnegin
biz num_word degerini 10000 yaptigimizda tiim yorumlarin icerisindeki tim farkh sézciiklerin sayisi 10000 tane
olmaktadir.) Fonksiyonun num_words parametresi girilmezse tim IMDB verileri yiklenmektedir.

imdb modilinin load_data fonksiyonu bize ikili demetlerden olusan ikili bir demet vermektedir Metoun geri
dondirdigi demet soyle bir yapiya sahiptir:

((training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y))
Tabii bu demetin en distaki parantezleri kullanilmayabilir. Ornegin:

from tensorflow.keras.datasets import imdb
VOCAB_SIZE = 10000

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
imdb.load_data(num_words=VOCAB_SIZE)

Burada training_dataset_x ve test_dataset_x birer ndarray nesnesidir. Ancak bu ndarray nesnesi list nesnelerinden
olusmaktadir. Ornegin:

In [4]: training_dataset_x
out[4]:
array([list([1, 14, 22, 16, 43, 530, 973, 1622, 1385, 65, 458, 4468, 66, 3941, 4, 173, 36, 256, 5, 25,
100, 43, 838, 112, 50, 670, 2, 9, 35, 480, 284, 5, 150, 4, 172, 112, 167, 2, 336, 385, 39, 4, 172,
4536, 1111, 17, 546, 38, 13, 447, 4, 192, 50, 16, 6, 147, 2025, 19, 14, 22, 4, 1920, 4613, 469, 4, 22,
71, 87, 12, 16, 43, 530, 38, 76, 15, 13, 1247, 4, 22, 17, 515, 17, 12, 16, 626, 18, 2, 5, 62, 386, 12,
8, 316, 8, 106, 5, 4, 2223, 5244, 16, 480, 66, 3785, 33, 4, 130, 12, 16, 38, 619, 5, 25, 124, 51, 36,
135, 48, 25, 1415, 33, 6, 22, 12, 215, 28, 77, 52, 5, 14, 497, 16, 82, 2, 8, 4, 187, 117, 5952, 15,
256, 4, 2, 7, 3766, 5, 723, 36, 71, 43, 530, 476, 26, 400, 317, 46, 7, 4, 2, 1829, 13, 104, 88, 4,
381, 15, 297, 98, 32, 2071, 56, 26, 141, 6, 194, 7486, 18, 4, 226, 22, 21, 134, 476, 26, 480, 5, 144,
30, 5535, 18, 51, 36, 28, 224, 92, 25, 104, 4, 226, 65, 16, 38, 1334, 88, 12, 16, 283, 5, 16, 4472,
113, 13, 32, 15, 16, 5345, 19, 178, 32]),

list([1, 194, 1153, 194, 8255, 78, 228, 5, 6, 1463, 4369, 5012, 134, 26, 4, 715, 8, 118, 1634,
14, 394, 20, 13, 119, 954, 189, 102, 5, 207, 110, 3103, 21, 14, 69, 188, 8, 30, 23, 7, 4, 249, 126,
93, 4, 114, 9, 2300, 1523, 5, 647, 4, 116, 9, 35, 8163, 4, 229, 9, 340, 1322, 4, 118, 9, 4, 130, 4901,
19, 4, 1002, 5, 89, 29, 952, 46, 37, 4, 455, 9, 45, 43, 38, 1543, 1905, 398, 4, 1649, 26, 6853, 5,
163, 11, 3215, 2, 4, 1153, 9, 194, 775, 7, 8255, 2, 349, 2637, 148, 605, 2, 8003, 15, 123, 125, 68, 2,
6853, 15, 349, 165, 4362, 98, 5, 4, 228, 9, 43, 2, 1157, 15, 299, 120, 5, 120, 174, 11, 220, 175, 136,
50, 9, 4373, 228, 8255, 5, 2, 656, 245, 2350, 5, 4, 9837, 131, 152, 491, 18, 2, 32, 7464, 1212, 14, 9,
6, 371, 78, 22, 625, 64, 1382, 9, 8, 168, 145, 23, 4, 1690, 15, 16, 4, 1355, 5, 28, 6, 52, 154, 462,
33, 89, 78, 285, 16, 145, 95]),

list([1, 14, 47, 8, 30, 31, 7, 4, 249, 108, 7, 4, 5974, 54, 61, 369, 13, 71, 149, 14, 22, 112,
4, 2401, 311, 12, 16, 3711, 33, 75, 43, 1829, 296, 4, 86, 320, 35, 534, 19, 263, 4821, 1301, 4, 1873,

Modiiliin get_word_index isimli bir fonksiyonu bize sdzciiklere karsi gelen indeks numaralarini bir s6zliik olarak
vermektedir:

word_dict = imdb.get_word_index()

get _word_index bize tiim yorumlarda kullanilan s6zciik ve indeksleri vermektedir. Bu sozlik nesnesinde anahtarlar
sOzclglin kendisi, degerler ise onlarin numaralarini belirtmektedir. Yani biz s6zciigli verdigimizde onun numarasini
hizli bir bicimde elde ederiz. Bu s6zIUgin tersini yine bir sézliik iclemi ile elde edebiliriz:

rev_word_dict = {index: word for word, index in word_dict.items()}

Keras imdb ve reuters gibi s6zcik iceren veri kiimelerindeki s6zclik numaralarini hep 3 fazla almistir. Yani 6rnegin bir

yorumdaki 5 numarali sézcilik aslinda 5 — 3 = 2 numarali s6zcliktiir. Yorumlardaki sdzctkleri olusturan sayilarin ilk Gg
(0, 1, 2) ayrilmistir (rezerve edilmistir). Bu durumda biz ilk yorumu su bicimde soézciiklere dokebiliriz:
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def print_review(review):
text = ' '.join([rev_word_dict[index - 3] for index in review if index > 2])
print(text)

Ornegin:
print_review(training_dataset_x[0])
Soyle bir ¢ikti elde edilmistir:

this film was just brilliant casting location scenery story direction everyone's really suited the part
they played and you could just imagine being there robert is an amazing actor and now the same being
director father came from the same scottish island as myself so i loved the fact there was a real
connection with this film the witty remarks throughout the film were great it was just brilliant so much
that i bought the film as soon as it was released for and would recommend it to everyone to watch and the
fly fishing was amazing really cried at the end it was so sad and you know what they say if you cry at a
film it must have been good and this definitely was also to the two little boy's that played the of
norman and paul they were just brilliant children are often left out of the list i think because the
stars that play them all grown up are such a big profile for the whole film but these children are
amazing and should be praised for what they have done don't you think the whole story was so lovely
because it was true and was someone's life after all that was shared with us all

Simdi daha 6nce lizerinde ¢alistigimiz IMDB 6rnegini bu kez Keras icerisindeki hazir imdb moddli ile gerceklestirelim:
from tensorflow.keras.datasets import imdb

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) = imdb.load_data()
vocab_dict = imdb.get_word_index()

rev_vocab_dict = {value: key for key, value in vocab_dict.items()}

def get_ text(text_numbers):
return ' '.join([rev_vocab_dict[number - 3] for number in text_numbers if number > 2])

text = get_text(training_dataset_x[0])
print(text)

import numpy as np

def vectorize(dataset, vocab_size):
vect = np.zeros((len(dataset), vocab_size), dtype="int8")
for index, vals in enumerate(dataset):
vect[index, vals] =1

return vect

training_dataset_x = vectorize(training_dataset_x, len(vocab_dict) + 3)
test_dataset x = vectorize(test_dataset x, len(vocab_dict) + 3)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB')

model.add(Dense(64, activation='relu', input_dim=training_dataset_x.shape[1], name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='sigmoid', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
hist = model.fit(training_dataset_x, training_dataset_y, batch_size=32, epochs=1,
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validation_split=0.2)
import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel( 'Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend([ 'Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()

eval result = model.evaluate(test dataset x, test dataset_ y)

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

Yazilarin Siniflandiriimasina iligkin "Reuters"Ornegi

Reuters veri kiimesi bir yazi verildiginde yazinin konusunu 46 degisik konu arasindan belirleyebilme calismasi icin
kullanilan popiiler bir veri kiimesidir. Keras bu Reuters veri kiimesini tensorflow.keras.datasets paketindeki reuters
modadlinde barindirmaktadir. Reuters verilerinin orijinali 21578 haber yazisini icermektedir. Bu nedenle orijinal
Reuters veri kiimesine "Reuters-21578" de denilmektedir. Ancak tensorflow.keras.datasets modiill icerisinde hazir
bulunan reuters veri kiimesinde 11228 adet haber yazisini bulunmaktadir. Reuters haber yazilari 46 degisik
kategoriye ayrilmistir. Ancak maalesef Keras'in resmi dokiimanlarinda bu 46 Reuters kategorisinin neler oldugu
belirtilmemistir. Bu 46 kategori baska kaynaklarda soyle listelenmistir:

category_list = ['cocoa','grain’,'veg-o0il’', 'earn’, 'acq’, 'wheat"’, 'copper’, "housing', 'money-
supply’', 'coffee’, 'sugar', 'trade', 'reserves’', 'ship', 'cotton’', 'carcass', 'crude’, 'nat-gas’,
'cpi', 'money-fx', "interest’, 'gnp’', 'meal-feed’, 'alum’, 'oilseed’, 'gold', 'tin’,
'strategic-metal’, 'livestock’, 'retail’, 'ipi', 'iron-steel’, 'rubber’, 'heat', 'jobs',
'lei','bop','zinc’', 'orange’, 'pet-chem', 'dlr','gas’,'silver', 'wpi’, 'hog', 'lead']

Aslinda Keras'in reuters verileri tamamen IMDB verileri gibi organize edilmistir. Yani yazilar yine soézcik indeksleri ile
ifade edilmis durumdadir. Modiiliin load_data fonksiyonunu num_words parametresi yine toplam kelime haznesini
belirtmektedir. Bu parametre girilmezse modiil icerisindeki tiim Reuters verileri kullanilir. Simdi Reuters verilerini
kullanima hazir hale getirelim:

import numpy as np
from tensorflow.keras.datasets import reuters

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
reuters.load_data()

category_list = ['cocoa','grain’,'veg-o0il’', 'earn’, 'acq’, 'wheat’, 'copper’, "housing', 'money-
supply', 'coffee', 'sugar','trade’','reserves’, 'ship’, 'cotton’, 'carcass’,’'crude’, 'nat-gas’,
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"cpi', "'money-fx', 'interest’, 'gnp’', 'meal-feed’','alum’,'oilseed’, 'gold’, 'tin', ‘'strategic-
metal’', 'livestock’', 'retail’, 'ipi’', "iron-teel’, 'rubber’, "'heat','jobs','lei’, 'bop’', 'zinc"’,
'orange’, 'pet-chem', 'dlr','gas', 'silver', 'wpi’, 'hog', "lead']

word_dict = reuters.get_word_index()
rev_word_dict = {value: key for key, value in word_dict.items()}

Yorum yazisini ekrana yazdiran fonksiyonu da soyle yazabiliriz:

print_review = lambda review:

2])

'.join([rev_word_dict[i - 3] for i in review if i > 2 if i >

print_review(training_dataset_x[0])
IMDB 6rneginde yaptigimiz gibi yine veri kiimesini ikili bir vektore donistirebiliriz:

def vectorize(iterable, colsize):
result = np.zeros((len(iterable), colsize), dtype=np.int8)
for index, vals in enumerate(iterable):
result[index, vals] =1

return result

training_dataset_x = vectorize(training_dataset_x, len(word_dict) + 3)
test_dataset x = vectorize(test_dataset x, len(word dict) + 3)

Veri kimemizin ¢iktisi 46 degisik kategoriden olusmaktadir. Bu ¢iktilari da one hot encoding biciminde ifade etmemiz
gerekir. Yukarida yazmis oldugumuz vectorize fonksiyonun aslinda one hot encoding dénistiirmesini de
yapabildigine dikkat ediniz:

training_dataset_y = vectorize(training_dataset_y, 46)
test_dataset_y = vectorize(test dataset_y, 46)

Artik ag modelimizi olusturabiliriz. Agimizda yine iki sakli katman bulunabilir. Ancak ¢ikti siniflarinin sayisi
fazlalastikca katmanlardaki néron sayilarinin artirilmasi dogru olacaktir. Benzer bigcimde kategori sayisi arttik¢a agi
derinlestirmek de sonucun kalitesini bazen artirabilmektedir. Agimizdaki sakl katmanlarin aktivasyon fonksiyonlarini
yine "relu" biciminde alacagiz. ikiden fazla sinif iceren lojistik regresyon modellerinde ¢ikti katmanindaki aktivasyon
fonksiyonunun "softmax" alinmasi gerektigini belirtmistik. (Animsanacagi gibi ¢cikti katmaninin aktivasyon
fonksiyonun "softmax" olmasi tiim ¢ikti néronlarinin toplam degerlerinin 1 olmasini saglamaktadir.) Boylece biz bu
degerlerin en bliyligini temel alarak sonucu kestirebilecegiz. Model icin loss fonksiyonu "categorical_crossentropy"
olarak, optimizasyon algoritmasini da yine "rmsprop" olarak alacagiz ve metrik degerler icin de yine
"categorical_accuracy" kullanacagz.

Simdi modelimizi olusturalim:

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Reuters')

model.add(Dense(64, input_dim=len(word_dict) + 3, activation='relu', name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(46, activation='softmax', name='Output'))

model.compile( 'rmsprop', loss='categorical_ crossentropy', metrics=[ 'categorical_accuracy'])
hist = model.fit(training_dataset_x, training_dataset_y, epochs=100, batch_size=32,
validation_split=0.2)

Simdi de epoch grafiklerimizi gizelim:
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import matplotlib.pyplot as plt

figure

plt.gcf()

figure.set_size inches((15, 5))

plt.
plt.
plt.

title('Loss - Epoch Graphics')
xlabel('Epoch")
ylabel('Loss')

plt.plot(range(l, len(hist.history['loss']) + 1), hist.history['loss'])
plt.plot(range(l, len(hist.history['val_loss']) + 1), hist.history['val_loss'])
plt.legend(['Loss', 'Validation Loss'])

plt.show()

figure = plt.gcf()

figure.set_size inches((15, 5))

plt.title('Categorical Accuracy - Epoch Graphics')

plt.xlabel('Epoch")

plt.ylabel('Categorical Accuracy')

plt.plot(range(l, len(hist.history['categorical_accuracy']) + 1),
hist.history['categorical_accuracy'])

plt.plot(range(l, len(hist.history['val_categorical_accuracy']) + 1),
hist.history['val_categorical_accuracy'])

plt.legend(['Categorical Accuracy', 'Validation Categorical Accuracy'])

plt.show()
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Burada 2'inci epoch'tan sonra overfit durumu gézlemlenmektedir. Bu epoch kaynakli overfit nedeniyle epoch sayisi 2
ile sinirli tutulabilir. Simdi epoch Modelimizi test edelim:
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eval_result = model.evaluate(test_dataset_x, test_dataset_y)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

Soyle bir sonug elde edilmistir:

loss: ©.9747471809387207
categorical_accuracy: 0.7827248573303223

Simdi 6rnek bir kestirimde bulunalim:
import regex

def prepare_predict(texts):
predict_list = []

for text in texts:
predict_words = regex.findall("[a-zA-Z!0-9']+", text.lower())
predict_list.append([word dict[word] + 3 for word in predict_words])

return predict_list

predict_list = prepare_predict(texts)
predict _data = vectorize(predict list, len(word dict) + 3)

predict_result
predict_result

model.predict(predict_data)
np.argmax(predict_result, axis=1)

category_list = ['cocoa', 'grain', 'veg-oil', ‘earn', ‘acq', 'wheat', 'copper', 'housing',
"money-supply', 'coffee', 'sugar', 'trade', 'reserves', ‘'ship', 'cotton', ‘'carcass', ‘'crude’,
'nat-gas', 'cpi', 'money-fx', ‘'interest', 'gnp', 'meal-feed', 'alum', 'oilseed', 'gold', 'tin’',
'strategic-metal', 'livestock', 'retail', 'ipi', 'iron-steel', 'rubber', 'heat', 'jobs', 'lei’,
'bop', 'zinc', 'orange', 'pet-chem', 'dlr', 'gas', 'silver', 'wpi', 'hog', 'lead']

for pr in predict_result:
print(category_list[pr])

Kestirim isleminin sonucunda su ¢ikti elde edilmistir:

trade
coffee

Burada biz 6nce yazilari vectorize fonksiyonu igin sayisal bicime donistirdik. Vektorizasyon sonrasinda da predict
metodunu uyguladik.

Asagida 6rnegin tiim kodlarini yeniden veriyoruz:

import numpy as np
from tensorflow.keras.datasets import reuters

(training_dataset_x, training_dataset_y), (test_dataset_x, test_dataset_y) =
reuters.load_data()

word_dict = reuters.get_word_index()
rev_word_dict = {value: key for key, value in word_dict.items()}

print_review = lambda review: ' '.join([rev_word_dict[i - 3] for i in review if i > 2 if i >

2])

print_review(training_dataset_x[0])
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def vectorize(iterable, colsize):
result = np.zeros((len(iterable), colsize), dtype=np.int8)
for index, vals in enumerate(iterable):
result[index, vals] =1

return result

training dataset_x = vectorize(training_dataset_x, len(word_dict) + 3)
test_dataset_x = vectorize(test_dataset_x, len(word dict) + 3)

training_dataset_y = vectorize(training_dataset_y, 46)
test_dataset_y = vectorize(test_dataset_y, 46)

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='Reuters')

model.add(Dense(64, input_dim=len(word_dict) + 3, activation='relu', name='Hidden-1"'))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(46, activation='softmax', name='Output'))

model.compile('rmsprop', loss='categorical crossentropy', metrics=['categorical_accuracy'])
hist = model.fit(training dataset_x, training_dataset_y, epochs=2, batch_size=32,
validation_split=0.2)

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Categorical Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel( 'Epochs")

plt.ylabel('Loss")

plt.xticks(range(0, 210, 10))

plt.plot(hist.epoch, hist.history['categorical accuracy'])
plt.plot(hist.epoch, hist.history['val categorical accuracy'])
plt.legend(['Categorical Accuracy', 'Validation Categorical Accuracy'])
plt.show()

eval_result = model.evaluate(test_dataset_x, test_dataset_y)

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

texts = ['Countries trade volume is expanding. Trade is very important for countries.’',
"Coffee is a great drink. i drink some coffee every day']

import regex

def prepare_predict(texts):
predict_list = []
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for text in texts:
predict_words = regex.findall("[a-zA-Z!0-9']+", text.lower())
predict_list.append([word_dict[word] + 3 for word in predict_words])

return predict_list

predict_list = prepare_predict(texts)
predict_data = vectorize(predict_list, len(word_dict) + 3)

predict_result
predict_result

model.predict(predict_data)
np.argmax(predict_result, axis=1)

category_list = ['cocoa', 'grain', 'veg-oil', ‘'earn', 'acq', 'wheat', 'copper', "housing',
"money-supply', 'coffee', 'sugar', 'trade', 'reserves', 'ship', 'cotton', ‘'carcass', ‘'crude’,
'nat-gas', 'cpi', 'money-fx', ‘'interest', 'gnp', 'meal-feed', 'alum', 'oilseed', 'gold', 'tin’',
'strategic-metal', 'livestock', 'retail', 'ipi', 'iron-steel', 'rubber', 'heat', 'jobs', 'lei’',
'bop', 'zinc', 'orange', ‘'pet-chem', 'dlr', 'gas’', 'silver', 'wpi', 'hog', 'lead']

for pr in predict_result:
print(category_list[pr])

Keras Modelinin Pargali Verilerle Egitilmesi ve Test Edilmesi

Yapay sinir agi modellerinde yiiksek miktarda verilerle egitimlerin yapiimasi gerekebilmektedir. Bu tiir durumlarda
verilerin hepsinin 6nce bellekte olusturulmasi sonra egitim isleminde kullanilmasi kapasite sorunlarina yol
acabilmektedir. Ornegin biz yukaridaki 6rneklerin hepsinde énce training_dataset_x ve training_dataset_y verilerini
hazirlayip fit metoduna verdik. Pekiyi egitimde kullanilacak bu x ve y verileri bellege sigmayacak 6lctide biylikse ne
olacaktir? Stiphesiz ¢ozlimlerden biri bilgisayarinizi degistirmek ya da bulut sistemlerinden faydalanmak olabilir.
Ancak bu tir yontemler "6lceklenebilr (scalable)" bir ¢oziim olusturmazlar.

IMDB 6rnegini gozimiziin 6niine getirelim. O 6rnekte egitime sokulacak training_dataset_x dizisi 37500x101895
elemanl, training_dataset_y dizisi ise 37500 elemanli idi. Bu dizilerin her bir elemani 1 byte yer kapladigina gére
kabaca bu dizilerin bellekte kapladigi toplam alan 4 GB civarinda olacaktir. Modelin egitilmesi sirasinda olusan néron
agirhk degerlerinin de ¢ok yer kaplayacagina dikkat ediniz. (Gerci IMDB ve Reuters gibi 6rneklerde training_dataset_x
matrisleri aslinda ¢ok biiylik oranda 0'lardan olusmaktadir. Bliytik bolim 0'lardan olusan matrislere veri yapilari
diinyasinda "seyrek matrisler (sparse matrixes)" denilmektedir. Seyrek matrisler konusu sonraki bolimde ele
alinmaktadir.)

iste Keras'ta cok biiyiik miktarda verilerle egitim ve test islemleri yapilirken egitim ve test verileri tek parca olarak
degil de parca parca da olusturulabilmektedir. Egitim ve test verilerinin parcalar halinde olusturulmasi "lretici
fonksiyonlar (generators)" yoluyla ya da "Sequence" nesneleri yoluyla yapilmaktadir. Eskiden bu bicimde egitim icin
model siniflarinin fit_generator isimli metotlari kullaniliyordu. Ancak Keras'in yeni versiyonlarinda fit_generator
metodu "deprecated" hale getirilmistir ve pargali egitim islemlerinin de yine fit metoduyla yapilmasi saglanmistir.

Eger fit metodunun birinci parametresinde training_dataset_x verileri yerine bir liretici fonksiyon nesnesi girilirse
egitim sirasinda her batch islemi icin Uretici fonksiyondan next fonksiyonu ile bir demet biciminde x ve y degerleri
elde edilip batch islemi bu degerlerle yiritilmektedir. Bu durumda bir epoch isleminin kag batch isleminden
olusacagi fit metodunun steps_per_epoch parametresiyle ayarlanmaktadir. Asagida rastgele veriler kullanilarak bu
mekanizmayla egitimin yapildigi bir 6rnek gériyorsunuz:

EPOCHS = 100
STEPS_PER_EPOCH = 16
BATCH_SIZE = 32

import numpy as np
from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense
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def data_generator():
for _ in range(EPOCHS):
for _ in range(STEPS_PER_EPOCH):
training_dataset_x = np.random.rand(BATCH_SIZE, 190)
training_dataset_y = np.random.randint(@, 2, BATCH_SIZE)
yield training_dataset_x, training_dataset_y

model = Sequential()

model.add(Dense(64, input_dim=10, activation='relu', name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1, activation='softmax', name='Output'))

model.compile( 'rmsprop', loss='binary_crossentropy', metrics=["'binary_accuracy'])
hist = model.fit(data_generator(), epochs=EPOCHS, steps_per_epoch=STEPS_PER_EPOCH)

Burada fit metodunun x parametresine bir iiretici fonksiyon nesnesi girdik. Uretici fonksiyonumuz i¢ ice déngii
icerisinde EPOCHS * STEPS_PER_EPOCH kadar yield islemi yapmistir. Ornegimizde biz sistemin isleyisini agiklamak
amaciyla yield isleminde her defasinda BATCH_SIZE kadar rastgele x ve y degerlerine geri dondik. fit metodu Uretici
fonksiyona her epoch'ta STEPS_PER_EPOCH ile belirtilen sayida yield islemi yaptirarak ilgili batch isleminde
kullanilacak x ve y degerlerini elde etmektedir. Ornegimizde fit metodunda batch_size parametresinin
kullanilmadigina dikkat ediniz. Clinkii parcal egitim sirasinda batch miktari zaten yield islemi sirasinda tretici
fonksiyon tarafindan belirlenmektedir. Aslinda Uretici fonksiyonun hep ayni biliyikliikte batch veriyle geri donme
zorunlulugu yoktur. Ancak tipik durum bu bigimdedir. fit metodu EPOCHS * STEPS_PER_EPOCH kadar yield islemi
yaptiktan sonra Uretici fonksiyonu sonlandirmak igin next fonksiyonu ile son defa kalinan yerden calistirmaktadir.

Egitim sirasinda her epoch'tan sonra sinama islemine sokulacak sinama verileri de fit metodunun validation_data
parametresi yoluyla parcall bicimde olusturulabilmektedir. Eger validation_data parametresi bir tiretici fonksiyon
biciminde girilirse fit metodu ilk epoch bittiginde bu lretici fonksiyon yoluyla sinama verilerini elde eder ve sinama
islemlerinde bu verileri kullanir. fit metodunun validation_steps parametresi bir epoch icin toplamda kag kere next
islemi ile veri toplanacagini belirtir. Bu parametrenin default degerinin None olduguna dikkat ediniz. Bu durumda
veri toplama islemi Urretici fonksiyon bitene kadar yapilir ki bu da yalnizca 1 epoch igin anlamli olabilir. Ornegin:

EPOCHS = 100
STEPS_PER_EPOCH = 16
BATCH_SIZE = 32
VALIDATION_STEPS = 5

import numpy as np
from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import Dense

def data_generator():
for _ in range(EPOCHS):
for _ in range(STEPS_PER_EPOCH):
training_dataset_x = np.random.rand(BATCH_SIZE, 190)
training_dataset_y = np.random.randint(@, 2, BATCH_SIZE)
yield training_dataset_x, training_dataset_y

def validation_generator():
for _ in range(EPOCHS):
for _ in range(VALIDATION_STEPS + 1):
X = np.random.random( (BATCH_SIZE, 190))
y = np.random.randint(@, 2, BATCH_SIZE, dtype='int8")

yield x, y

model = Sequential()
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model.add(Dense(64, input_dim=10, activation='relu', name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1, activation='softmax', name='Output'))

model.compile( 'rmsprop', loss='binary_crossentropy', metrics=["'binary_accuracy'])
hist = model.fit(data_generator(), epochs=EPOCHS, steps_per_epoch=STEPS_PER_EPOCH,
validation_data=validation_generator(), validation_steps=VALIDATION_STEPS)

Burada validation_generator isimli tiretici fonksiyon icerisinde rastgele degerlerle VALIDATION_STAPES kadar yield
islemi yapilmistir. Bu yield islemlerinin sonunda elde edilen toplam veri sinama verisi olarak kullanilacaktir. Modelin
test edilmesi sirsinda evaluate ve predict metodunda da ayni bicimde veriler pargal olarak Uretici fonksiyonlar
yoluyla girilebilmektedir. Bu evaluate metodunun steps parametresi test isleminde kag kere yield islemi yapilacagini
belirtir. Ornegin:

import numpy as np

EPOCHS = 10
STEPS_PER_EPOCH = 20
BATCH_SIZE = 32
VALIDATION_STEPS = 5
TEST_STEPS = 10

def data_generator():
for _ in range(EPOCHS):
for _ in range(STEPS_PER_EPOCH):
X = np.random.random( (BATCH_SIZE, 10))
y = np.random.randint(©, 2, BATCH_SIZE, dtype='int8")

yield x, y

def validation_generator():
for _ in range(EPOCHS):
for _ in range(VALIDATION_STEPS + 1):
X = np.random.random( (BATCH_SIZE, 10))
y = np.random.randint(©, 2, BATCH_SIZE, dtype='int8")

yield x, y

def test_generator():
for _ in range(TEST_STEPS):

X = np.random.random( (BATCH_SIZE, 10))
y = np.random.randint(®, 2, BATCH_SIZE, dtype='int8")
yield x, y

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='PartialDataTraining"')

model.add(Dense(64, activation='relu', input dim=10, name='Hidden-1'))
model.add(Dense(64, activation='relu', name='Hidden-2"))
model.add(Dense(1l, activation='sigmoid', name='Output'))

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
hist = model.fit(data_generator(), epochs=EPOCHS, steps_per_epoch=STEPS_PER_EPOCH,
validation_data=validation_generator(), validation_steps=VALIDATION_STEPS)

eval_result = model.evaluate(test_generator(), steps=TEST_STEPS)
for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')
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Burada 6nemli bir nokta lzerinde durmak istiyoruz. Sinama islemlerinin parcal verilerle yapilmasi durumunda
sinama verilerinin her epoch'ta karistiriimasi uygulamacinin sorumlulugundadir. Bu tir durumlarda karistirma
islemlerinin dogrudan DataFrame ya da NumPy dizileri Gizerinde yapilmasi iyi bir teknik degildir. Clinkl bu tar
karistirma islemlerinin zamansal maaliyeti yliksek olabilmektedir. Bu tir durumlarda karistirma islemlerinin indeks
dizileri tGizerinde yapilmasi uygun olmaktadir.

Simdi IMDB 6rnegi lizerinde Uretici fonksiyon yoluyla verilerin elde edilmesine iliskin bir 6rnek verelim. Ornegimizde
"imdb.csv" dosyasi tek hamlede pandas.read_csv fonksiyonu ile DataFrame nesnesi olarak okuyacagiz. Sonra bu
DataFrame nesnesi lzerindeki verileri egitim, sinama ve test sirasinda lretici fonksiyon yardimiyla elde edecegiz:

EPOCHS = 5
BATCH_SIZE = 32

import pandas as pd
df = pd.read_csv('IMDB Dataset.csv')
from sklearn.feature_extraction.text import CountVectorizer

cv = CountVectorizer(dtype="'int8")
cv.fit(df['review'])

df_x
df_y

df[ 'review']
df[ 'sentiment']

import numpy as np

dataset y = np.zeros(len(df_y), dtype='int8")
dataset_y[df['sentiment’'] == ‘'positive'] =1

from sklearn.model_selection import train_test_split

temp_df x, test df x, temp_ y, test y = train_test split(df x, dataset y, test size=0.20)
training_df_x, validation_df x, training_y, validation_y = train_test split(temp_df_x, temp_y,
test_size=0.20)

def data_generator(data_df_x, data_y, epochs, steps, shuffle = True):
indexes = list(range(steps))
for _ in range(epochs):
if shuffle:
np.random.shuffle(indexes)
for i in range(steps):
start_index = indexes[i] * BATCH_SIZE;
stop_index = (indexes[i] + 1) * BATCH_SIZE

x = cv.transform(data_df x.iloc[start_index:stop_index]).todense()
y = data_y[start_index:stop_index]
yield x, y

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB")

model.add(Dense(64, activation='relu', input_dim=len(cv.vocabulary_ ), name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1, activation='sigmoid', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])
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steps_per_epoch = len(training_df_x) // BATCH_SIZE,
steps_per_validation = len(validation_df_x) // BATCH_SIZE;
steps_per_test = len(test_df x) // BATCH_SIZE;

hist = model.fit(data_generator(training_df _x, training_y, EPOCHS, steps_per_epoch),
steps_per_epoch=steps_per_epoch,

validation_data=data_generator(validation_df_x, validation_y, EPOCHS,
steps_per_validation + 1, False),

validation_steps=steps_per_validation, epochs=EPOCHS)

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()

eval_result = model.evaluate(data_generator(test_df x, test_y, 1, steps_per_test),
steps=steps_per_test)

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}")

Burada dosyadan elde edilen DataFrame nesnesi 6nce %80'i egitim %20'si test olmak lzere iki pargaya ayrilmistir.
Sonra da egitim veri kiimesinin de %20'si sinama amaciyla ayristirilmistir. Boylece training_df x, training_y,
validation_df_x, validation_y, test_df x, test_y biciminde (g veri kiimesi elde edilmistir. Ayristirma isleminden 6nce y
verilerinin hepsinin sayisal bicime donisturuldigine dikkat ediniz. Biz 6rnegimizde pargali verilerle egitim icin tek
bir fonksiyon yazdik. Ayni fonksiyonu hem egitim, hem sinama hem de test amaciyla kullandik. Fonksiyonun
parametrik yapisina dikkat ediniz:

def data_generator(data df x, data_y, epochs, steps, shuffle = True):
pass

Fonksiyonun data_df x ve data_y parametreleri sirasiyla ilgili verilerin (egitim, sinama ve test) DataFrame nesnelerini
ve onlarin sonuglarini almaktadir. steps parametresi toplam adim sayisini belirtmektedir. Bu parametre egitim s6z
konusu oldugunda bir epoch'taki batch sayisini, sinama s6z konusu oldugunda bir her epoch'tan sonraki adim
sayisini, test s0z konusu oldugunda da test icin gereken adim sayisini belirtmektedir. Animsayacaginiz gibi egitim
sirasinda her epoch'tan sonra egitim verileri karistiriimaktadir. Ornegimizde egitim verilerinin karistiriimasi bir indeks
dizisi yardimiyla yapilmistir. Fonksiyonun shuffle parametresi True girilmisse bu indeks dizisi karistiriimis ve bir batch
uzunlugundaki veriye bu indeks dizisi yoluyla dolayh bir bicimde erisilmistir.

Yukaridaki koddan elde edilen sonuglar sunlardir:
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Yine burada uygun epoch sayisinin 1 olduguna dikkat ediniz. Test isleminden su sonug elde edilmistir:

loss: 0.3271866738796234
binary_accuracy: 0.8918269276618958

Keras'ta parcali islemler siniflar yoluyla da yapilabilmektedir. Bunun igin tensorflow.keras.utils.Sequence sinifindan
bir sinif tiretilerek sinificin __len__ ve _ getitem__ metotlariyazilir. __len__ metodu bir epoch'un kag batch
isleminden olusacagini belirlemek amaciyla kullaniimaktadir. Bir epoch __len__ metodundan dondirilen sayida
batch isleminden olusturulmaktadir. __getitem__ metodu ise her batch isleminde fit metodu tarafindan ¢agrilir.
__getitem__ metodunun bir index parametresi bulunmaktadir. Bu index parametresi epoch icerisindeki kaginci batch
verilerinin elde edilecegini belirtmektedir. Programci __getitem__ metodundan batch isleminde kullanilacak parcal x
ve y degerlerinden olusan bir demet geri déndiirmelidir. istenirse sinif icin on_epoch_end metodu da yazilabilir. Bu
metot her epoch bittiginde ¢agrilmaktadir. Programcilar tipik olarak epoch bittiginde egitim veri kiimesinin
karistiriimasini bu metot icerisinde yaparlar.

Simdi yukarida tretici fonksiyonla yaptigimiz IMDB 6rnegini simdi sinif yoluyla gergeklestirelim:

EPOCHS = 5
BATCH_SIZE = 32

import pandas as pd
df = pd.read _csv('IMDB Dataset.csv')

from sklearn.feature_extraction.text import CountVectorizer

C ve Sistem Programcilari Dernegi (CSD) - Kaan ASLAN
172



cv = CountVectorizer(dtype="'int8")
cv.fit(df[ 'review'])

df_x
df_y

df['review']
df[ 'sentiment']

import numpy as np

dataset_y = np.zeros(len(df_y), dtype='int8")
dataset_y[df['sentiment’'] == 'positive'] =1

from sklearn.model_selection import train_test_split

temp_df_x, test_df x, temp_y, test_y = train_test_split(df_x, dataset_y, test size=0.20)
training_df_x, validation_df x, training_y, validation_y = train_test split(temp_df_x, temp_y,
test _size=0.20)

from tensorflow.keras.utils import Sequence

class DataGenerator(Sequence):
def init_ (self, x_df, y, batch_size, shuffle=True):

super().__init_ ()
self.x_df = x_df
self.y =y
self.batch_size = batch_size
self.shuffle = shuffle
self.indexes = list(range(len(self.x_df) // self.batch_size))

def len_ (self):
return len(self.x_df) // self.batch_size

def _ getitem_ (self, index):
start_index = self.indexes[index] * self.batch_size;
stop_index = (self.indexes[index] + 1) * self.batch_size

X
y

cv.transform(self.x_df.iloc[start_index:stop_index]).todense()
self.y[start_index:stop_index]

return x, y

def on_epoch_end(self):
if self.shuffle:
np.random.shuffle(self.indexes)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB')

model.add(Dense(64, activation='relu', input_dim=1len(cv.vocabulary ), name='Hidden-1"))

model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='sigmoid', name='Output'))

model.summary()

model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])

hist = model.fit(DataGenerator(training df_x, training_y, BATCH_SIZE),
validation_data=DataGenerator(validation_df x, validation_y, BATCH_SIZE,

False), epochs=EPOCHS)

import matplotlib.pyplot as plt
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plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend(['Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()

eval_result = model.evaluate(DataGenerator(test_df x, test_y, BATCH_SIZE, False))

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval result[i]}"')

Burada parcali veri DataGenerator sinifinin __getitem__ metodu tarafindan olusturulmaktadir. Bu mettotta index
parametresinden hareketle verilerin batch_size kadar kisimlari ¢cekilerek geri dondiridimistir. _ len_ metodunda
bir epoch'taki batch sayisinin geri dondurildigiini goriiyorsunuz. Sinifin on_epoch_end metodunda egitim ve
sinama verileri karistirilmistir. Karistirma isleminin dolayli bir bicimde asil veriler yoluyla degil indisler yoluyla
yapildigina dikkat ediniz. Bunun igin sinifta indexes isimli drnek 6zniteligi biciminde bir NumPy dizisi
bulundurulmustur. Bu dizi on_epoch_end metodunda karistirilmis ve batch verilerinin indeksleri bu diziden gekilerek
kullanilmistir

Seyrek Matrislerle islemler

Elemanlarinin énemli bir bolimi 0 olan kiiglik bolimi 0'dan farkli degerlere sahip olan matrislere seyrek matrisler
(sparse matrixes) denilmektedir. Ornegin IMDB ve Reuters drneklerinde biz yazilarin her birini toplam sézciik
sayllarinin uzunlugu kadar stituna sahip olan vektérler biciminde kodladik. Bu bicimde elde ettigimiz vektorlere iliskin
matrislerinin ¢ok biylik cogunlugu 0 degerine sahip elemanlardan olusmaktadir. "IMDB Dataset.csv" dosyasindan
hareketle olusturarak vektorize ettigimiz dataset_x matrisindeki Q'larin oranina bakiniz:

In [135]: dataset_x.shape
Out[135]: (50000, 121589)

In [136]: np.sum(dataset x) / dataset x.size
Out[136]: ©.001156351808140539

In [137]: 1 - np.sum(dataset _x) / dataset x.size
Out[137]: ©.9988436481918594

Bu matriste elemanlarin kabaca %99.88'i 0'lardan olusmaktadir. iste bu bicimde elemanlarinin bilyiik cogunlugu
O'lardan olusan matrislerin daha az yer kaplayacak bicimde temsil edilmeleri icin bazi veri yapilari kullaniimaktadir.

SciPy kitUphanesinde seyrek matrisler Gizerinde islem yapabilen hazir birtakim siniflar vardir. Ancak NumPy ya da
Keras kiitliphanelerinde seyrek matris islemleri icin 6zel siniflar ya da fonksiyonlar bulundurulmamistir. Biz burada
once bu veri yapilari Gizerinde kisaca duracagiz sonra da SciPy kitliphanesindeki seyrek matris siniflarini gézden
gecirecegiz.
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Seyrek matrislerin az yer kaplayacak bicimde temsil edilmesinde kullanilan veri yapilarindan birine "DOK (Dictionary
of Keys)" denilmektedir. Bu veri yapisinda seyrek matris bir s6zlik nesnesiyle temsil edilir. Sifir olmayan elemanlarin
satir ve stitun numaralari s6zIUglin anahtarlari, o elemanlarin matristeki degerleri de anahtarlara karsi gelen degerler
olur. Ornegin asagidaki gibi bir seyrek matris olsun:

0 0 10 0 5
02 0 0 O
0 0 0 20 O
4 0 0 0 O

Bu matris soyle bir sozliikle saklanabilir:
dok_dict = {(o, 2): 10, (0, 4): 5, (1, 1): 2, (2, 3): 20, (3, 9): 4}
Simdi DOK veri yapisini asagidaki gibi bir sinifla temsil edelim:

import numpy as np

class DokMatrix:
def init_ (self, shape):
self.shape = shape
self.matrix = {}

def _ setitem_ (self, index, value):
if not isinstance(index, tuple) or len(index) != 2:
raise IndexError('invalid index')

if index[@] >= self.shape[@] or index[1] >= self.shape[l]:
raise IndexError('index out of range')

self.matrix[index] = value
def _ getitem_ (self, index):
if not isinstance(index, tuple) or len(index) != 2:

raise IndexError('Iinvalid index')

if index[@] >= self.shape[@] or index[1] >= self.shape[l]:
raise IndexError('index out of range')

return self.matrix.get(index, 0)

def _ repr__ (self):

S =
for key, value in self.matrix.items():
if s I="":
s += '\n'
s += f'({key[@]},{key[1]}): {value}’
return s;

def todense(self):
result = np.zeros(self.shape)
for key, value in self.matrix.items():
result[key] = value

return result
Sinifimizi asagidak gibi bir kodla test edelim:

dok = DokMatrix((10, 10))
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dok[3, 5]
dok[4, 6]

10
20

print(dok[3, 5])
print(dok[4, 6])
print(dok[7, 7])

a = dok.todense()
print(a)

Soyle bir ¢ikti elde edilmistir:

10
20

0

[[@. ©. ©. ©. ©. ©. ©. 0. 0. 0.]
[ 6. ©. 0. ©. ©. ©. ©. 0. 0. 0.]
[ 6. 0. 0. ©. ©. ©. 0. 0. 0. 0.]
[ 6. 0. 0. ©. ©.10. 0. 0. 0. 0.]
[ 6. ©. ©. ©. ©. ©.20. 0. 0. 0.]
[ 6. ©. 0. ©. ©. ©. ©. 0. 0. 0.]
[ 6. ©. ©. ©. ©. ©. ©. 0. 0. 0.]
[ 6. 0. 0. ©. ©. ©. 0. 0. 0. 0.]
[ 6. 0. 0. ©. ©. 0. 0. 0. 0. 0.]
[ 6. ©. 0. ©. 6. ©. ©. 0. 0. 0.]]

SciPy'da DOK matris veri yapisi scipy.sparse modullindeki dok_matrix isimli bir sinifla temsil edilmistir. Bu sinif
mevcut bir NumPy dizisinden ya da Python listesinden seyrek matris yaratabildigi gibi bos bir seyrek matris de
yaratabilmektedir. dok_matrix yoluyla seyrek matris yaratildiktan sonra onun istedigimiz bir elemanina deger
atayabiliriz ya da onun istedigimiz bir elemaninin degerini alabiliriz. Matris tGzerinde dilimleme gibi islemler de
yapilabiliriz. Bu islemlerden yine dok_matrix nesneleri elde edilmektedir. Seyrek matrisler tizerinde aritmetik islemler
de yapilabilmektedir. Bir seyrek matris istenirse ilgili siniflarin todense ya da toarray metotlariyla iki boyutlu NumPy
dizilerine déniistiiriilebilmektedir. Ornegin:

from scipy.sparse import dok_matrix
dm = dok_matrix((10, 10))

dm[@, 3] = 10
dm[1, 6] = 20
dm[7, 9] = 30
dm[3, 4] = 40
dm[5, 1] = 50

print(dm, end='\n\n")

dm2 = dm[1:4, 3:7]
print(dm2, end='\n\n")

dm3 = dm * 2
print(dm3, end="\n\n")

a = dm.toarray()
print(a)

Buradan soyle bir cikti elde edilmistir:

(0, 3) 10.0
(1, 6) 20.0
(7, 9) 30.0
(3, 4) 40.0
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(e, 3)
(2, 1)
(e, 3)
(1, 6)
(7, 9)
(3, 4)
(5, 1)
[[ 0. o.
[ 0. o.
[ 0. o.
[ 0. o.
[ 0. o.
[ 0. 50.
[ 0. o.
[ 0. o.
[ 0. o.
[ 0. o.

OO0 OOOOOO®

50.

20.
40.

20.
40.
60.
80.
100

OO OODOOO®OO

0

0

0

0

0

0

0

.0
0. ©. 0. 0. 0. 0.]
. ©.20. 0. 0. 0.]
0. ©. ©. 0. 0. 0.]

40. ©. 0. 0. 0. 0.]

0. ©. 0. 0. 0. 0.]
0. ©. 0. 0. 0. 0.]
0. ©. 0. 0. 0. 0.]
0. ©. 0. 0. 0. 30.]
0. ©. 0. 0. 0. 0.]
0. 0. 0. 0. 0. 0.]]

Seyrek matrisleri temsil etmek icin kullanilan diger bir veri yapisi LIL (List of List) biciminde isimlendirilmektedir. Bu
veri yapisinda satirlara iliskin iki paralel liste tutulur. Listelerin bir tanesinde satirlardaki degerler, digerinde ise bu
degerlere iliskin situn numaralari bulunmaktadir. Yine seyrek matrisimiz soyle olsun:

0 0 10
0 2 0
0 0 O
4 0 O

0

0
20

0

oo w

Bu matris LIL formati ile sdyle saklanabilir:

rows
cols

[[16, 5],
[[2, 4],

[1], [2e], [4]]
(1], [3], [e]]

Burada rows listesinde satirlardaki degerler, cols listesinde de onlarin sirasiyla stitun indeksleri bulunmaktadir. Bu
veri yapisinda genellikle satirlardaki situn indeksleri siral bir bicimde tutulmaktadir. Bu sayede satirdaki elemanlara
ikili arama (binary search) yoluyla erisilebilmektedir.

LIL matrisler SciPy kiitliphanesinde scipy.sparse modulindeki lil_matrix sinifiyla temsil edilmistir. Sinifin genel
kullanimi dok_matrix sinifinda oldugu gibidir. Ornegin:

from scipy.sparse import 1il _matrix

1ill = 1il matrix((10, 10))

1ili[e, 3]
1ili[e, 8]
1ili[e, 9]
1i11[1, 6]
1i11[7, 9]
1i11[3, 4]
1i11[5, 1]

10
20
30
40
50
60
70

print(1lill, end="\n\n")

1il12 = 1il1[1:4, 3:7]
print(1lil2, end="\n\n")

1il3 = 1il1 * 2
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print(1lil3, end="\n\n")

a = lill.todense()
print(a)

Soyle bir ¢ikti elde edilmistir:

(0, 3)10.
(0, 8)20.
(0, 9)30.
(1, 6)40.
(3, 4)60.
(5, 1)70.
(7, 9)50.

OO0

(0, 3)40.
(2, 1)60.

(O ]

(0, 3)20.
(0, 8)40.
(0, 9)60.
(1, 6)80.
(3, 4)120.0
(5, 1)140.0
(7, 9)100.0

[ OR R

[[ 0. ©. ©.10. ©. ©. ©. 0. 20. 30.]
[ 6. 0. ©. ©. ©. 0. 40. 0. 0. 0.]
[ 6. ©. 0. ©. ©. ©. ©. 0. 0. 0.]
[ 6. ©. ©. ©.60. 0. 0. 0. 0. 0.]
[ 6. 0. 0. ©. ©. 0. 0. 0. 0. 0.]
[ 0. 70. ©. ©. ©. ©. ©. 0. 0. 0.]
[ 6. 0. 0. ©. ©. 0. 0. 0. 0. 0.]
[ 6. ©. ©. ©. ©. ©. ©. 0. 0. 50.]
[ 6. ©. 0. ©. ©. ©. 0. 0. 0. 0.]
[ 6. 0. 0. 0. ©. ©. 0. 0. 0. 0.]]

lil_matrix sinifinin rows 6rnek 6zniteligi satirlardaki sifir olmayan elemanlarin indeks numaralarini data érnek
dzniteligi ise onlarin degerlerini vermektedir. Ornegin:

In [56]: lill.data

Out[56]:

array([list([10.0, 20.0, 30.0]), list([40.0]), list([]), list([6@.0]),
list([]), list([7@.0]), list([]), list([5@.0]), list([]), list([])].
dtype=object)

In [57]: lill.rows

Out[57]:

array([1list([3, 8, 9]), list([6]), 1list([]), list([4]), 1list([]),
list([1]), 1list([]), list([9]), list([]), list([])], dtype=object)

CSR (Compressed Sparse Row) ve CSC (Compress Sparse Column) diger iki nemli seyrek matris veri yapisidir. CSR
formatinda seyrek matris Ug dizi ile ifade edilmektedir. Dizilerden biri satir temelinde sifir olmayan elemanlarin
degerlerini, ikincisi bu elemanlarin siitun numaralarini ve liclinciisii de her satirdaki elemanlarin birinci dizideki
baslangi¢ ve bitis indeks numaralarini (baslangic indeksi dahil, bitis indeksi dahil degil) tutmaktadir. Asagidaki gibi bir
seyrek matris olsun:
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0 0 10 0 5 7 12 0
02 5 0 00 7 6
07 0 20 0 9 0 O
4 0 2 0 3 0 8 0

Bu matris CSR formatinda asagidaki gibi ¢ dizi (liste) ile ifade edilir:

data = [10, 5, 7, 12, 2, 5, 7, 6, 7, 20, 9, 4, 2, 3, 8]
indices = [2, 4, 5, 6, 1, 2, 6, 7, 1, 3, 5, @, 2, 4, 6]
indptr = [0, 4, 8, 11, 11, 15]

Buradaki data ve indices paralel iki dizidir. data dizisi satir temelli soldan saga 0 olmayan elemanlari, indices ise bu
elemanlarin siitun indekslerini tutmaktadir. indptr belli satirdaki elemanlarin data listesindeki dilimlerini
gostermektedir. Yani yukaridaki 6rnekte 10 degeri 2'inci situnda, 5 degeri 4'linci slitunda, 7 degeri ise 5'inci
siitundadir. Ancak bunlarin hangi satirlarda oldugu bilinmemektedir. iste indptr aslinda bu elemanlarin hangi satirda
olduguna iliskin dilimlemelerden olusmaktadir:

(0, 4) --> @'inci satirdaki elemanlar
(4, 8) --> 1'inci satirdaki elemanlar
(8, 11) --> 2'inci satirdaki elemanlar
(11, 15) --> 3'lincl satirdaki elemanlar

indptr ile data listeleri arasindaki iliskiyi sekilsel olarak da soyle gosterebiliriz:

10, 5, 7, 12, 2,

4:8

0:4

5, 7, 6, 7,

{

20,

8:11

9, 4, 2,

CSR matrislere yeni bir eleman atanmasi DOK ve LIL matrislere kiyasla daha fazla zaman gerektirmektedir. Béyle bir
islemde uyari alirsaniz sasirmayiniz. Ancak CSR matrisler etkin bicimde birbirleriyle aritmetik islemlere
sokulabilmektedir.

CSR matrisler SciPy'da csr_matrix sinifiyla temsil edilmektedir. csr_matrix sinifinin data 6rnek 6zniteligi 0 olmayan
matris elemanlarini, indices 6rnek 6zniteligi bu elemanlarin siitun numaralarini ve indtr 6rnek 6zniteligi ise satir
dilimlemelerini bize NumPy dizisi olarak vermektedir. Ornegin:

import numpy as np
from scipy.sparse import csr_matrix
a = np.array([[o, o, 10, 0, 5, 7, 12, @],
[@, 2) 5, @, @, @, 7, 6]:
[o, 20, 0, 9, 0, @],
[0,

7, 0,

0, 0o,
[4, 0, 2,
csr = csr_matrix(a, dtype=np.int32)
print(csr.todense(), end="\n\n")

print(f'data: {csr.data}"')
print(f'indices: {csr.indices}")
print(f'indptr: {csr.indptr}', end="'\n\n")

csr2 = csr * 2
print(csr2.todense())
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Soyle bir ¢ikti elde edilmistir:

[[6 010 © 5 7 12 0]
[0 2 5 0 06 0 7 6]
[0 7 020 6 9 © 0]
[6 0 0 @ 6 0 0 0]
[4 0 2 @ 3 @ 8 0]]

data: [16 5 712 2 5 7 6 720 9 4 2 3 8]
indices: [2 4561267135024 6]
indptr: [ © 4 8 11 11 15]

()

[ 2
1

mrmrreraroarm
OO0

=
(ORI SR A
POoOO®

i
(ORI
A0

=
OO0 N

(W)

(W)

el

csr_matrix sinifinin gesitli islemler yapan pek cok metodu vardir. Bunlari SciPy dokiimanlarindan inceleyebilirsiniz.

CSC matrisleri depolama bicimi olarak CSR matrisleri gibidir. Ancak eleman yerleri satir temelli degil situn temelli
olarak tutulmaktadir. CSR matris icin de benzer 6rnegi verebiliriz:

import numpy as np
from scipy.sparse import csc_matrix

a = np.array([[e, o, 10, 0, 5, 7, 12, @],
[e) 2) 5) e) e) e) 7) 6]J

[e, 7, @, 20, 0, 9, 0, 0],
[0, 0, 6, 0, 0, 0, 0, O],
[4, @, 2, @, 3, 0, 8, @]])

csc = csc_matrix(a, dtype=np.int32)
print(csc.todense(), end="\n\n")

print(f'data: {csc.data}"')
print(f'indices: {csc.indices}")
print(f'indptr: {csc.indptr}', end="\n\n")

csc2 = csc * 2
print(csc2.todense())

Soyle bir ¢ikti elde edilmistir:

[[6 010 © 5 7 12 0]
[6 2 5 0 6 0 7 6]
[0 7 020 06 9 @ 0]
[0 0 0 0 06 0 0 0]
[4 0 2 0 3 @ 8 0]]

data: [4 2 710 5 220 5 3 7 912 7 8 6]
indices: [412014204020141]
indptr: [ @ 1 3 6 7 9 11 14 15]

()

[ 2
1

[OI)

OO0
=
OO0 PO
I
(]
DO
=
OO0 00O P~
()

()

[

Lo I s B s B s B e |
OO
[OI)
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Pekiyi burada ele aldigimiz SciPy seyrek matris siniflarinin hangileri hangi durumlarda tercih edilmelidir? Bunlari
birka¢ maddede 6zetleyebiliriz:

- DOK matriste elemanlara okuma ya da yazma amach erisim hizl bir bicimde gerceklestirilmektedir. Ancak DOK
matrisler matris islemlerinde ¢ok etkin degildir. DOK matrisler dilimleme de de etkin degillerdir.

- LIL matrisler de okuma amacli eleman erisimlerinde ve satirsal dilimlemelerde hizlidirlar. Ancak siitunsal
dilimlemelerde ve matris islemlerinde yavastirlar. Sifir olan elemanlara yazma amach erisimlerde ¢ok hizli olmasalar
da yavas degillerdir. Bu matrislerin matris islemleri icin CSR ve CSC formatlarina dénistirilmesi uygundur ve bu
donistirme hizlidir.

- CSR matrisler satirsal dilimlemelerde CSC matrisler ise siitunsal dilimlemelerde hizlidirlar. Ancak CSR matrisler
sttlinsal dilimlemelerde CSC matrisler de satirsal dilimlemelerde yavastir. Her iki matris de matris islemlerinde
hizlidir. Bu matrislerde elemanlarin degerlerini degistirmek (6zellikle sifir olan elemanlarin) yavastir.

SciPy kitUphanesinde burada ele aldigimizin disinda da baska seyrek matris siniflari bulunmaktadir. Bu siniflari SciPy
dokiimanlarindan inceleyebilirsiniz.

Simdi de bir seyrek matris uygulamasi yapalim. Uygulamamizda yine IMDB verilerini kullanacagiz. Once bu dosyayi
yine pandas.read_csv fonksiyonuyla bir DataFrame olarak okuyacagiz. Sonra bu DataFrame nesnesini seyrek matris
olarak okuyup her batch isleminde bu seyrek matrisin ilgili batch'e iliskin kismini parcali bicimde vektorize edecegiz:

EPOCHS = 5
BATCH_SIZE = 32

import pandas as pd
df = pd.read _csv('IMDB Dataset.csv')
from sklearn.feature_extraction.text import CountVectorizer

cv = CountVectorizer(dtype="int8")
cv.fit(df[ 'review'])

df_x
df_y

df['review']
df['sentiment ']

import numpy as np

dataset_y = np.zeros(len(df_y), dtype='int8")
dataset_y[df['sentiment'] == 'positive'] =1

from sklearn.model selection import train_test_split

temp_df_x, test_df x, temp_y, test_y = train_test_split(df_x, dataset_y, test_size=0.20)
training df x, validation_df_x, training_y, validation_y = train_test_split(temp_df_x, temp_y,
test _size=0.20)

from tensorflow.keras.utils import Sequence

class DataGenerator(Sequence):
def init_ (self, x_df, y, batch_size, shuffle=True):

super(). init_ ()
self.x_df = x_df
self.y =y
self.batch_size = batch_size
self.shuffle = shuffle
self.indexes = list(range(len(self.x_df) // self.batch_size))

def __len_ (self):
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return len(self.x_df) // self.batch_size

def  getitem (self, index):
start_index = self.indexes[index] * self.batch_size;
stop_index = (self.indexes[index] + 1) * self.batch_size

X
y

cv.transform(self.x_df.iloc[start_index:stop_index]).todense()
self.y[start_index:stop_index]

return x, vy

def on_epoch_end(self):
if self.shuffle:
np.random.shuffle(self.indexes)

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='IMDB")

model.add(Dense(64, activation='relu', input_dim=1len(cv.vocabulary ), name='Hidden-1"))
model.add(Dense(64, activation='relu', name='Hidden-2"))

model.add(Dense(1l, activation='sigmoid', name='Output'))

model.summary()
model.compile(optimizer="rmsprop', loss='binary crossentropy', metrics=['binary_accuracy'])

hist = model.fit(DataGenerator(training_df_x, training_y, BATCH_SIZE),
validation_data=DataGenerator(validation_df x, validation_y, BATCH_SIZE, False), epochs=EPOCHS)

import matplotlib.pyplot as plt

plt.figure(figsize=(15, 5))

plt.title('Epoch-Loss Graph', fontsize=14, fontweight="bold")
plt.xlabel('Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['loss'])
plt.plot(hist.epoch, hist.history['val loss'])
plt.legend(['Loss', 'Validation Loss'])
plt.show()

plt.figure(figsize=(15, 5))

plt.title('Epoch-Binary Accuracy Graph', fontsize=14, fontweight='bold")
plt.xlabel( 'Epochs")

plt.ylabel('Loss")

plt.xticks(hist.epoch)

plt.plot(hist.epoch, hist.history['binary accuracy'])
plt.plot(hist.epoch, hist.history['val binary_accuracy'])
plt.legend([ 'Binary Accuracy', 'Validation Binary Accuracy'])
plt.show()

eval result = model.evaluate(DataGenerator(test df x, test y, BATCH_SIZE, False))

for i in range(len(eval_result)):
print(f'{model.metrics_names[i]}: {eval_result[i]}')

Burada DataGenerator sinifi hem egitim hem sinama hem de test amaciyla olusturulmustur. Sinifin __init__
metodunun parametrik yapisi soyledir:
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def __init_ (self, x_df, y, batch_size, shuffle=True):
pass

Metodun x_df parametresi seyrek bicimdeki egitim, sinama ya da test verilerini, y parametresi ise bunlara karsi gelen
sayisal hale donustlirtGlmus ¢ikti degerlerini almaktadir. shuffle parametresi her epoch'tan sonra karistirma yapilip
yapilmayacagini belirtmektedir. Karistirma bu parametreye bakilarak on_epoch_end metodunda yapilmistir:

def on_epoch_end(self):
if self.shuffle:
np.random.shuffle(self.indexes)

Ornegimizde __getitem__ metodunda her batch isleminde seyrek matrisin ilgili batch'e iliskin kismi dense hale
getirilerek geri dondlrilmustir. _ len_ metodunda da parcali islemler icin gereken adim sayisina geri donuldigini
gorlyorsunuz.

Resimlerin Siniflandinimasina iliskin MNIST Ornegi

Bu boliimde resimlerin siniflandiriimasina iliskin bir 6rnek (izerinde duracagiz. Ancak énce uygulamanin daha iyi
anlasiimasi igin dijital resimler hakkinda temel bazi bilgileri vermek istiyoruz.

Bugtin kullandigimiz grafik tabanli bilgisayar sistemlerinde ekranda goriintiilenebilen en kii¢lik birime "pixel"
denilmektedir (pixel s6zcligl "picture element" sdzciiklerinden kisaltilarak uydurulmustur). Bilgisayar ekrani
pixel'lerden olusan bir matris bicimindedir. Ornegin ekran ¢dziiniirligiimiiziin 1920x1080 olmasi ekranimizda 1920
sttunlu, 1080 satirli bir pixel matrisinin olmasi anlamina gelmektedir. Ekran tizerindeki her pixel digerlerinden
bagimsiz olarak renklendirilebilmektedir. Pixel renkleri Kirmizi (Red), Yesil (Green) ve Mavinin (blue) tonal bilesimleri
ile elde edilmektedir. Tonal birlesimler 8 bitle ifade edilirler. Béylece [0, 255] arasinda 256 degerden birini alabilirler.
RGB bigiminde kisaltilan bu ¢ rengin toplam tonal bilesimlerinin sayisi 256 * 256 * 256 = 16777216 biciminde
yaklasik 16 milyon tanedir. RGB'nin her tonal bileseni bize bu 16 milyon civarindaki renkten birini vermektedir.
Ornegin Red = 255, Green = 0, Blue = 0 ise bu renk tam kirmizidir. iste dijital resimler de bu bicimde pixel'lerden
olusmaktadir. Bir resim aslinda belli bir sayida pixel'den olusan ve bu pixel'lerin farkli renklerinden olusan bir byte
yiginidir.

Bir resim bilindigi gibi pixel'lerden olusmaktadir. Her pixel'in de renk bilesenleri vardir. Pixel'leirin renk bilesenleri i¢in
en ¢ok kullanilan format RGB (Red, Green, Blue) formatidir. Bu formatta renk bilesenleri her biri 1 byte'tan olusan
Kirmizi (Red), Yesil (Green) ve Mavinin (Blue) tonal degerleriyle ifade edilmektedir. Pek ¢ok goriinti birimi de aslinda
kendi icerisinde renkleri zaten bu renklerin tonal bilesimleriyle olusturmaktadir. Bir byte ile ifade edilecek sayilar
toplam 256 tane olduguna gore 1 byte'lik RGB formatinda her pixel 256 * 256 * 256 = 224 renkten biri ile
renklendirilebilmektedir. Aslinda modern grafik kartlarinda her pixel icin bir byte da transparanlik (alpha channel)
bilgisi tutulmaktadir. Transparanlik arkadaki gériintinin goérilebilirligi Gzerinde etkili olmaktadir. Bu transparanlik
255 ise arka plan tam saydamsiz, 0 ise tam saydam anlamina gelir.

Gri tonlamali resim aslinda grinin tonlarindan olusan resimdir. Gri tonlamali resimlerde her bir pixel RGB ile degil tek
bir degerle ifade edilir. Yani gri tonlamali resim aslinda R = G = B pixel renklerinden olusan resimdir. Boylece gri
tonlamali resimde her pixel {i¢ byte'la degil bir byte'la kodlanabilmektedir. Gri tonlamali resimleri siyah-beyaz
(monochrome) resimlerle karistirmayiniz. Siyah-beyaz (buradaki siyah ve beyaz baska renkler de olabilir) bir resimde
her pixel 1 bit ile ifade edilmektedir. Ancak siyah-beyaz resimlerin ¢ogu insanlar tarafindan anlamsiz bir gérinti
biciminde algilanmaktadir. Siyah tonlamali resimler inanlar tarafindan ¢ok daha iyi algilanmaktadir.

Pekiyi normal RGB bir resim gri tonlamali bicime donustirilebilir mi? Yanit evet. Bunun igin kullanilan iki temel
teknik vardir. Birinci teknikte her pixel'in RGB degerlerinin ortalamasi alinir. Ancak bu yontem bazi resimlerde ¢ok
tatmin edici sonuclar vermemektedir. Bu yoéntem icin soyle bir 6rnek verebiliriz:

import numpy as np
import matplotlib.pyplot as plt

img_data = plt.imread('AbbeyRoad.jpg")
gray_img data = np.mean(img_data, axis=2)
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figure = plt.gcf()
figure.set_size_inches((10, 10))
plt.subplot(1, 2, 1)
plt.imshow(img_data)

plt.subplot(1, 2, 2)
plt.imshow(gray_img_data, cmap='gray"')
plt.show()

Elde edilen goriintileri karsilastiriniz:

Diger yontemde pixel'in RGB degerleri 6nce 6zel degerlerle ¢carpilip sonra onlarin ortalamalari alinmaktadir.
Uygulamada genellikle bu agirlikli ortalama yéntemi tercih edilmektedir. Agirlklar icin tipik olarak R =0.3, G=0.59, B
= 0.11 degerleri kullanilmaktadir. Yukaridaki 6rnegi bu yontemle séyle uygulayabiliriz:

import numpy as np
import matplotlib.pyplot as plt

img_data = plt.imread('AbbeyRoad.jpg"’)
gray_img_data = np.average(img_data, weights=[0.3, ©0.59, 0.11], axis=2)

figure = plt.gcf()
figure.set_size_inches((10, 10))
plt.subplot(1, 2, 1)
plt.imshow(img_data)

plt.subplot(1, 2, 2)
plt.imshow(gray_img_data, cmap='gray"')
plt.show()

Burada R, B icin agirlik degerleri sirasiyla 0.3, 0.59, 0.11 alinmistir. Elde edilen goriintl benzerdir:

Bu 6n bilgilerden sonra simdi MNIST 6rnegine donelim. MNIST (Modified National Institute of Standards and

Technology)" makine 6grenmesinde deneme ve egitim amaciyla en ¢ok kullanilan veri kimelerinden biridir. MNIST'in
degisik veri kiimeleri vardir. Bu veri kiimelerinden biri Keras icerisinde de bulundurulmustur. keras.mnist modiliinde
her biri 28x28'lik bir "gri tonlamali (grayscale)" bitmap'ten olusan pek ¢ok resim bulunmaktadir. Bu resimlerde 0'dan
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9'a kadar sayilarin elle gizilmis sekilleri vardir. Dolayisiyla modelin girdi katmani 28 * 28 = 784 nérondan ¢ikti katmani
da 10 nérondan olusmaktadir.
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MNIST veri kiimesini asagidaki baglantidan indirebilirsiniz:

https://www.kaggle.com/datasets/oddrationale/mnist-in-csv

Buradaki MNIST verileri "mnist_train.csv" ve "mnist_test.csv" isminde iki CSV dosyasi biciminde organize edilmistir.
Bu dosyalarin her satirinda 785 deger bulunmaktadir. Satirdaki ilk deger resmin tizerindeki sayiyi sonraki 784 pixel ise

28X28'lik resmin gri tonlamal pixel degerlerini belirtmektedir. Dosyalari asagidaki gibi kullanima hazir hale
getirebiliriz:

import pandas as pd

df_training = pd.read_csv('mnist_train.csv')
df_test = pd.read_csv('mnist_test.csv')

training_dataset_x = df_training.iloc[:, 1:].to_numpy()
training_dataset_y = df_training.iloc[:, @].to_numpy()

test_dataset_x
test_dataset_y

df_test.iloc[:, 1:].to_numpy()
df_test.iloc[:, ©].to_numpy()

Simdi birkag resmi gizdirelim:
import matplotlib.pyplot as plt

plt.figure(figsize=(5, 6))
for i in range(9):
plt.subplot(3, 3, i + 1)
plt.title(str(training_dataset_y[i]), fontsize=14)
plt.imshow(training dataset_x[i].reshape(28, 28), cmap='gray')
plt.show()

Cizim isleminden soyle bir gorinti elde edilmistir:
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Simdi resmin pixel'leri icin Min-Max olceklemesi yapalim. Pixel degerleri O ile 255 arasinda olduguna gére Min-Max
Olgeklemesi dogrudan bu degerlerin 255'e boliinmesiyle elde edilebilir:

training _dataset_x = training_dataset_x / 255
test_dataset_x = test_dataset_x / 255

MNIST cok sinifli bir lojistik regresyon problemi oldugu icin cikti degerlerinin one hot encoding yapilmasi
gerekmektedir. Bu islemi tensorflow.keras.utils modulindeki to_categorical fonksiyonu ile yapabiliriz:

from tensorflow.keras.utils import to_categorical

ohe_training_dataset_y = to_categorical(training_dataset_y)
ohe_test_dataset_y = to_categorical(test_dataset_y)

Artik modelimizi olusturabiliriz. Modelimizde yine iki sakh katman kullanacagiz. Sakh katmanlardaki aktivasyon
fonksiyonunu "relu" olarak alacagiz. Problem c¢ok sinifli bir lojistik regresyon problemi olduguna gore cikti
katmanindaki aktivasyon fonksiyonu "softmax" olmalidir:

from tensorflow.keras import Sequential
from tensorflow.keras.layers import Dense

model = Sequential(name='MNIST')

model.add(Dense(256, activation='relu', input _dim=784, name='Hidden-1'))
model.add(Dense(128, activation='relu', name='Hidden-2"))
model.add(Dense(10, activation='softmax', name='Output'))

model.summary()
Buradan soyle bir 6zet cikti elde edilmistir:

Model: "MNIST"

Layer (type) Output Shape Param #
Hidden-1 (Demse)  (Nome, 256) 200960
Hidden-2 (Dense) (None, 128) 32896
Output (Dense) (None, 10) 1290

Total params: 235,146
Trainable params: 235,146
Non-trainable params: ©
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Simdi modelimizi derleyip egitelim:

model.compile(optimizer="rmsprop', loss='categorical crossentropy',
metrics=['categorical accuracy'])

hist = model.fit(training_dataset_x, ohe_training_dataset_y, epochs=100, batch_size=32,
validation_split=0.2)

Burada egitimi 100 epoch ile gerceklestirdik. Epoch kaynakli bir overfitting durumunun olusup olusmadigini anlamak
icin epoch grafiklerimizi gizelim:

import matplotlib.pyplot as plt

plt.
plt.
plt.
plt.
plt.

plt.
plt.
plt.
plt.

plt.
plt.
plt.
plt.
plt.

plt.
plt.
plt.
plt.

figure(figsize=(15, 5))

title('Epoch-Loss Graph', fontsize=14, fontweight="bold")
xlabel('Epochs")

ylabel('Loss")

xticks(range(@, len(hist.epoch) + 10, 10))

plot(hist.epoch, hist.history['loss'])
plot(hist.epoch, hist.history['val loss'])
legend(['Loss', 'Validation Loss'])

show()

figure(figsize=(15, 5))

title('Epoch-Categorical Accuracy Graph', fontsize=14, fontweight='bold")
xlabel('Epochs")

ylabel('Loss")

xticks(range(9, len(hist.epoch) + 10, 10))

plot(hist.epoch, hist.history['categorical accuracy'])
plot(hist.epoch, hist.history['val categorical accuracy'])

legend([ 'Categorical Accuracy', 'Valid